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RESUMEN

La clasificacion de datos con diferentes caracteristicas, a lo largo del tiempo ha sido una necesidad
en diferentes campos como la quimica, la medicina, la electrénica, entre otras. Hoy en dia con el
nacimiento de tecnologias basadas en Big data y teniendo en cuenta que los datos de cierta forma
controlan el mundo, es imperativo desarrollar métodos para clasificar la informacién de una forma
correcta y eficiente. Actualmente se han desarrollado varios algoritmos capaces de cumplir a
cabalidad con esta tarea, entre los mds comunes tenemos los K vecinos mas cercanos para
conjuntos de datos con etiquetas conocidas o lo que se conocer como aprendizaje supervisado, K-
means y Spectral Clustering para conjuntos de datos sin etiquetar o aprendizaje no supervisado.
En el primer problema una de las falencias que se encuentra es clara, usualmente no se tienen los
datos etiquetados, por el costo que conlleva algo asi, situacion que complica en gran manera el
uso de este tipo de algoritmos. Los otros dos algoritmos anteriormente mencionados, tienen un
funcionamiento similar. La diferencia de estos se encuentra en la forma de distribucion de los
datos, para el caso del K-means los datos deben ser linealmente separables y tener formas
compactas y separadas entre grupos, mientras que para el spectral clustering, esta distribucién no
es importante, porque el método encuentra la distribucién éptima, esto teniendo en cuenta
ciertos parametros de entrada que son la clave de éxito del algoritmo.

Este trabajo particularmente se enfoca en el desarrollo del método spectral clustering, y las
diferentes estrategias que existen para encontrar una matriz de afinidad, que es el nucleo del
método, como método de desarrollo se hizo uso del algebra lineal para de esta manera expresar
las diferentes funciones en forma matricial y asi tener algoritmos mas eficientes.

Para el proyecto se utilizaron bases de datos sintéticos, con distribuciones no separables
linealmente y que no presentan necesariamente una forma compacta, que es el problema
especifico que busca resolver el método spectral clustering, ademas de ellos se grafican las
diferentes matrices de afinidad y los resultados de agrupamiento de los algoritmos, para que se
tenga una vista de qué tan eficaz puede llegar a ser el algoritmo.

Palabras clave: kernel, matriz de afinidad, spectral clustering, grafo, k-means, laplaciano,
Python, Matlab.
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ACRONIMOS

CNN Common nearest neighbors
ALS Adjustable line segment
KNN K-nearest neighbors

CPU Central Processing Unit

RAM Random Acces Memory

SC Spectral Clustering
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1. INTRODUCCION

En diferentes areas como: la biologia, metrologia, estadistica, ciencias sociales, medicina,
entre otras. Se cuenta con grandes cantidades de datos experimentales y es necesario en
las primeras etapas de andlisis identificar grupos con caracteristicas similares, (von
Luxburg, 2007) nos dice que en estos casos las mejores técnicas son las de clustering. Esto
se debe a que en la mayor parte de los casos los datos no estan etiquetados debido a la
cantidad o complejidad de los mismos, por esta razén utilizar técnicas de aprendizaje
supervisado no es algo a tener en cuenta, mientras que el clustering toma mucha fuerza,
debido a que se acopla a la mayoria de los problemas.

La idea de realizar un trabajo basado en un método de aprendizaje no supervisado como
lo es spectral clustering radica basicamente en la identificacién de una necesidad de
agrupar y separar la informaciéon de una forma eficaz, en diferentes dreas donde se tomen
grandes o pequeiias cantidades de datos que requieran estos procedimientos; ademas de
esto también se hace para apoyar a los estudiantes, profesores e investigadores del ITM,
que necesiten hacer una clasificaciéon de datos, y no disponga de los recursos para realizar
el proceso.

Se debe tener en cuenta que la aplicacién del presente trabajo se extiende a todas las
areas del conocimiento puesto que, las tomas de datos son una constante, y usualmente
estas no son facilmente clasificables, razén por la cual la aplicacion se podria tomar como
base para un proyecto mas extenso y complejo e incluso como cimiento para un
emprendimiento en el tratamiento de datos.

Objetivos

Objetivo general

Desarrollar una libreria cientifica funcional, orientada a resolver tareas de agrupamiento,
basandose en la aplicacion de la teoria del método spectral clustering.

Objetivos especificos
e Investigar diferentes métodos del estado del arte para crear una matriz de afinidad
o grafo ponderado.
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e Implementar y validar algoritmos siempre teniendo en cuenta un trabajo matricial.
e Desarrollar un demo para Python y Matlab, para que el usuario final pueda hacer
pruebas de funcionamiento del algoritmo.

El proyecto se realiz6 basandose en dos principios basicos: el beneficio del estudiante
como futuro ingeniero y el beneficio de los demds estudiantes para la realizacion de
investigaciones en el mismo tema o en diferentes campos que puedan beneficiarse de los
algoritmos desarrollados. Inicialmente se contacté con el profesor Andrés Castro, quien
fue el encargado de proponer la tematica que se iba a trabajar, para ello se realizaron
varias reuniones explicando la importancia del desarrollo para diferentes dareas, y que el
desarrollo aun sigue en ejecucion razén por la cual el campo investigativo es bastante
amplio, lo cual lo hace un producto innovador.

Posteriormente se pacté un cronograma de trabajo, de entregas y de asesorias, el cual se
hizo teniendo en cuenta los cruces de horarios de los participantes en el proyecto, para
lograr un mayor aprovechamiento del tiempo y se definieron una serie de pardmetros y
objetivos que se debian de entregas en los tiempos pactados.

Teniendo un cronograma establecido se separardn las fuentes de informacion sobre las
cuales se iba trabajar, se leyeron y se sacaron las partes fundamentales de cada
documento que se eligid. Después de adquirir el conocimiento requerido y siempre
apoyandose en el docente se procedid al desarrollo de los algoritmos en un orden
secuencial, desde el mas sencillo que es el kernel base hasta el mas complejo que para
este caso seria el kernel ALS.

Después del desarrollo de los algoritmos se realizaron los demos en las diferentes
plataformas, en Matlab con interfaz grafica y en Python de ejecucidn por consola.
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2. MARCO TEORICO

Métodos de aprendizaje

Hoy por hoy, gracias al rapido avance de la tecnologia en el campo de las ciencias de datos
es posible almacenar y procesar cantidades de datos bastante amplias, teniendo esto es
cuenta aparece el concepto de aprendizaje maquina o aprendizaje automatico, (Gallegos,
y otros, 2014), definen este concepto como programas computacionales que buscan
optimizar los parametros de un modelo usando datos previos o datos de entrenamiento.
Los modelos pueden ser inductivos, cuando permiten hacer predicciones sobre el futuro o
bien descriptivos cuando permiten generar conocimiento a partir de los datos.

(Gallegos, y otros, 2014) comentan que “El aprendizaje automdtico usa la teoria
estadistica para construir modelos matematicos, pues de esta manera es posible hacer
inferencias a partir de una muestra.”

Existen dos modos diferenciados en el proceso del aprendizaje automatico dependiendo
de si se posee informacién acerca de la salida o no. Estos modos son denominados como
supervisado y no supervisado respectivamente. En los siguientes puntos se hara una breve
introduccidn a estos tipos de aprendizaje.

Aprendizaje Supervisado

El aprendizaje supervisado abarca todas aquellas aplicaciones o procesos en los que se
dispone de informacion tanto de los valores de entrada del sistema como de los valores
de salida. De manera global, dos de los problemas tipicos en el aprendizaje supervisado
son el de clasificacién y el de regresién. En clasificacién, los valores deseados se
corresponden con las etiquetas de cada caso, mientras que, en regresion, la informacion
de salida es el valor real a estimar.

Uno de los mas grandes problemas que se encuentran en el aprendizaje supervisado es
gue en la mayoria de las aplicaciones es muy complejo etiquetar los datos debido a la
densidad o complejidad de estos. Por esta razéon no es muy comun ver este concepto
aplicado en sistemas funcionales, lo cual lo hace perder peso frente a su contraparte que
es el Aprendizaje no supervisado.
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Aprendizaje No Supervisado

Los sistemas de clasificacidon no supervisados son aquellos en los que no se dispone de una
base de datos de ejemplos previamente clasificados, sino que Unicamente a partir de las
caracteristicas de los ejemplos, se intenta agrupar diferentes conjuntos de datos segun la
similaridad de sus caracteristicas, a este proceso se le llama clustering, (Yadav & Sharma,
2013) definen el clustering como “un proceso de agrupacién de objetos de datos en
clusteres inconexos para que los datos en el mismo cluster sean similares, pero los datos
pertenecientes a diferentes clusteres difieren. Un clister es una coleccién de objetos de
datos que son similares entre si y se encuentran en el mismo cluster y diferentes a los
objetos que se encuentran en otros clisteres”. Esta aplicacion de clustering se hace
mediante diferentes métodos, algunos de ellos se presentardn a continuacion.

K-means

“K-means es el método de particionamiento mds popular de clustering. Primero fue
propuesto por MacQueen en 1967. K-means es un método de agrupamiento no iterativo,
no determinista, numérico e iterativo. En k-mean, cada clister esta representado por el
valor medio de los objetos en el cluster. Aqui dividimos un conjunto de n objetos en k
cluster de manera que la similitud entre cllUsteres sea baja y la similitud intra-clister sea
alta. La similitud se mide en términos del valor medio de los objetos en un grupo” (Yadav
& Sharma, 2013).

El algoritmo K-means consiste en dos fases.

e Seleccionar los k centroides al azar, donde el valor k se fija por adelantado.

e (Cada objeto en el conjunto de datos estd asociado al centroide mds cercano. La
distancia euclidiana se usa para medir la distancia entre cada objeto de datos y el
centroide del grupo.
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Imagen 1. Resultado del algortimo K-means, aplicado a un conjunto de datos.

Clustering Jerarquico

“Las técnicas jerarquicas producen una secuencia anidada de particiones, con un Unico
cluster que incluye todo en la parte superior y clusteres Unicos de puntos individuales en
la parte inferior. Cada nivel intermedio se puede ver como la combinacion de dos
clusteres del siguiente nivel inferior (o la divisién de un cldster del siguiente nivel
superior). El resultado de un algoritmo de agrupamiento jerdrquico se puede mostrar
graficamente como arbol, llamado dendrograma. Este arbol muestra graficamente el
proceso de fusion y los clusteres intermedios” (Steinbach, Karypis, & Kumar, 2000).

Dendrogram

T

Imagen 2. Grafico dendrograma, a la izquierda el conjunto de datos, a la derecha el resultado de la agrupacion.

K-means y clustering jerarquico son los algoritmos mds conocidos del aprendizaje no supervisado,
y en muchas ocasiones pueden solucionar el problemas que se plantea, pero estos tienen una gran
debilidad y es que es necesario tener datos linealmente separables, para lograr una tasa de acierto

10
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alta y util para la resolucién de problemas, en los casos donde los datos no son linealmente
separables se generan errores en los grupos de datos que se clasifican, un ejemplo claro de ello es
la Imagen 3. K-means aplicado a dos bases de datos que no son linealmente separables. En esta se
puede apreciar como en ambos conjunto el algoritmo K-means intenta separarlos linealmente,
pero la distribucion de datos es diferente, teniendo como resultado un separacidn deficiente.

Imagen 3. K-means aplicado a dos bases de datos que no son linealmente separables.

Para tener resultados mds apropiados sin tener una gran fijacion por las caracteristicas del
conjunto de datos, nace spectral clustering, una técnica capaz de resolver estos problemas,
porque en esta se busca a través de grafos encontrar las conexiones entre datos , para
posteriormente realizar un clustering mds acertado, esta técnica es la base del desarrollo de este
trabajo, por ello en los préximos fragmentos se va a dar una introduccion a spectral clustering y las
diferentes formas de aplicar esta técnica, basado en la investigacidn de diferentes autores.

Spectral Clustering

Las técnicas de agrupacion espectral utilizan el espectro (valores propios) de la matriz de similitud
de los datos para realizar la reduccidon de dimensionalidad antes de la agrupacién en menos
dimensiones. La matriz de similitud se proporciona como una entrada y consiste en una evaluacién
cuantitativa de la similitud relativa de cada par de puntos en el conjunto de datos.

“La agrupacion espectral puede arrojar resultados impresionantemente buenos donde la
agrupacion tradicional en busca de "manchas redondas" en los datos, como K-means, fracasaria
miserablemente. Se basa en dos pasos principales: primero incrustando los puntos de datos en un
espacio en el que los clisteres son mas "obvios" (utilizando los vectores propios de una matriz de
Gram), y luego aplicando un algoritmo de agrupamiento clasico como K-means. La matriz de
afinidad M se forma usando un kernel tal como el kernel gaussiano. Se han propuesto varios pasos
de normalizacién” (von Luxburg, 2007).

11
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Si bien las ventajas del Spectral clustering que de ahora en mas se denotard como SC, la convierten
en una técnica bastante atractiva, tiene varios puntos en los cuales genera incertidumbre, ejemplo
de ella es que no se una demostracion tedrica, de cuan alejado se puede estar de un resultado
correcto al aplicar un algoritmo con SC, adicional a esto, en los diferentes algoritmo para
encontrar la matriz de afinidad que es la base de éxito de la técnica, se tienen varios parametros
gue no es posible sintonizar o afinar de forma general, y tampoco hay un trasfondo tedrico para la
seleccidn de valor de los mismos.

A continuacidn se detallara el funcionamiento de SC y los fundamentos tedricos que sustentan
esta técnica.

Grafos de similitud

Si se dispone de un conjunto datos y una funcién de similitud entre los mismos sij>=0
(para una pareja de puntos i, j), una buena representacion de los datos es mediante el
grafo de similitud G=(V,E). V es el conjunto de vértices y E es el conjunto de aristas. Es
comun que el grosor o color de las aristas denote el peso de la unién entre dos vértices.

Imagen 4. Estimacion grafica de un grafo de similitud

Teniendo en cuenta esta definicion de grafico, se podria replantear el problema de
clustering, de tal manera que las aristas con pesos bajos, hagan referencia a aquellos
vértices o registros que no tienen un alto grado de similitud y no se pueden incluir en un
mismo cluster.

12
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Dentro de los grafos de similitud, hay varios tipos, que se utilizan en algunos métodos de
SC, (von Luxburg, 2007) dice que los tipos mas comunes de grafos de similitud son los
siguientes:

Grafo de vecindad €
En este grafo se conectan todos los vértices cuyas distancias respecto a los demas sean
menores a €.

Grafo de K vecinos mds cercanos
En este grafo cada vértice, se conecta con los K vértices cuyas distancias sean menores

Grafo totalmente conectado
Para este grafico cada vértice se conecta con cada uno de los demds vértices, por esta

razon se llama totalmente conectado.

Grafos Laplacianos

La importancia de los grafos Laplacianos radica en “La idea de los algoritmos es usar las
Laplacianas de forma de transformar los puntos originales a un nuevo espacio donde, como se
vera mas adelante, se realzan los clusteres y los puntos transformados se vuelven facilmente
separables. De esta forma, con la aplicacién de algoritmos sencillos de clustering como por
ejemplo K-means los puntos pueden clasificarse facilmente” (von Luxburg, 2007).

Se debe tener en cuenta que no hay una conveccién Unica cuya matriz sea llamada grafo
Laplaciano, para profundizar en detalles se recomienda (Chung, 1997), de este texto se van a
exponer brevemente la formas de los tipos de grafos Laplacianos.

Grafo Laplaciano no normalizado

Esta definido como se ve en la Ecuacion 1.

Ecuacion 1. Definicién de Laplaciano no normalizado.

En la Ecuacidn 1, D representa la diagonal ponderada de W, mientras W es un grafo de similitud o
matriz de afinidad. (Chung, 1997) dice que las propiedades de este tipo de grafo son las siguientes.

e L simétrica y semi-definida positiva
e Menor valor propio de L igual a cero con vector propio asociado constante
e L tiene nvalores propios reales positivos

13
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Grafo laplaciano normalizado

Para el Laplaciano normalizado existen dos definiciones, que se verdn a continuacién en las
ecuaciones Ecuacion 2, Ecuacion 3.

1 1 1

1
Lgym = D2LDz = IDzW Dz

Ecuacion 2. Definicion de grafo Laplaciano normalizado simétrico.

Ly =D'L=1-D"'w

Ecuacion 3. Definicion de grafo Laplaciano normalizado, por caminata aleatoria.

Para Ecuacién 2 y Ecuacion 3, D representa la diagonal ponderada de W, mientras W es un grafo
de similitud o matriz de afinidad. (Chung, 1997) dice que las propiedades de este tipo de grafo son
las siguientes.

e ) esvalor propio de Lrw con vector propio p. g y A cumplen L u=AD p.

e 0 es valor propio de Lrw con vector constante 1 como vector propio. 0 es valor propio
1

de Lsim con vector propio Dz1.

e Lsim y Lrw son semi-definidas positivas y tienen n valores propios reales no
negativos.

Algoritmos de Spectral Clustering

Para el desarrollo del método SC se utilizara el algoritmo presentado por, (Ng, Jordan, &
Weiss, 2001) que se puede ver en el Algoritmo 1 y cuya estructura esta descrita en la
Imagen 5, de estos 5 bloques solo el de matriz de afinidad o kernel es variable para este
documento, el resto del algoritmo es igual para los diferentes métodos que se van a tratar
a continuacion, el adecuado calculo del bloque de matriz de afinidad o kernel, es la base
de éxito del método SC, puesto que de este depende la realizacion del grafo de afinidad,
de donde se van a obtener las caracteristicas para hacer el proceso de clustering.

14
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Algoritmo 1. Algoritmo propuesto por (Ng, Jordan, & Weiss, 2001), para la realizacion del método spectral clustering.

Entrada: Matriz de similitud S € R™¥ y numero k de clusters a construir.

Salida: Clusteres Ay ... A conA; ={j | vi € C;}.
Construir un grafo de similitud por alguno de los métodos vistos en la seccion de

grafos.

Calcular la Laplaciana normalizada Lgjy,.
Hallar los k primeros vectores propios de Lg;,,(ul, .... uk)
Sea U € R™k |3 matriz conteniendo los vectores propios (ul, ....uk) como

columnas.
e FormarlamatrizT € R™¥ a partir de U normalizando sus filas, o sea
— Yy
ty = 1
(S’
e Conidelan,seay; € R¥elvectorde lafilaidela matriz T.
e Clasificar los puntos (¥;)i=1._n €n R¥ con el algoritmo k-means en los clusters
Cq..Cyg.
Matriz de Laplaciano Vectores K Resultad
Afinidad Normalizado Propios means esuitado

Imagen 5. Diagrama de bloques, que muestra la metodologia de trabajo sequida para los algoritmos SC.

Kernel Gaussiano

Este algoritmo fue propuesto por (Ng, Jordan, & Weiss, 2001) y de ahora en adelante se

nombrara a lo largo del documento como kernel base. Para el cdlculo del kernel base se

utiliza la Ecuacion 4 la cual representa un grafo totalmente conectado.

A;j = exp 292

2
=

Ecuacion 4. Ecuacion para calcular el kernel base.

15
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2 . . -
Para la Ecuacion 4 ||x,- - x]-” representa la distancia euclidiana entre los valores x;y x;,
gue son elementos del conjunto inicial de datos. o es un valor independiente, que se
sintoniza dependiendo del conjunto de datos a trabajar.

Kernel, utilizando metodo Local Scaling

Este algoritmo fue propuesto por (Zelnik-Manor & Perona, 2004), y es basicamente una
variacion del kernel base propuesto por (Ng, Jordan, & Weiss, 2001), en el cual se busca
afinar el parametro o dividiéndolo en dos pardmetros o; y a; como se puede ver en la
Ecuacién 5. Los pardmetros nuevos de esta ecuacién se calculan utilizando un K-esimo
vecino que es un valor de entrada del algoritmo y que para diferentes conjuntos de datos
puede retornar diferentes resultados, segun (Zelnik-Manor & Perona, 2004) el valor mas
Optimo para K es 7, cabe aclarar que esto no tiene ninguna sustentacién matematica, y es
un valor al cual el autor llegé a base de prueba y error, que retornard un vector con
valores que dardn los parametros de afinaciéon para ambos pardmetros.

2
|l — )
O'ia'j

Ecuacion 5. Ecuacion para calcular el kernel basado en el método local scaling.

Al igual que en la Ecuacién 4, para la Ecuacién 5 ||xi - xj||2 representa la distancia euclidiana
entre los valores x; y x;, que son elementos del conjunto inicial de datos.o; ya; son
valores que se calculan basandose en un parametro K de entrada, con el cual se calcula el
K-ésimo vecino, que resulta ser un vector de valores que en su estado original representan
a ag; y al estar traspuestos representan a g;.

Kernel CNN (Common-Near-Neighbor)

Este algoritmo fue propuesto por (Xianchao , Jingwei , & Hong , 2011) y al igual que el método
local scaling propuesto por (Zelnik-Manor & Perona, 2004), este método es una variacion del
kernel base propuesto por (Ng, Jordan, & Weiss, 2001), como se puede ver en la Ecuacidn 6.
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[ — xiHZ
A =exp| —

2 . X
202(CNN(x;,x;) + 1)
Ecuacion 6. Ecuacion para calcular el Kernel CNN.

Para la ecuacién Ecuacién 6 al igual que en la Ecuacién 4 ||xi - x]-”2 representa la distancia
euclidiana entre los valores x; y x;, que son elementos del conjunto inicial de datos. g es
un valor independiente, que se sintoniza dependiendo del conjunto de datos a trabajar.
Para esta ecuacion aparece un elemento nuevo CNN, que es una funciéon que se encarga
de sintonizar el valor de sigma de acuerdo al conjunto de datos, para obtener un mejor
resultado.

CCN

Este método utiliza un grafo de vecindad &, que posteriormente multiplica por el arreglo
resultante traspuesto, este nuevo arreglo se usa para sintonizar los valores de sigma, de acuerdo
al comportamiento del conjunto de datos.

Kernel Powered Gaussian

Este algoritmo fue propuesto por (Natalian & Yang, 2016) al igual que los métodos anteriores este
método es una variacion del kernel base propuesto por (Ng, Jordan, & Weiss, 2001), como se
puede ver en la Ecuacién 7.

2. Y
x|

B

A;j = exp

Ecuacion 7. Ecuacion para calcular el Kernel Powered Gaussian.

A diferencia del kernel CNN y el kernel basado en el maetodo Local scaling, este método
ademas de modificar el valor de a reemplazandolo por 8 también eleva el resultado a un
valor equivalente a y. El valor de B es igual al valor maximo, dentro de la fila cuyos valores
sean los minimos, con este se asegura que el valor de 8 varie segun el conjunto de datos,
y el método se puede acoplar a diferentes sets de informacidn. Por otra parte el valor de ¥
se calcula utilizando un algoritmo de umbralizacion en el cual el umbral es un valor
estatico o de entrada (es sabido que el valor del umbral es inversamente proporcional a la
precisién del algoritmo), en el algoritmo se calcula a cada iteracién la Ecuacién 7, y a su vez
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se va sintonizando el valor de y con un contador creciente, que se multiplica por un
parametro ¢ de entrada, el umbral se mide como la media de los factores de correlacion
entre el valor actual y valor futuro, resultante de la Ecuacién 7.

Kernel ALS (alignment segment)

Este algoritmo fue propuesto por (Alvarez-Meza, Castro-Ospina, & Castellanos-
Dominguez, 2016), y a diferencia de las anteriores propuestas, no es una alteracién al
método propuesto por (Ng, Jordan, & Weiss, 2001), pero si usa las propiedades del kernel
base, de tal manera se <<desarrolla un método de recorte grafico que aprovecha si se estima
correctamente la relacién de las muestras de entrada, lo que permite extraer estructuras de datos
complejas>> (Alvarez-Meza, Castro-Ospina, & Castellanos-Dominguez, 2016). La ecuacidn base del
método se puede apreciar en la Ecuacién 8.

K,(x;,x5;0) = o(x;, x;)k(x;, x5 0)

Ecuacion 8. Ecuacion para calcular el Kernel ALS.

Para la Ecuacion 8, K es la matriz de similitud que codifica la estructura del grafico
G(X,K). Y @: RPxRP - R*, es una funcién de base radial compactamente compatible.
Para preservar la definicion positiva de Kq, y para mejorar la consistencia de los datos locales y

globales en K, el operador ¢ () se elige como una funcién de dispersién Ecuacién 9.

2
1 — ]

@(x;,x;;b,v) = | max{1 — B

, 0}

Ecuacion 9. Funcion de dispersion, para la ejecucion del kernel ALS.

En la Ecuacién 9b € R*, la notacion max{., 0} representa el valor maximo entre el
argumento y cero. El término de potencia que gobierna el grado de suavidad de (p() se

. D+1 ., . o pr
ajusta como v = - Por lo tanto, la funcion de dispersion introduce un umbral dificil en

2
Ecuacion 9, haciendo que todas las entradas tengan una distancia ||xl- - x]-|| > b.
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3. METODOLOGIA

La idea principal del trabajo es realizar una libreria que encapsule los diferentes métodos
para hallar la matriz de afinidad con el fin de aplicarlos al método spectral clustering y ver
el comportamiento de estos en el resultado final, para ello se utilizé como base el
Algoritmo 1. Los algoritmos inicialmente se realizaron el lenguaje de programacion Python
y haciendo uso de las librerias:

e Numpy: Es una extensidon de Python, que le agrega mayor soporte para vectores y
matrices, constituyendo una biblioteca de funciones matematicas de alto nivel para operar
con esos vectores o matrices (NumPy).

e Scipy: Es un ecosistema basado en Python de software de cddigo abierto para las
matematicas, la ciencia y la ingenieria (Scipy).

e Networkx: es un paquete de Python para la creacion, manipulacion y estudio de la
estructura, dindmica y funciones de redes complejas (NetworkX).

e Scikit-learn: Es un conjunto de herramientas simples y eficientes para la extracciéon de
datos y el andlisis de datos, accesibles para todos y reutilizables en diversos contextos
(Scikit-learn).

e Matplotlib: es una biblioteca de trazado 2D de Python que produce figuras de calidad de
publicacidon en una variedad de formatos impresos y entornos interactivos en todas las
plataformas (Matplotlib).

Es importante destacar que las librerias utilizadas en el desarrollo son de cddigo abierto,
lo que permite su uso libremente y evita cualquier tipo de conflicto legal, por el uso de las
mismas. Este paquete de librerias se obtuvo utilizando anaconda, que es un framework el
cual tiene varias librerias para diferentes usos, enfocado en las ciencias exactas y
recoleccion de datos. Como IDE de desarrollo para Python se utilizé6 Spyder, que es un
ambiente de desarrollo que permite la visualizaciéon de variables y graficas dentro del

mismo entorno, ademas de facilitar la depuracién y compilacion del cédigo desarrollado.
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Después de tener todos los elementos necesarios para la realizacién del proyecto, se
realizaron los algoritmos por separado, dando la posibilidad de que las personas que
utilicen la libreria desarrollado puedan realizar combinaciones entre algoritmos. Los
algoritmos se realizaron siguiendo el esquema de la Imagen 6, con el fin de agilizar el
desarrollo y enfocarse al final en la base del trabajo que es el diferente calculo de las

matrices de afinidad.

p
Matriz de
Afinidad

*Kernel Base
Vectores

Laplacianos : K-means *Local Scaling
Propios «CNN

*Powered

Gaussian

*ALS
. A . J . J L 7

Imagen 6. Diagrama de realizacion de la libreria.

Las primeras funciones que se realizaron fueron las de Laplacianos tanto el normalizado
como el no normalizado en base a Ecuacién 1 y Ecuacién 2, aunque para pruebas de los
algoritmos se utilizd el Laplaciano normalizado, como paso a seguir se realizaron las
funciones para encontrar los vectores propios y la realizacién de K-means
respectivamente, dado que el calculo de vectores y valores propios tiene cierta
complejidad a nivel de algoritmos se utilizd la libreria Scipy que brinda métodos para
encontrar estos valores y vectores de una forma simple. En cuanto al método de
clustering K-means se utilizé la libreria Scikit-learn, con el fin de facilitar la realizacién del

algoritmo y optimizar el tiempo de ejecucién del mismo.

Teniendo las funciones base de la libreria se procedié con el desarrollo de los algoritmos

para la calcular la matriz de afinidad, para ello se realizé primero la funcién encargada de
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calcular el kernel base puesto que los demds algoritmos de cdlculo de la matriz de
afinidad dependen en gran manera de este. Inicialmente se desarrolld utilizando ciclos
para los calculos de distancia dentro de la matriz, esto con el fin de tener un base con la
que comparar los resultados que iba a arrojar el algoritmo en su forma de calculo
matricial, posteriormente se pasé la funcion a cdlculos matriciales utilizando la libreria
Scipy que facilita el calculo de estas distancias con la funcién <<distance_matrix>>, con
ambos algoritmos realizados se compararon los resultados arrojados para comprobar el
correcto desarrollo y de esta manera quedarse con el ultimo desarrollado puesto que
genera un menor tiempo de procesamiento para el computador.

Teniendo el kernel base desarrollado, los algoritmos local scaling, CNN y powered
gaussian se realizaron en base a este, realizando las variaciones minimas que se
presentaban entre los algoritmos, en el caso de local scaling se agregd un parametro de
entrada K con el fin calcular k-esimo vecino para afinar el valor de a. En la caso de CNN se
agregd un parametro de entrada € y se realizd6 una funcién adicional que recibia este
pardmetro y la matriz de datos inicial y retornaba un grafo de vecindad €, necesario para
afinar el valor de sigma de acuerdo al contenido del conjunto de datos. En el caso de la
funcién encargada de retornar la matriz de afinidad con powered gaussian, se agregaron
dos parametros de entrada ¢ y m para calcular el valor dey, ademas se elimino el
parametro g, puesto que este se calculaba dentro de la funcién utilizando los pardmetros
de entrada nuevos. Para el desarrollo del algoritmo que calcula el kernel ALS, utilizaron
tres parametros de entrada: data = el conjunto de datos, f_d = Factor de densidad y un
parametro opcional K= numero de vecinos para construir, para las operaciones con
grafos como rutas mas cortas o creacion de grafo a partir de una matriz de datos se utilizé
la libreria Networkx, con el fin de agilizar el desarrollo y centrarse en contenido principal
gue era el calculo de la matriz de afinidad, en este algoritmo el costo computacional es
muy alto en comparacién con los algoritmos anteriores debido a la cantidad de iteraciones
gue realiza para el calculo de las rutas mas cortas, por lo cual se recomienda tener

previamente el valor de k, con el fin de agilizar su ejecucién.
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Después de realizar los diferentes algoritmos en Python se realizé el paso de los mismos
en Matlab para tener una libreria que se pudiera usar en dos plataformas diferentes y
aumentar la cantidad de beneficiados con el trabajo. Para el caso de Matlab se realizé el
mismo esquema denotado en la Imagen 6, y basicamente se transformé el cédigo Python a
cddigo en Matlab, con una excepcién en el kernel ALS, en el cual se utilizd un toolbox
<<Toolbox_grafos>> que facilitaba las operaciones con grafos, en este algoritmo se nota

un mejora en el costo computacional respecto al realizado con Python.

Para realizacién de pruebas se utilizd una base de datos, encriptada en formato .mat que

contenia diferentes conjuntos de datos, entre los cuales se utilizé happy Imagen 7.

Resultado Base

0.65 -
L J
0501 o8, p
[ ] L ]
0.55 | u" ?..l
[ ]
0.50 :
fa ot
0.45 - é :.
[ ]
] o
0.40 o&w,. . -?.' .
0.35 A * e ‘:"’uf
02 03 0.4 05 06 07

Imagen 7. Vista graficada del conjunto de datos Happy.

Para este conjunto de datos se calculd la matriz de afinidad siguiendo los diferentes
algoritmos desarrollados y posteriormente se pasé por el algoritmo desarrollado en base a
Algoritmo 1. Se graficaron los resultados de matriz de afinidad y resultado del spectral
clustering y se compararon entre los sistemas desarrollados para Matlab y Python,
ademas de esto se hizo una toma de tiempos de ejecucién para comprobar que sistema
brindaba un costo computacional menor y era mas eficiente en la entrega de resultados,
cabe destacar que para la toma de tiempos no se graficd ningln resultado puesto que
esto costo computacional extra que no esta asociado a la ejecucidn de los algoritmos,
ademas estos tiempos se tomaron en repetidas ocasiones para sacar una media del
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tiempo de ejecucion de cada algoritmo, todos estos datos se consolidaron en tablas para

hacer una comparacion de rendimiento, eficiencia y eficacia de los algoritmos en ambos

sistemas.

23



JTM

Institucion Universitaria

INFORME FINAL DE
TRABAJO DE GRADO

Cadigo FDE 089
Version 03
Fecha 2015-01-22

4. RESULTADOS Y DISCUSION

Matrices de afinidad

Se realizd la prueba utilizando la base de datos happy, para ellos se ejecutaron cada uno

de los algoritmos por separado y se graficaron los resultados arrojados por Matlab y

Python, para hacer una comparacion visual del kernel o matriz de afinidad que se obtenia

ejecutando la libreria en las dos plataformas.

Tabla 1

Matrices de afinidad obtenidas en Python y Matlab para los métodos desarrollados

Algoritmo
Base
Parametros:
e Sigma=0.7

Local Scaling
Parametros:
e K=5

CNN

Parametros
e Sigma=0.03
e Epsilon=0.05

Matlab

Python
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Powered Gaussian
Parametros
e (C=0.7

ALS

Parametros
e Fd=8
o K=0

Anadlisis

Se puede observar que los resultados obtenidos en las plataformas son practicamente

iguales, las variaciones que se presentan se ven dadas por la tabla de colores que usa el

nucleo de cada lenguaje para la graficacion de resultados. El Kernel ALS en Matlab es mas

marcado por cuestiones de desarrollo y uso de librerias, el grafo en Matlab estaba

escalado por una variable incluida en la libreria de un tercero, que se utilizdé para la

manipulacién y operaciones con grafos. Teniendo en cuenta estas exposiciones se puede

apreciar como a través de la diagonal que esta demarcado en las figuras hay simetria

entre ambos lados, y en el andlisis de grafos se pueden ver las agrupaciones de datos, que

es el resultado y analisis que es realmente importante para las partes posteriores del

desarrollo.

Resultados de los Algoritmos

Al igual que para las matrices de afinidad se realizé la prueba, agrupando mediante

spectral clustering, para las matrices de afinidad previamente calculadas ver Tabla 1, y se

graficaron resultados para Python y Matlab.
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Tabla 2
Resultados obtenidos en Python y Matlab para los métodos desarrollados
Algoritmo Matlab Python
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Al igual que en el andlisis de las matrices de afinidad, la principal diferencia entre los

resultados se debe a la paleta de colores que usa el nucleo de las diferentes plataformas

para graficar resultados. También es importante resaltar que el agrupamiento es
dependiente de los vectores propios obtenidos del Laplaciano, estos vectores pueden ser
positivos o negativos, realmente esto no afecta el funcionamiento del algoritmo, pero

causa las etiquetas de clasificacion cambien de orden y por esta razén se aprecia un

cambio de colores en sectores, a través de los diferentes resultados. Por otra parte se

puede observar cdmo el error que se presenta en los resultados de Python para el

algoritmo basado en un Kernel ALS, son mas marcados, esto se debe al escalamiento que

tiene el algoritmo para Matlab a la hora de buscar la ruta mas corta de un grafo.

Tiempos de ejecucion

Para la realizacién de esta prueba se ejecutaron los diferentes algoritmos por separado y

para cada uno se hizo una toma de tiempo en milisegundos al inicio y final de la ejecucidn,

utilizando librerias incorporadas en Matlab y Python. Para la toma de datos no se

graficaron los datos, porque este tiempo de procesamiento grafico no es realmente

producido por la ejecucion de los algoritmos.
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Analisis

Tabla 3

Toma de tiempo para los algoritmos realizados en Matlab

Algoritmo Tiempo Desviacién

Medio Estandar

Base 0,4375 0,205244022

Local Scalling 0,359375 0,14126014

CNN 0,0703125 0,022642776

Powered 1,125 0,097994207

Gaussian

ALS 2,84375 0,373710166
Tabla 4

Toma de tiempo para los algoritmos realizados en Python

Algoritmo Tiempo Desviacion
Medio Estandar

Base 0,1328235 0,033839454
Local Scalling 0,1406365 0,027806952
CNN 0,0625043 0,014359327
Powered 0,393579 0,112771797
Gaussian

ALS 42,98785 2,209967285

Se realizaron 10 ejecuciones de cada algoritmo para cada libreria realizado y se midieron

los tiempos de ejecucidn, posteriormente se sacaron los valores medios de tiempos y la

desviacidn estdndar entre estos, y se tabularon los datos obtenidos.
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Se puede observar una ligera mejoria en todos los valores que estan en la Tabla 4iError!
No se encuentra el origen de la referencia. con respecto a la Tabla 3Tabla 4iError! No se
encuentra el origen de la referencia.; esto se lo atribuimos al uso, a la liberacién de la
unidad central de procesamiento y la memoria de acceso aleatorio, causada por el
garbage collector del sistema. Es importante recalcar que, aunque hubo una leve mejoria
entre tomas, los tiempos computacionales del algoritmo pueden considerarse estables,
con una pequefia excepcion en el ALS cuyos tiempos en Python son bastantes distantes.

En las tablas Tabla 3 y Tabla 4, también se puede observar una clara reduccién del tiempo
de procesamiento consumido por Python con respecto a Matlab, nuevamente con la
excepcion del ALS en el cual el tiempo de ejecucidon es mucho menor en Matlab.

En resumen, Python es superior en tiempos de ejecucién en todos los algoritmos

exceptuando el ALS, el cual tiene mayor rendimiento en Matlab dado que la libreria que se
usa para la manipulacién de grafos, estd desarrollada en C.
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5. CONCLUSIONES, RECOMENDACIONES Y
TRABAJO FUTURO

A medida que se realizé el trabajo se fueron encontrando diferentes conclusiones las
cuales sustentaban el problema planteado inicialmente y al mismo tiempo reforzaban que
el objetivo principal del proyecto si es viable.

Conclusiones

e El uso de diferentes métodos para generar un matriz de afinidad, es de suma utilidad a
la hora de la realizacién de pruebas, puesto que estos ofrecen una mayor variedad de
opciones que se pueden ajustar a diferentes conjuntos de datos.

e Aunque gran parte de los métodos para generar una matriz de afinidad, estan basados
en un Kernel gaussiano, el analisis y resultados que se obtienen con cada uno de ellos
es muy variante y cada uno se ajusta mejor a ciertas distribuciones de informacién.

e El uso del algebra lineal, para el procesamiento matricial de los algoritmos, es una de
las bases del éxito en el bajo consumo computacional y el performance de los mismos.

e Desarrollar los algoritmos en plataformas diferentes como Python y Matlab, aumenta
el nimero de usuarios que pueden hacer uso de estos y asi mismo se les puede dar un
mejor aprovechamiento en los campos de investigacién, teniendo una opcién libre y
otra que requiere pago.

e La realizacién de un demo para la ejecucién de pruebas, brinda a los usuarios finales
inexpertos una base para el desarrollo de nuevos médulos y el ensamble con las ya

desarrollados.
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Recomendaciones

e Para el desarrollo y utilizacién de los algoritmos se debe tener un conocimiento

medio-alto de los lenguajes de programacion Python o Matlab.

e Tener conocimientos de algebra lineal, puede ser de gran utilidad para el

procesamiento matricial que se lleva a cabo dentro los diferentes algoritmos

tratados en este trabajo.

e La documentacion de las diferentes librerias utilizadas durante el desarrollo de los

algoritmos de spectral clustering, es una herramienta vital para agilizar el

desarrollo y codificar de manera mas eficiente.

Trabajo Futuro

e Hacer pruebas y adaptar los algoritmos para segmentar imagenes en diferentes

espacios de color como HSV y RGB.

e Desarrollar mas métodos para la generacién de la matriz de afinidad, en busca de
una mejora en los tiempos de ejecucién y precision del algoritmo.
e Utilizar las librerias en ambientes con datos masivos para revisar el

comportamiento que tienen
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