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Resumen

Las redes de sensores (WSNs) de bajo costo, entre otras cosas, son im-
plementadas para dar respuesta a la necesidad actual de conocer a fondo las
dinámicas de la contaminación en entornos urbanos y rurales, y las consecuen-
cias que el material particulado y los gases de efecto invernadero generan en la
salud humana. Dichas redes se caracterizan por los bajos costos de operación y
bajo consumo energético con respecto a las estaciones referencia usadas en la
actualidad. Sin embargo, las redes de sensores de bajo costo son cuestionadas
en gran medida por la calidad de los datos, debido a la cantidad de información
perdida y las tecnologías usadas para determinar la concentración, ya que en
la actualidad no se cuenta con protocolos de ajuste y aseguramiento de medida
estandarizados.
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Lo anterior evidencia la problemática de interés a resolver en este trabajo,
para el cual, fueron usados los datos capturados durante el año 2018 de la red
NOVA de sensores de bajo costo implementada en la ciudad de Medellín y el
Valle de Aburrá. En consecuencia, este trabajo se centra en el planteamiento
de una metodología de adaptación y aplicación de técnicas de factorización de
matriz (MF), dadas las características de la técnica para estimar datos a partir
de la información presente en el conjunto de datos, con el objetivo de mejorar
la calidad de la misma, ya que actualmente la base de datos cuenta con 5 % de
información anómala y aproximadamente el 40 % son no medidos.

Por lo tanto, en este trabajo se presentan los resultados obtenidos que se
pueden distribuir en tres enfoques: el primero abarca todo el estudio del estado
del arte sobre la aplicación de sensores de bajo costo para la vigilancia de la
contaminación atmosférica, el uso técnicas de ajuste y la implementación de al-
goritmos para la estimación de información perdida, entre los que se encuentran
las técnicas basadas en MF (Capítulo 1); el segundo se centra en el plantea-
miento, diseño, sintonización de un modelo de MF y la evaluación del mismo con
respecto a técnicas mencionadas en la literatura, para la cual, fue usada una
metodología de eliminación de datos aleatoria y de huecos con el fin de eva-
luar el error de ajuste entre el dato real y el eliminado artificialmente (Capítulos
2-4). Finalmente, en el tercer enfoque se presenta una propuesta de mejora a
los resultados obtenidos, planteando una técnica de MF basada en redes neu-
ronales denominada Deep Matrix Factorization (DMF), y el análisis comparativo
de desempeño entre la técnica MF y la técnica de DMF con diferentes modi-
ficaciones, usando información espacio-temporales incorporadas por medio de
Embedding Layers (Capítulo 5 y sección de conclusiones). De este trabajo se
encontró que la técnica DMF presenta mejor desempeño respecto al modelo MF.
Adicionalmente, la inclusión de información espacial al modelo DMF (DMF3) per-
mite un mejor aprendizaje de la dinámica de la red, logrando un menor error de
estimación que el logrado con el modelo DMF estándar (DMF1).
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Abstract

Low-cost sensor networks (WSNs), among other things, are implemented to
respond to the current need for an in-depth understanding of the dynamics of po-
llution in urban and rural environments, and the consequences of particulate mat-
ter and greenhouse gases on human health. These networks are characterized
by low operating costs and low energy consumption compared to the reference
stations used today.However, low-cost sensor networks are largely questioned by
the quality of the data, due to the amount of information lost and the technologies
used to determine the accumulation of pollutants, since currently there are no
standardized protocols for adjustment and measurement assurance.

The above mentioned evidences the problem of interest to be solved in this
work, for which, the data captured during the year 2018 from the NOVA network
of low cost sensors implemented in the city of Medellin and the Aburrá Valley
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were used. Consequently, this work is focused on the proposal of an adaptation
methodology and application of matrix factorization (MF) techniques, given the
characteristics of the technique to estimate data from the information present in
the data set, with the aim of improving its quality, since currently the database has
5 % of anomalous information and approximately 40 % are not measured.

Therefore, this study presents the results obtained that can be distributed in
three approaches. The first one covers the whole study of the state of the art
on the application of low cost sensors for air pollution monitoring, the use of ad-
justment techniques and the implementation of algorithms for the estimation of
lost information, among which are the techniques based on MF (Chapter 1). The
second focuses on the approach, design, tuning, and evaluation of a MF model
with respect to techniques mentioned in the literature, for which a gap and ran-
dom data elimination methodology was used to evaluate the fit error between the
actual data and the artificially eliminated data (Chapters 2-4). Finally, the third
approach presents a proposal to improve the results obtained, proposing a MF
technique based on neural networks called Deep Matrix Factorization (DMF), and
the comparative analysis of performance between the MF technique and the DMF
technique with different modifications, using spatial-temporal information incorpo-
rated by means of Embedding Layers (Chapter 5 and conclusions section). From
this work it was found that the DMF technique presents better performance than
the MF model. Additionally, the inclusion of spatial information to the DMF model
(DMF3) allows a better learning of network dynamics, achieving a lower estima-
tion error than that achieved with the standard DMF model (DMF1).
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Capítulo 1

Introducción y visión general

Contenido
1.1 Introducción . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 4

1.2 Estado del arte . . . . . . . . . . . . . . . . . . . . . . . . . . . 6

1.2.1 Tecnologías sensores de bajo costo para medir calidad
del aire . . . . . . . . . . . . . . . . . . . . . . . . . . . . 7

1.2.2 Características propias de los sensores, aplicaciones con
sensores de bajo costo y metodologías para mejorar la
calidad de medición . . . . . . . . . . . . . . . . . . . . . 9

1.3 Objetivos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

1.3.1 Objetivo principal . . . . . . . . . . . . . . . . . . . . . . . 13

1.3.2 Objetivos específicos . . . . . . . . . . . . . . . . . . . . 13

1.4 Planteamiento del problema . . . . . . . . . . . . . . . . . . . . 14

1.5 Metodología . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 16

1.6 Resultados o contribuciones . . . . . . . . . . . . . . . . . . . 17

Sinopsis

Este capítulo contextualiza a partir de la mirada encontrada en la literatura
las diferentes problemáticas abordadas por los autores en la implementación de
sensores de bajo costo, presentando un resumen gráfico de las técnicas tratadas
en la búsqueda del estado del arte que resuelven dichas problemáticas.
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4 Capítulo 1. Introducción y visión general

Lo anterior permite entender la actualidad de la temática del seguimiento e
investigación de la contaminación atmosférica con la implementación de tecno-
logías IoT de bajo costo. Posibilitando el planteamiento de nuevas metodologías
de mejora en los datos obtenidos por las WSNs como Ciudadanos Científicos,
ya sea con técnicas de muestreo, calibración, ajuste, predicción o recuperación
de información a partir de la dinámica de los mismos datos generados por la
red, lo cual a futuro permita complementar las actuales redes de sensores de
seguimiento de contaminación del Área Metropolitana (sensores y equipos con
estándares y normativas de aseguramiento de la medida).

1.1. Introducción

De acuerdo con los datos entregados por la Organización Mundial de la Sa-
lud (WHO), el aumento de la población, la creciente demanda de recursos y la
necesidad de transformarlos, generan un aporte significativo a la contaminación
actual del aire, la cual es uno de los principales factores que generan afectacio-
nes en la salud de las personas a corto y largo plazo dependiendo del grado de
exposición y proximidad a puntos críticos de contaminación [56, 87].

La WHO determinó que para el año 2016 una de cada nueve muertes se
encuentra relacionada con la contaminación del aire, además el 92 % de la po-
blación vive en áreas con niveles de contaminación que exceden los límites es-
tablecidos por la WHO [55]. Por lo tanto, se estima que el 23 % de las muertes a
nivel mundial están relacionadas con la contaminación del medio ambiente. Esto
representa 12,6 millones de muertes al año, donde a la región de Latinoamérica
se le atribuye alrededor de 847.000 muertes por año y son los países en vía de
desarrollos los que más aportan a las estadísticas anuales [86, 62, 42].

La contaminación atmosférica trae consecuencias a nivel local, regional y glo-
bal y dependiendo del área de influencia se ven materializadas de la siguien-
te manera: a nivel local genera contaminación urbana, la cual en la actualidad
atrae mayor interés en la comunidad en general [14], a nivel regional se eviden-
cian problemáticas de lluvia ácida que afecta principalmente cultivos y ecosis-
temas, y a nivel global genera cambio climático o calentamiento global, siendo
el más preocupante el generado como consecuencia de las actividades huma-
nas [28, 81, 50]

Lo mencionado hasta el momento representa el contexto y mirada general
sobre una de las grandes problemáticas a nivel mundial que se enlista como una
prioridad actual por resolver, o por lo menos mitigar. Es por esto que el monito-
reo de la calidad del aire es relevante, no solo para las personas que viven en
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áreas urbanas, sino también en entornos rurales, debido a que allí se genera
una parte importante de los contaminantes como consecuencia de las activida-
des antropogénicas [28, 81]. Por lo tanto, se deben buscar diferentes soluciones
para asegurar la calidad del aire en dichos entornos y el primer paso es moni-
torear manteniendo buena cobertura para conocer y lograr un entendimiento del
fenómeno a fondo [45, 69, 47, 6, 70].

En Colombia existe el Sistema de Vigilancia de la Calidad de Aire (SVCA),
con la finalidad de monitorear y vigilar los niveles de emisión en el territorio na-
cional, los cuales se encuentran divididos en administraciones ambientales para
cada zona del país [51]. En el caso de Medellín, la autoridad ambiental es el Área
Metropolitana que a través del SIATA (Sistema de Alerta Temprana de Medellín
y el Valle de Aburrá) administra el sistema de monitoreo y de alerta temprana,
desplegado por gran parte del Valle de Aburrá para el desarrollo de cuatro ta-
reas sustanciales: monitoreo, modelación, gestión y comunicación. Todo ello con
miras a fortalecer la toma de decisiones y la intervención oportuna de los orga-
nismos de respuesta a partir de los datos generados [75].

Sin embargo, en Colombia la mayoría de los SVCA cuentan con limitaciones
de cobertura espacial y flexibilidad, debido al costo de operación, consumo de
energía y alto valor de equipos. Este es el caso del Valle de Aburrá, ya que en
la actualidad de las 21 estaciones de monitoreo dispuestas en la zona, no todas
miden material particulado (PM2.5 y PM10) reduciendo así la resolución espacial
que provee la red para estas variables [75].

Por tal motivo y aprovechando la implementación de WSNs por medio del
uso de tecnologías IoT (Internet of Things) [96, 20, 73], el SIATA, dentro de sus
actividades de investigación implementó una WSN de bajo costo (Ciudadanos
Científicos), ubicando nodos en viviendas y empresas distribuidas en el Valle de
Aburrá con el fin de ampliar la cobertura del monitoreo en la zona, de manera tal
que esto permita conocer mejor y en tiempo real el estado actual de la calidad
del aire del Área Metropolitana.

Aunque el proyecto Ciudadanos Científicos mejora la resolución espacio- tem-
poral de la medición de material particulado en la zona, durante el año 2018
aproximadamente el 45 % de la información generada por la red se encuentra
representada por datos anómalos y datos vacíos, posiblemente causados por
nodos fuera de operación y datos no medidos debido a condiciones energéticas,
continuidad de la red de internet y robo de nodos. Adicionalmente, los disposi-
tivos de bajo costo son propensos al ruido y se ven afectados por variaciones
atmosféricas [14]. Además de lo anterior, las tecnologías de los sensores de ba-
jo costo en su mayoría no cuentan con protocolos de aseguramiento de medida
acreditados internacionalmente y no posibilita el aprovechamiento de los datos
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por parte de las autoridades ambientales y para uso en investigación [22].

Por lo tanto, se hace necesario plantear metodologías de reconstrucción de
señales para mejorar la calidad de la información generada por las redes de sen-
sores de bajo costo lo suficientemente robustas para trabajar con gran cantidad
de información perdida, y adicionalmente posibiliten la inclusión dentro de estas
información temporal y geográfica lo cual permita disminuir el error de estima-
ción aprendiendo mejor el espacio de baja dimensión para las representaciones
de sensores y tiempo.

De esta manera se busca contribuir con modelos basados en Machicne Lear-
ning (ML) y Deep Learning (DL) para la reconstrucción de datos que permitan
aprovechar las bondades de las WSNs de bajo costo en actividades de investi-
gación, analítica y como complemento de las redes gubernamentales implemen-
tadas en la actualidad. Buscando así, mejorar la resolución y seguimiento de la
medición de PM2.5 en zonas urbanas, rurales y de difícil acceso.

1.2. Estado del arte

En los últimos años se han desarrollado diferentes enfoques para tratar la
temática de los sensores de bajo costo en la medición de gases contaminantes y
material particulado. Debido a la presente búsqueda estos fueron agrupados por
categorías como se muestra en la Figura 1.1.

De la estructura 1 se desprenden tres temas centrales que abarcan los in-
vestigadores en sus trabajos sobre la temática resumidos en: (a) Estudios sobre
las tecnologías de sensores de bajo costo para la medición de contaminantes
atmosféricos, con recomendaciones de selección y uso dependiendo de la apli-
cación y variables a medir (tema coyuntural para seleccionar la metodología de
tratamiento de datos de acuerdo a tipo de sensor), (b) problemáticas de interés
para los investigadores, entre las cuales se encuentran: predicción; ajuste; aná-
lisis temporal y espacial; y recuperación de información, siendo este último, el
tema de interés para la presente trabajo de maestría y (c), con aplicaciones e
implementaciones de sensores de bajo costo y de WSNs.

A continuación se hará referencia sobre cada uno de estos temas, iniciando
por la identificación de ventajas y desventajas sobre algunas de las tecnologías
implementadas para la medición de contaminantes atmosféricos, donde se fina-

1En azul se presenta el camino por donde es dirigida la búsqueda. En rojo se presenta la
problemática de interés de la investigación, orientado la búsqueda sobre las diferentes técnicas y
metodologías que permiten el ajuste y procesamiento de datos de las redes de sensores de bajo
costo.
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Figura 1.1: Estructura actual del estado del arte sobre los sensores de bajo costo,
aplicaciones y técnicas implementadas para el procesamiento de señal

lizará mencionando las diferentes aplicaciones encontradas en la literatura, los
problemas que resuelven en función del tratamiento de los datos y como estos
han aportado a la solución de la problemática tratada en este trabajo.

1.2.1. Tecnologías sensores de bajo costo para medir calidad
del aire

Actualmente existe una gran variedad de sensores de bajo costo para de-
terminar la concentración de algún tipo de gas o material particulado, entre las
variables de mayor interés se encuentran: gases reactivos NO2, O3, SO2, CO
y V OCs; gases de efecto invernadero CO2 y CH4; y material particulado PM1,
PM2.5 y PM10 [45]. Dependiendo del fenómeno físico aprovechado por el dispo-
sitivo deriva su tecnología, categorizados de la siguiente manera:

Electroquímicos, pueden detectar gases por medio de reacciones químicas
entre el gas objetivo y dos electrodos separados, generando variaciones
de resistencia del elemento transductor [45]. Estos sensores se caracteri-
zan por tener buena sensibilidad y rápida respuesta [4, 10]. Sin embargo,
son altamente afectados por variables físicas como temperatura y hume-
dad [48]. Adicionalmente cuentan con problemas de repetitividad [4] y alta
reactividad con gases similares [16], [18]. Entre las variables medidas por
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dichos sensores se encuentran: SO2, NO, CO2, O3 y CO.

Fotoionización, por medio de luz ultravioleta y el desprendimiento de elec-
trones se excitan las moléculas del gas, lo cual, produce una corriente eléc-
trica que deriva con la medición de la concentración del gas [10, 49]. Estos
sensores se caracterizan por su rápida respuesta, pero cuentan con alta
reactividad a gases similares y mediciones altamente variables (Significant
signal drift) [22, 48, 10]. Esta tecnología es implementada en la medición
de compuestos orgánicos volátiles V OC [48].

Semiconductores basados en óxidos metálicos, con la característica de va-
riar la resistencia eléctrica superficial del material cuando la composición
química del medio es alterado por el gas en cuestión [1]. Estos sensores
cuentan con buena sensibilidad, pero son altamente afectados por la tem-
peratura y humedad, y su respuesta es lenta llegando a varios minutos de
estabilización para algunos gases [22, 38]. Las variables medidas con esta
tecnología son: NO2, O3 ,CH4 y CO.

Ópticos, a través de un haz de luz detectan el tamaño de las partículas por
medio de la dispersión de la luz al pasar la partícula o concentración de
gas por el rayo infrarrojo [33]. Se caracterizan por tener buena respuesta y
alta sensibilidad [22, 10]. Sin embargo, La respuesta del sensor depende
de la forma de las partículas (índice de refracción), temperatura y humedad
[33, 68, 1]. El modelo de conversión se basa en un modelo teórico [10] y
presenta cambios en la respuesta del dispositivo debido al deterioro por uso
[1]. Las variables medidas con esta tecnología son: PM10,PM2.5, PM1, CO
y CO2.

Por lo tanto, antes de pensar en un desarrollo o aplicación con sensores de
bajo costo para medir la calidad del aire, es recomendable conocer las diferentes
tecnologías, teniendo en cuenta especificaciones técnicas, limitaciones propias
de cada uno de los dispositivos y si cumplen o no con las especificaciones de la
aplicación [22]. Lo anterior debe ser tenido en cuenta en el momento de realizar
una implementación o trabajo con los datos generados por los dispositivos, ya
que de esto depende también la formulación y la estrategia para abordar el pro-
blema de tratamiento de los datos, procesamiento de la señal o ajuste de este
tipo de dispositivos.
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1.2.2. Características propias de los sensores, aplicaciones
con sensores de bajo costo y metodologías para mejo-
rar la calidad de medición

La idea general de las WSNs de bajo costo y los datos que éstas generan
es potenciar la medición de variables ambientales debido al bajo costo de los
equipos, fácil implementación y bajo consumo de energía con respecto a las
plataformas actualmente utilizadas para el monitoreo ambiental [5].

De acuerdo con [2], las WSNs pueden ser implementadas en regiones o paí-
ses de bajos recursos, permitiendo hacer frente al empeoramiento de la calidad
del aire urbano y rural, con datos que posibiliten conocer la magnitud de los efec-
tos en la salud asociados a la contaminación en las regiones; cerrando la brecha
de información y dando paso a políticas y regulaciones de control, lo cual, ayude
a crear una infraestructura para la gestión de las regiones en tiempo real [7].

De igual manera las WSNs se pueden aplicar en el desarrollo de equipamien-
to ligero debido al tamaño de los sensores y de la instrumentación que pueden
ser ubicados tanto en vehículos aéreos autónomos, con el fin de abarcar grandes
espacios con un solo dispositivo y conocer las concentraciones de los contami-
nantes a diferentes alturas [6] o en aplicaciones en interiores como es el caso de
instituciones, colegios y empresas [64], donde son usados para estudiar fenóme-
nos de acumulación de material particulado en interiores como consecuencia de
las actividades desarrollas o por el diseño de la propia estructura [6, 41, 58].

Gracias a lo anterior y a la gran cantidad de aplicaciones posibles con las
WSNs, varias de las investigaciones en la temática han enfocado sus esfuerzos
en seguir protocolos y estándares de aseguramiento de medida, con el obje-
tivo de que estas redes y sus aplicaciones pueden ser tenidas en cuenta por
autoridades ambientales [15, 51], planteando alternativas que permitan mejorar
las características y la calidad de los datos generados por los sensores, ya sea
utilizando técnicas de filtrado para eliminar ruidos provenientes de la señal del
sensor [41]; técnicas de reducción de datos y muestreo sin afectar la integridad
de la información [5]; técnicas para la reconstrucción de señales [23]; o la apli-
cación de regresiones para compensar por medio de software las características
de los dispositivos [22].

La generalidad encontrada en la revisión del estado del arte indica que sin
importar la naturaleza de la aplicación y el uso que se le desee dar a los datos,
los problemas a solucionar con las redes de bajo costo derivan en problemas de
pronóstico (extrapolación) [57] y ajuste (interpolación) [98], siendo más evidente
el interés por tratar el problema de ajuste aplicado a un sensor o redes de senso-
res, implementando como metodología de ajuste el uso de sensores referencia o
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instrumentos patrón.

Actualmente las técnicas de ajuste y procesamiento de señal de los sensores
de bajo costo van desde simples regresiones lineales, técnicas de aprendizaje de
máquina (ML) y hasta complicados algoritmos matemáticos bastante sofisticadas
que permiten el ajuste de datos de forma robusta, los cuales serán abordados
mas adelante en el presenté estado del arte [22, 98, 83, 46].

Tal es el caso de [33] donde se concluye que las técnicas de regresión lineal
en ambientes controlados se adaptan bien al problema de ajuste de los datos,
logrando correlacionar un sensor óptico (Plantower PMS 1003/3003) para la me-
dición PM2.5 con metodologías avaladas y equipos certificados usando métodos
de referencia gravimétricos (FEMs/ FRMs), logrando un ajuste R2 = 0,88 en un
rango de 200 a 850 mg/m2.

No obstante, para el trabajo realizado por [68] que dio continuidad a la inves-
tigación realizada por [33], se evaluó una red pequeña de sensores al aire libre
durante 320 días. Los sensores mostraron una buena correlación con disposi-
tivos referencia durante la temporada de invierno, obteniendo un de R2 = 0,8.
Sin embargo, para los meses de primavera y verano, épocas con temperatura y
humedad altas, los sensores obtuvieron un R2 = 0,2. Lo que significa que los
métodos de regresión lineal pueden no ser lo suficientemente robustos como pa-
ra describir las dinámicas de la contaminación, temperatura y humedad en un
tiempo prolongado.

Resultados similares fueron obtenidos por [64] y [58] en sus trabajos, don-
de fueron implementadas técnicas basadas en regresiones lineales obteniendo
como resultado ajustes de R2 = 0,5377 hasta R2 = 0,7847.

Los resultados antes mencionados han despertado el interés de organiza-
ciones gubernamentales como la Agencia de Protección Ambiental de los EE.
UU (EPA) [16], quien implementó redes de sensores de PM2.5 y O3 en nueve
ubicaciones en el sur de California para evaluar su desempeño en condiciones
ambientales variables. La validación de los dispositivos se realizó implementando
técnicas de regresión lineal y el uso de dispositivos referencia, evidenciando nue-
vamente que el modelo planteado no es suficiente para responder a las variacio-
nes ambientales, mostrando mayor error con la variable O3, lo cual, respaldaría
lo concluido por [68].

Por tal motivo, autores como [98] han incursionado en uso de algoritmos ro-
bustos de Machine Learning (ML) y Deep Learning (DL) que permiten obtener
mejores resultados en el tratamiento de datos y que se adaptan mejor a los en-
tornos no controlados, eliminando efectos propios de la dinámica, las variaciones
del medio al que se ve expuesto el sensor y la pérdida masiva de información.
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Para esto [98] adopto un modelo de bosques aleatorios (RF) de aprendizaje au-
tomático para resolver problemas de regresión a partir conjuntos de datos de
entrenamiento, los cuales cumplen con las recomendaciones realizadas por la
EPA obteniendo errores <5 % para el CO2, entre el 10 y 15 % para el CO y O3,
y aproximadamente el 30 % para el NO2. Otro caso de aplicación de técnicas de
ML y DL, es el tratado por [76], en su trabajo implementó técnicas de regresiones
ortogonales y redes neuronales artificiales (ANN) y perceptron multicapa (MLP)
con el objetivo de alcanzar la calidad de datos DQO de la Directiva Europea de
Calidad del Aire (entre 25 y 30 % de incertidumbre) para O3 y NO2 con sensores
ubicados en exteriores de zonas rurales. Como resultado se obtuvo que el NO2

logró un mejor ajuste entre los sensores y las mediciones de referencia utilizando
técnicas de aprendizaje supervisado.

Otras de las técnicas de ML usadas para el ajuste de las WSNs de bajo costo
son las metodologías blind calibration, collaborative calibration y transfer calibra-
tion [39, 83, 13], las cuales implementan modelos basados en Factorización de
Matriz (MF).Por otro lado, los métodos de blind calibration se han usado para la
calibración de redes de sensores móviles de medición de gases contaminantes
y en la estimación de observaciones no realizadas por los sensores de la red. Tal
es el caso del enfoque presentado por [12], donde se implementa un modelo de
Nonnegative Matrix Factorization (NNMF), demostrando ser robusto para un gran
número de entradas perdidas (del 10 % al 90 %) y un gran número de encuentros
entre sensores calibrados y no calibrados, superando otros enfoques de blind
calibration basados en Mínimos Cuadrados no Negativos ,más conocido por sus
siglas en inglés como NNLS, y Matrix Completion (MC), el cual es un algoritmo
altamente efectivo en la exploración plena de las características inherentes de los
datos en el entorno para realizar recuperación de información no muestreada.

Tal es el caso del modelo MC propuesto por [90] denominado MC-Two-Phase
del cual fueron incluidos tres algoritmos: un modelo de detección de fallos de
estructura basado en el Análisis de Componentes Principales (PCA), una pre-
interpolación espacial y una pre-interpolación temporal. Demostrando que el es-
quema propuesto aprovecha el modelo MC para integrar completamente los re-
sultados obtenidos por los algoritmos incluidos en la metodología de recupera-
ción de datos, el cual es efectivo incluso cuando algunas filas o columnas se
encuentran completamente vacías. Así mismo [90] asegura que los modelos MC
trabajan bien con datos de las WSNs que miden material particulado, ya que las
características de la información es alimente dispersa y tienen altas correlacio-
nes espacio-temporales, como es el caso de datos generados por sensores de
temperatura, humedad, luz y PM2.5 [35, 9, 94]. En consecuencia y gracias a las
virtudes visualizadas de los modelos basados en MF, estas novedosas técnicas
tienen la ventaja que los ajustes de las medidas de la red pueden hacerse sin la
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necesidad explícita de entornos controlados o el uso de un instrumentos están-
dar [3, 46] y que adicionalmente cuentan con la característica que los modelos de
MF son ampliamente implementados en la recuperación de información [95, 74].

De acuerdo con lo anterior, en la literatura los problemas de recuperación
de información cuentan gran cantidad de estudios y gran cantidad de algoritmos
desarrollados para el tratamiento de datos en las WSNs, estos van desde téc-
nicas estadísticas y de ML hasta la implementación de modelos de DL [89, 93].
Entre los métodos más populares se encuentran los modelos de interpolación
global como Sustitución por la Media (MS) y de interpolación local basados por
ejemplo en K-Nearest Neighbors (KNN). Un ejemplo de lo anterior es el traba-
jo realizado [25], el cual propuso un nuevo método para imputación de datos
usando una similitud de grado relacional reducido denominado RKNN, el cual se
puede entender como un método KNN mejorado para estimar iterativamente va-
lores perdidos de datos. Sin embargo, es necesario señalar que la precisión de
convergencia y el número máximo de iteraciones pueden afectar al rendimien-
to de la imputación del modelo KNN [25], donde adicionalmente se debe tener
presente que las técnicas de interpolación de datos mencionadas anteriormen-
te no visualizan bien las correlaciones espacio-temporales entre los sensores y
se ven afectados en gran medida por la presencia de ruido y características no
consistentes [90].

Es por lo anterior que técnicas como Procesos Gaussianos Multicanal (MOGPs)
cuentan con gran aceptación a la hora de abordar problemas de recuperación de
información en las WSNs, ya que aprovechan bien las correlaciones espacio-
temporales y se adaptan bien a los datos generados por los de sensores de
contaminación atmosférica, dado que el comportamiento de la contaminación es
altamente acoplada [44, 11, 43] y gracias a su naturaleza Bayesiana, no solo
realiza predicciones de datos perdidos, si no también, predicciones de los pri-
meros momentos estadísticos, como lo son la media y la desviación estándar,
determinando así un intervalo de confianza donde se encuentran las prediccio-
nes obtenidas [63, 88].

Lo anterior es posible siempre y cuando los datos generados no cuenten con
pérdida de información significativa, en consecuencia de esto y debido al rápido
progreso de las representaciones dispersas, los modelos basados en factoriza-
ción de matriz se posicionan como una de las técnicas que se adaptan mejor a
grandes cantidades de información perdida [91, 24, 90], usados en mayor parte
para la generación de recomendaciones a partir de la poca o casi nula informa-
ción suministrada por los usuarios [65, 37, 32].

Por otro lado, dichos métodos demuestran gran versatilidad, ya que pueden
ser fácilmente adaptables a los datos con la inclusión de características espacio-
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temporales usando Embedding Layers, las cuales transforman información no
cuantificable, como palabras, en entradas de vectores, siendo estos componen-
tes clave en el desempeño de los modelos de las redes neuronales profundas. Tal
es el caso del trabajo desarrollado por [26], donde aplico Embedding Layers en
una amplia gama de puntos de referencia en el procesamiento del lenguaje natu-
ral, obteniendo gran equilibrio entre el costo computacional y el rendimiento para
una amplia gama de arquitecturas que van desde MLP hasta LSTM y Transfor-
mers. Adicionalmente, en la literatura también se encuentran adaptaciones con
otras técnicas DL como ANNs y CNNs [91, 24, 97], dando paso a variantes de la
técnica denominadas Deep Matrix Factorization (DMF), las cuales buscan con el
desarrollo de estos modelos alternativas para mejorar la capacidad de aprender
las representaciones de características desde cero [97] y al mismo tiempo contar
con la interpretación matemática de la MF [67, 18].

Por lo tanto, los métodos basados en MF se han destacado muy bien en pro-
blemas de estimación y recuperación de información faltante de una base de
datos dispersa [37, 85], el cual describe el problema actual con la información
generada por el proyecto Ciudadanos Científicos. En este sentido para el pre-
sente trabajo buscamos aprovechar las virtudes de las técnicas MF señaladas
anteriormente con la finalidad de llegar enfoques como el tratado por [23], donde
fue implementado un modelo de factorización de matriz no negativa (NNMF) en
la reconstrucción de señales, obteniendo soluciones cuya precisión es superior a
lograda utilizando polinomios. Por otro lado, cuando el algoritmo MF se comple-
menta con técnicas de regularización, el modelo es capaz de lograr rendimientos
apropiados incluso en presencia de un gran número de datos faltantes [78, 27].

1.3. Objetivos

1.3.1. Objetivo principal

Diseñar una metodología que permita mejorar la calidad de medición de ma-
terial particulado PM2.5 de la red de sensores de bajo costo del proyecto Ciuda-
danos Científicos en el Valle de Aburrá, utilizando algoritmos de aprendizaje de
máquina.

1.3.2. Objetivos específicos

Diseñar una función de optimización que permita a partir de la red de sen-
sores, ajustar y completar datos faltantes con el fin de complementar las
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metodologías de medición.

Proponer un método para la sintonización de los parámetros del modelo
garantizando un buen ajuste de los datos sin pérdida de generalización.

Desarrollar un procedimiento con el fin de evaluar la calidad del ajuste dado
por el modelo propuesto con respecto a lecturas de referencia.

1.4. Planteamiento del problema

La contaminación atmosférica trae consecuencias a nivel local, regional y glo-
bal; entre las afectaciones más preocupantes se encuentran las afectaciones a la
salud por exposiciones prolongadas a altas concentraciones de contaminación.
Es por eso que en Colombia existen Sistemas de Vigilancia de la Calidad de Aire
(SVCA) con la finalidad de monitorear y vigilar los niveles de emisión en el terri-
torio nacional. Para Medellín la autoridad ambiental es el Área Metropolitana que
a través del SIATA, administra las redes de monitoreo y vigilancia de la calidad
del aire en el Valle de Aburrá.

Por lo tanto, Ciudadanos Científicos nace como un proyecto de la ciudad de
Medellín y el Valle de Aburrá que implementa una red de aproximadamente 270
sensores de bajo costo para medir material particulado PM2.5 en los municipios
pertenecientes al Área Metropolitana, con el objetivo de mejorar resolución es-
pacial y a su vez informar a la ciudadanía sobre el estado de la contaminación
en tiempo real.

Sin embargo, la red es implementada con sensores de bajo costo los cuales
no cuentan con normativas y estándares para el aseguramiento de la medida.
Adicionalmente durante el año 2018 el 45 % de datos generados por la red son
faltantes y el 5 % de datos son anómalos, lo cual puede ser debido a las condi-
ciones energéticas y de conectividad a internet donde son ubicados los nodos
de sensores (viviendas de los ciudadanos del Área Metropolitana del Valle de
Aburrá). En la Figura 1.2 se representa el porcentaje de datos faltantes de cada
sensor y su distribución espacial a lo largo del Valle de Aburrá, donde se visua-
lizan 6 categorías y se utilizaron 6 colores diferentes para determinar el nivel de
perdida de sensores en cada nodo dispuesto en la red: 0 %-19 %, 20 %-39 %,
40 %-59 %, 60 %-79 %, 80 %-99 % y 100 % están representados por los colores:
salmón claro, tomate, rojo, marrón, marrón silla y negro, respectivamente.

En este trabajo fue propuesta una metodología para completar datos faltantes
generados por la red y mejorar la calidad de la medición a partir de la implemen-
tación de algoritmos basados en MF, integrando dentro de estos, parámetros de
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Figura 1.2: Comportamiento de los datos generados por la WSNs Ciudadanos
Científicos

regularización, sesgo y características espacio-temporales que se adapten mejor
al problema de datos perdidos (45 %) de la WSN de bajo costo implementada en
el Valle de Aburrá.

Para esto se realizó una búsqueda de algoritmos basados en MF, donde fue
evaluando el desempeño de estos siguiendo una metodología de eliminación de
datos, para posteriormente comparar las estimaciones realizadas por el método
y los datos reales eliminados artificialmente. Al algoritmo de mejor desempe-
ño se le realizó una sintonización de parámetros por medio de una búsqueda
de rejilla, realizando nuevamente una experimentación con los datos siguiendo
la metodología de eliminación de datos planteada inicialmente y la comparación
del mismo con algoritmos encontrados en la literatura para la estimación de infor-
mación perdida como: MS, KNN y MOGPs. En este sentido en los experimentos
realizados durante este trabajo, se busco principalmente evaluar los desempe-
ños obtenidos por cada uno de los algoritmos principalmente para porcentajes
de información pérdida del 40 % al 50 %, ya que estos representan el porcentaje
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de datos faltantes generados por Ciudadanos Científicos durante el año 2018.

Finalmente fue planteada una modificación al modelo MF incluyendo redes
neuronales (DMF) y el uso de variantes implementando Embedding Layers, don-
de se incluye información geográfica e información del estado del día y el día de
la semana, de forma que, esto permitió adaptar los algoritmos al problema de
datos perdidos y mejorar los resultados iniciales obtenidos con el algoritmo MF
estándar.

1.5. Metodología

El presente trabajo trata de una investigación de tipo aplicada, ya que con esta
se busca resolver un problema práctico sobre la calidad de los datos de una WSN
de bajo costo para medir material particulado PM2.5. Por lo tanto, el objetivo de
la misma será plantear una metodología por medio de la aplicación de técnicas
de ML y DL, las cuales deben ser lo suficientemente robustas para solucionar
problemas con gran cantidad de datos faltantes, donde sea incluida la dinámica
de la red y las estimaciones sean realizadas con la información generada por los
propios sensores de la red.

Por lo tanto en la Figura 1.3 se plantea el siguiente diagrama metodológico:

Inicio

Objetivo específico 1

Objetivo específico 3

Objetivo específico 2
Organizar la base 
de datos entregada 
por el SIATA.

Encontrar limitaciones y sensibilidad de los modelos 
seleccionados, evaluando el error obtenido entre la 
información existente y la información eliminada 
artificialmente. 

Diseñar una función de 
costo y  función de 
optimización.

Seleccionar  un 
método de 
sintonización. 

Evaluar desempeño del 
modelo sintonizado con 
metodologías de 
recuperación de datos 
existentes en la literatura. 

Fin
Evaluar la calidad de ajuste 
del modelo adaptado a los 
datos y el modelo inicial.

Verificar resultados y 
concluir. 

Si

No

¿Se realizó 
mejora al 
modelo?

Proponer una mejora  del modelo 
adaptada a los datos de la WSN.

Figura 1.3: Diagrama metodológico
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1.6. Resultados o contribuciones

Como fue descrito en el transcurso del documento, conocer el estado actual
de la contaminación en zonas urbanas y rurales tiene como objetivo principal
determinar el impacto a la salud y al medio ambiente generado por las activi-
dades antropogénicas, lo cual permita desarrollar alternativas que van desde la
prevención, la planeación de ciudad y ordenamiento territorial para mitigar dicha
problemática de salud.

Para esto es necesario implementar WSNs de bajo costo que apunten a me-
jorar la resolución espacial en las zonas de interés y que a su vez cuenten con
menores costos de operación y de implementación, ya que las redes de monito-
reo actuales se caracterizan por el costo significativo de equipos y de consumo
energético.

Por lo tanto, las contribuciones de este trabajo se lograron con la escritura de
dos artículos científicos sobre la implementación de técnicas ML para mejorar la
calidad de los datos desde el punto de vista de recuperación de información per-
dida. En este sentido, el primer artículo consta de una publicación de resultados
del planteamiento del algoritmo MF con el desarrollo del proceso de sintoniza-
ción de parámetros y la evaluación del mismo con algoritmos encontrados en la
literatura MS, KNN y MOGPs (Revista IAENG categorizada como Q2). Para el
segundo artículo fueron presentados los resultados obtenidos del planteamiento
del modelo MF con redes neuronales DMF y la inclusión de información espacio-
temporal usando Embedding Layers, obteniendo con esto mejores adaptaciones
del modelo a los datos y menores errores en las predicciones generadas para la
WSN Ciudadanos Científicos (En proceso de sometimiento a la revista Measure-
ment categorizada como Q1).

Finalmente, con la finalización de este trabajo se logró seguir aportando al
estado del arte en la temática de la implementación de WSNs de bajo costo,
haciendo uso de técnicas computacionales basadas ML y DL, lo cual permitirá
a los investigadores contar con mejor calidad de los datos y de esta manera
aprovecharlos mejor en sus investigaciones.





Parte II

Desarrollo experimental.
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Sinopsis

En este capítulo se da desarrollo al primer objetivo del proyecto, donde se
inicia identificando los tipos de datos perdidos, abordando una metodología de
adecuación de la base de datos y de eliminación de datos anómalos aplicando
criterios estadísticos, lo que permitirá posteriormente la aplicación de modelos
basados en MF y la reconstrucción de información faltante.
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2.1. Base de datos

2.1.1. Nubes Ciudadanos Científicos

Ciudadanos Científicos es un sistema de monitoreo de variables de material
particulado PM2.5 y PM10 desplegado por todo el Valle de Aburrá, creado como
un proyecto local de ciencia, educación y tecnología, el cual permite a los ciu-
dadanos ser partícipes dentro de una red urbana de calidad del aire de carácter
informativo y de levantamiento de información con fines académicos y de uso
colectivo o personal [75].

Actualmente cada nodo de la red (Figura 2.1) se encuentra conformado por
un sensor de polvo PMS1003; un sensor de temperatura y humedad SHT1X; un
dispositivo GPS y una Raspberry Pi encargada de dar conectividad y despliegue
de datos a una base de datos y a un geovisor, el cual, se puede visualizar a
través de la página1 o descargando la app de Ciudadanos Científicos. Por lo
tanto, los datos son tomados por el nodo y desplegados a la base de datos cada
minuto, publicando información actualizada cada media hora y que puede ser
descargada a través del sitio web2 [75].

(a) Red distribuida por el Valle de Aburrá (b) Nodo ciudadanos científicos

Figura 2.1: Distribución de la red por la ciudad de Medellín y el resto del Área
Metropolitana del Valle de Aburrá

Por otro lado, en la actualidad la red cuenta con 270 estaciones desplegadas
por todo el Valle de Aburrá, abarcando los municipios de Medellín, Envigado,
Sabaneta, Bello, entre otros; siendo esta una de las redes de sensores de bajo
costo más grandes implementadas en la región.

1www.siata.gov.co.
2http://datosabiertos.metropol.gov.co.
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Otro aspecto importante de la WSN Ciudadanos Científicos es la forma co-
mo se encuentran organizados los datos, por lo que fue necesario realizar una
depuración de los mismos, dado que los datos obtenidos durante el año 2018 se
encontraban conformados por archivos individuales para cada nodo, con infor-
mación propia de humedad, temperatura, PM2.5, PM10 y datos de coordenadas
geográficas.

En este sentido entonces, el primer procedimiento para depuración de la in-
fracción consistió en agrupar en una matriz los datos de cada nodo correspon-
dientes a la variable PM2.5 (fila) y su respectiva medición durante el año (colum-
na). Finalmente la información fue organizando por hora según los establecido
en el protocolo para el monitoreo de la calidad del aire en Colombia [51] (ver
Figura 2.2).

Figura 2.2: Procedimiento inicial para la depuración de la base de datos [51]

2.1.2. Índice de calidad del aire

De acuerdo con el protocolo para el monitoreo y seguimiento de la calidad del
aire [51], el índice de calidad de aire (ICA) o en inglés AQI, permite comparar los
niveles de contaminación del aire a los que se ven expuestos los territorios. Dicho
índice es usado por Ciudadanos Científicos y los SVCA dispuestos en Colombia.

Este índice corresponde a una escala numérica identificada por colores, re-
lacionado dicha escala con los efectos de la contaminación en la salud. Para
esto son tenidos en cuenta los contaminantes que son monitoreados y las ca-
racterísticas de los combustibles que se distribuyen en todo el país, por lo que
es asignado un valor adimensional que varía entre 0 y 500 y que se basa en
información reportada por la US-EPA [82].

Por lo tanto, para la depuración y limpieza de la base de datos (datos anóma-
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los) se usó el ICA, con la finalidad de lograr la mejor calidad de los datos posible
y la menor inclusión de sesgo en los mismos. En la Figura 2.3 3 se presentan los
rangos cualitativos del rango de la escala del ICA usados para evaluar la calidad
del aire en la ciudad y el Área Metropolitana.

Figura 2.3: Índice de calidad de aire según [51] y [82]

2.1.3. Patrones de datos faltantes

La imputación de datos en el área del análisis de datos es una práctica recu-
rrente ya que de su correcta implementación asegura el mejor desempeño de los
algoritmos implementados, y por consiguiente los resultados obtenidos a partir
de estos [66].

En un trabajo de investigación es probable que encuentren diferentes razo-
nes para la pérdida de información, como es el caso de una red IoT comunitaria
que depende de diferentes factores como: deterioro natural de los sensores ins-
talados, conectividad a internet, continuidad del servicio energético, ubicación
geográfica, robo de estaciones, entre otros. Por lo tanto, la forma y los patrones
que estos conforman son realmente útiles para tener una comprensión básica
de los datos y como estos deben ser manejados [66]. Los patrones de datos
faltantes dentro de una red IoT pueden ser:

Patrón MCAR (Missing Completely at Random): en la práctica este patrón
de datos faltantes es muy poco probable que se de. Lo anterior se debe a
que la existencia o ausencia del dato es completamente independiente a

3Imagen tomada de https://gobernanzadelaire.uniandes.edu.co/.
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los parámetros de interés y las observaciones [66]. En el caso de la base
de datos Ciudadanos Científicos, es como si los datos perdidos se dieran
de forma consistente por el fallo de un grupo de sensores que durante el
año dejaron de medir en un tiempo indeterminado. Lo anterior podría ser
posible para el caso de la red, ya que varios sensores pueden fallar por
pérdida de conexión o de energía durante varios instantes en el año. Sin
embargo, no concuerda con instantes de saturación de la red, condiciones
climáticas o ruidos inducidos en el sensor.

Patrón MAR (Missing at Random): Dicho patrón implica que los datos faltan-
tes se dan de forma aleatoria y no dependen del patrón de comportamiento
de los registros generados sin información. En este caso se puede decir
que la ausencia de datos adquiere un comportamiento similar al obtenido
de lazar una moneda justa [66]. Para el caso de la red Ciudadanos Cien-
tíficos es poco probable obtener dicho comportamiento en los datos, dado
que en la Figura 2.6 las mediciones obtenidas durante todo el año 2018 no
presentan un comportamiento aleatorio.

Patrón MNAR (Missing Not at Random): Cuando los datos no son ni MCAR
ni MAR, se dice que el patrón de datos perdidos es MNAR [66]. En la
práctica es común que se presenten situaciones en que los datos faltantes
no siguen un patrón completamente aleatorio (MCAR) y tampoco aleatorio
(MAR). En este caso supondremos que para el caso de la red de Ciuda-
danos Científicos se cumple que el patrón de datos faltantes es MNAR,
debido a que ninguno de los anteriores patrones se acomoda completa-
mente al comportamiento de los datos faltantes generados por la red en el
año 2018.

2.1.4. Detección de datos anómalos

Los datos anómalos o atípicos son un problema presente en la recolección
de datos de sistemas IoT [31], como es el caso de la WSNs Ciudadanos Científi-
cos, donde dichos datos son provenientes de observaciones que se desvían del
resto de conjunto de datos [53, 44]. Por lo tanto, estas desviaciones se pueden
dar debido a ruidos electromagnéticos, inconsistencia energética o saturación
del sensor causada por exposición excesiva de contaminación que pueden afec-
tar los resultados al aplicar modelos estadísticos o modelos de aprendizaje de
máquina en los datos [21].

Por lo tanto, es importante la detección y depuración de estos valores, ya sea
para eliminarlos o asumir que la medición no ocurrió y posteriormente estimar
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su valor por medio de un algoritmo de recuperación de datos faltantes [21]. El
objetivo finalmente es atenuar los efectos de los datos atípicos, garantizando
introducir el mínimo sesgo posible en futuros análisis de la información generada.

En este caso, el análisis del cuarto momento estadístico o Kurtosis es un
método eficiente para detección de valores anómalos, independientemente de la
proporción de éstos y la presencia de correlación entre las variables considera-
das en los datos. La Kurtosis entonces, da una idea sobre el peso de las colas
de distribución, lo que en consecuencia determina que tan frecuentes son las
desviaciones extremas sobre el valor de la media [53].

Otro análisis interesante para determinar si existen datos atípicos es encon-
trar el tercer momento estadístico o asimetría. En otras palabras, en una distri-
bución de datos la asimetría tendrá un valor de cero si la media es cero y la
desviación estándar se hace uno (distribución normal). Para valores negativos
de asimetría indicará que los datos están sesgados hacia la izquierda, y para
valores positivos de asimetría estos indicarán datos sesgados hacia la derecha
como es el caso de las observaciones generadas por Ciudadanos Científicos du-
rante el año 2018. Lo anterior tiene sentido, ya que la media de contaminación
se encuentra alrededor de 13 µg/m3 y posee una cola con valores físicamente
imposibles para el Valle de Aburrá o que no son muy frecuentes durante el año
(ver Figura 2.4) [82].
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Figura 2.4: Distribución de los datos no depurados (atípicos) con k3 = 48,15 y
skewness= 3,35

Por lo tanto, al realizar el análisis de Kurtosis en los datos generados por la
WSN se obtiene que estos cuentan con valores de hasta 500 µg/m3 de material
particulado PM2.5 (Figura 2.4), indicando que estos valores se encuentran por
fuera de la media de los datos y una asimetría (skewness) positiva, da a entender



2.1. Base de datos 27

que la cola de datos anómalos se encuentran al lado derecho de la agrupación.
Este resultado muestra que algunos datos sobrepasan por mucho los valores
presentados en Medellín en épocas de contingencia, llegando a valores que co-
rresponderían a una alerta morada según el índice AQI (ver Figura 2.3). Lo ante-
rior hace necesario realizar limpieza de datos que no representan sentido alguno
con los niveles de contaminación generados en Valle de Aburrá, evitando con
esto, inducir al mínimo ruidos y obtener resultados deficientes en el momento de
implementar los algoritmos para la recuperación de la información perdida o no
generada.

2.1.5. Depuración de datos anómalos

Se procedió con la eliminación de datos atípicos de acuerdo con lo observado
en la Figura 2.4 y el uso del criterio de sensibilidad donde se encuentran la mayor
ocurrencia de las observaciones con mediciones acordes a los datos generados
por la red [82].
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Figura 2.5: Distribución de los datos depurados con k3 = 7,26 y skewness= 1,89

Por lo tanto, se realizó la eliminación de datos atípicos aplicando el criterio por
percentiles, los cuales dan una medida de posición que indica una vez organiza-
dos los datos de mayor a menor, el valor de la medición de material particulado
PM2.5 que se encuentra por debajo de cierto porcentaje dado en las observacio-
nes de un grupo de datos.

En el caso de la Figura 2.4 se observa que los datos atípicos aunque repre-
sentan valores muy por encima de los que sería una medida de calidad de aire
en el Valle de Aburrá, estos representan un porcentaje muy bajo con respecto a
las observaciones obtenidas por la red durante el año 2018, por lo que un criterio
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de p99 resulto suficiente para eliminar los datos atípicos. En el procedimiento de
depuración se asumió la no medición de los valores atípicos y se incluyeron en
la base de datos con valores NaN (ver Figura 2.5)

Finalmente, se eliminaron 140 nodos de sensores que no presentaron medi-
ciones durante el año (ver Figura 1.2) dado que estos no aportan información va-
liosa a la red y generan ruido innecesario. Sin embargo en la Figura 2.6, se puede
verificar que la red conformada por 130 sensores cuenta con gran cantidad de
información perdida (espacios en negro), lo cual presenta un reto significativo
para los algoritmos evaluados en los siguientes capítulos.

Figura 2.6: Mapa de calor de la red con información depurada de acuerdo con
[51]
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perdidos de una WSN

Sinopsis

El desarrollo de este capítulo busca plantear una función de optimización ba-
sada en MF para la estimación de datos perdidos y el planteamiento de varia-
ciones de la misma para evaluar el método que mejor se adapte a los datos de
la WSN incluyendo parámetros como: α (paso de entrenamiento de del SGD),
λ (parámetro de regularización) y k (espacio de factor latente del conjunto de
dimensionalidad) inicialmente usados en la literatura. Para esto fue tomada una
ventana de 24 horas donde se eliminó artificialmente y de forma aleatoria infor-
mación del 10 % al 90 %.

Las métricas de desempeño y evaluación de error RMSE, EVS y MAPE fue-
ron implementadas para evaluar los resultados obtenidos por las funciones de
optimización desarrolladas ante diferentes porcentajes de información elimina-
da. Adicionalmente se realizó la evaluación de entrenamiento obtenido con la
implementación de algoritmos de optimización Momentum, RMSprop y SGD, los
cuales son ampliamente usados en el estado del arte para el entrenamiento de
algoritmos de aprendizaje de máquina.

3.1. Índices para la evaluación de rendimiento

3.1.1. RMSE

El RMSE o Error Cuadrático Medio es un índice de desempeño de algoritmos
de ML más implementadas en la literatura. Esta métrica mide la cantidad de error
existente entre un conjunto de datos. Por lo tanto, la métrica entrega la distancia
o desviación del error medido entre un valor estimado y un valor observado [72,
77]. La expresión para el cálculo del índice RMSE se define en la Eq.(3.1) y se
presenta a continuación:

RMSE =

√∑n
i=1(mst − m̂st)2

n
(3.1)

donde, n es el número de observaciones; mst representa las observaciones;
y m̂st la estimación obtenida por el algoritmo de aprendizaje ML implementado.
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3.1.2. MAPE

El Error Porcentual Absoluto Medio es otra métrica de desempeño bastante
implementada para evaluar el comportamiento de los algoritmos de ML. Este
indicador mide el tamaño del error en magnitudes porcentuales, haciéndolo un
indicador fácil de interpretar, con respecto al RMSE [72, 77]. La expresión para
el cálculo del índice MAPE se presenta a continuación en la Eq.(3.2):

MAPE =

∑n
i=1

(mst − m̂st)

mst

n
(3.2)

3.1.3. EVS

La variación explicada o en inglés Explained Variance Score (EVS) da una
idea de la variación o la dispersión obtenida por cada modelo para cada una de
las series de tiempo. En otras palabras, entrega un proporción del ajuste dado
por cada modelo matemático reflejando la calidad de la regresión (entre más alto
mejor se ajusta el modelo). A la proporción de varianza explicada se le llama
coeficiente de determinación y es igual al coeficiente de correlación R2, donde la
mejor puntuación posible es 1.0 cuando el ajuste del modelo es exacto [59].

3.2. Factorización de matriz (MF)

3.2.1. Algoritmo MF

De acuerdo con el estado del arte, el algoritmo MF se utiliza ampliamente en
la estimación de datos faltantes [78, 37]. Por lo tanto, la aplicación del método en
el problema de datos perdidos por WSNs Ciudadanos Científicos, se basa enton-
ces en generar un modelo que mapee tanto los sensores de material particulado,
como las medidas por hora a un espacio de factor latente del conjunto de dimen-
sionalidad k. De tal manera que las interacciones entre sensores y medidas se
modelen como productos internos en ese espacio.

En este sentido, cada medida en un tiempo t se asocia con un vector qt ∈ <k,
donde los elementos de qt representan las medidas que son obtenidas por todos
los sensores para el instante de tiempo t, y cada sensor s está asociado con un
vector ps ∈ <k, en el cual los elementos de ps representan todas las medidas
que se obtienen del sensor m durante el período de tiempo analizado.
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Los productos punto resultantes pTs qt, capturan la interacción entre los sen-
sores para diferentes momentos de tiempo. Como resultado es posible obtener la
estimación de una medida m̂st de un sensor ps por qt, si calculamos el producto
de punto de sus vectores:

m̂st = pTs qt =
k∑
i=1

psi · qit (3.3)

El desafío consiste en encontrar el mapeo de cada medida y cada sensor
en los vectores factoriales ps y qt. Para este propósito, inicialmente los vectores
factoriales se asignan al azar, y luego los errores cuadrados e2

st entre las medi-
das estimadas m̂st y las medidas verdaderas mst se calculan de acuerdo con la
Eq.(3.4), tratando de reducir el error en cada iteración.

e2
st = (mst − m̂st)

2 =

(
mst −

k∑
i=1

psi · qit

)2

(3.4)

Por lo tanto, la función de error al cuadrado que se muestra en la Eq.(3.4)
puede minimizarse utilizando sólo el conjunto de medidas conocidas. Como re-
sultado, podemos reescribir la función de costo como en la ecuación Eq.(3.5)

mı́n
ps,qt

(
mst −

k∑
i=1

psi · qit

)2

(3.5)

Para minimizar la Eq.(3.5) seguimos el algoritmo de descenso de gradiente
estocástico SGD. La idea es saber en qué dirección deben modificarse los va-
lores de ps y qt. Para ello, debemos calcular el gradiente de cada uno de estos
valores, sin embargo los valores desconocidos se tratan como faltantes, lo que
lleva a una función objetivo dispersa. En otras palabras, la Eq.(3.5) debe diferen-
ciarse con respecto a ps y qt por separado, teniendo en cuenta sólo los valores
conocidos.

∂f

∂ps
= −2estqt (3.6)

∂f

∂qt
= −2estps (3.7)

Las reglas para encontrar nuevos valores de ps y qt, que de ahora en ade-
lante se denotarán con −→ en la actualización de los parámetros. Entonces, la
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forma de calcular los valores de −→ps y −→qt , pueden obtenerse a partir de las ecua-
ciones de gradiente dadas en Eqs.(3.27-3.28). Las actualizaciones de muestran
a continuación:

−→ps = ps − 2αestqt (3.8)

−→qt = qt − 2αestps (3.9)
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Figura 3.1: Índice MAPE para diferentes porcentajes de datos eliminados

(a) Datos eliminados (b) Datos estimados por MF

Figura 3.2: Ventana de tiempo de 24 horas
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El planteamiento anterior fue aplicado a una matriz de 24 horas (sin informa-
ción perdida) correspondiente al 15 de febrero del 2018, de la cual se eliminaron
porcentajes de datos iniciando del 10 % hasta completar el 90 % de datos elimi-
nados. Este procedimiento se realizó con la finalidad de evaluar por medio del
índice de desempeño MAPE la sensibilidad del algoritmo ante porcentajes ba-
jos y altos de información perdida. Los parámetros usados en el entrenamiento
del algoritmo son: k = 4,seleccionado de forma libre; α = 0,01, seleccionado de
acuerdo con [37] y 100 iteraciones, también seleccionadas de forma libre. En la
Figura 3.1a y en la Figura 3.2 se presentan los resultados obtenidos por el algo-
ritmo MF propuesto, mostrando el error MAPE obtenido para cada porcentaje de
información eliminada artificialmente y su respectiva reconstrucción de la venta-
na de 24 horas analizada para el 40 % de información faltante, debido a que esta
es la información perdida promedio presentada por la red durante el año 2018.

3.2.2. Algoritmo MF + Regularización

Dado que el objetivo es generalizar las medidas obtenidas de manera que
se recuperen los datos que faltan, es esencial evitar el sobre entrenamiento y al
mismo tiempo reducir al mínimo el error. Ruslan y Andriy [52] propusieron una re-
gularización Eq.(3.10) de los parámetros de aprendizaje basada en fundamentos
probabilísticos.

f(ps,qt) = (mst − pTs qt)
2 + λ(||ps||2 + ||qt||2) (3.10)

Siendo λ el parámetro de regularización que se utiliza para controlar las mag-
nitudes de los vectores factoriales ps y qt, los cuales den una aproximación apro-
piada de mst. Por lo tanto, la función de error cuadrado que se muestra en la
Eq.(3.4), puede minimizarse utilizando la función de costo determinada en la
Eq.(3.11).

mı́n
ps,qt,bs,bt

(mst − pTs qt)
2 + λ(||ps||2 + ||qt||2) (3.11)

Aplicando el algoritmo de descenso del gradiente SGD en la Eq.(3.11). Se
obtiene el siguiente resultado:

∂f

∂ps
= −2(mst − pTs qt)qt + 2λps (3.12)

∂f

∂qt
= −2(mst − pTs qt)ps + 2λqt (3.13)
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Eso quiere decir entonces, que las reglas para los nuevos valores ps y qt
producto del entrenamiento serán:

−→ps = ps − 2α(λps − (mst − pTs qt)qt) (3.14)

−→qt = qt − 2α(λqt − (mst − pTs qt)ps) (3.15)

El planteamiento anterior fue aplicado a una matriz de 24 horas (sin informa-
ción perdida) correspondiente al 15 de febrero del 2018, de la cual se eliminaron
porcentajes de datos iniciando del 10 % hasta completar el 90 % de datos elimi-
nados. Este procedimiento se realizó con la finalidad de evaluar por medio del
índice de desempeño MAPE la sensibilidad del algoritmo ante porcentajes ba-
jos y altos de información perdida. Los parámetros usados en el entrenamiento
del algoritmo son: k = 4, seleccionado de forma libre; α = 0,01 y λ = 0,1, se-
leccionados de acuerdo con [37]; y 100 iteraciones, también seleccionadas de
forma libre. En la Figura 3.3 y en la Figura 3.4 se presentan los resultados obte-
nidos por el algoritmo MF + Regularización, mostrando el error MAPE obtenido
para cada porcentaje de información eliminada artificialmente y su respectiva re-
construcción de la ventana de 24 horas analizada para el 40 % de información
perdida, debido a que esta es la información faltante promedio presentada por la
red durante el año 2018.

0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9
Porcentaje de datos eliminados

0.2

0.3

0.4

0.5

0.6

0.7

0.8

M
AP

E

Datos eliminados artificialmente 

(a) (b)

Figura 3.3: Índice MAPE para diferentes porcentajes de datos eliminados
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(a) Datos eliminados (b) Datos estimados por MF + Regularización

Figura 3.4: Ventana de tiempo de 24 horas

3.2.3. Algoritmo MF + Bias

De acuerdo con [36], el desempeño del algoritmo puede mejorar si es aña-
dido un nuevo parámetro de sesgo. Lo cual le permite al método modelar las
variaciones en las medidas causadas por un sensor específico o por ciertos mo-
mentos de tiempo donde se dio una observación del sensor. En este sentido, el
nuevo parámetro se puede adicionar a la función de costo como se muestra en
Eq.(3.16)

f(ps,qt, bs, bt) = (mst − µ− bs − bt − pTs qt)
2 (3.16)

Donde µ denota el promedio general de las observaciones, mientras que los
parámetros bs y bt corresponden al error de compensación de los sensores y a
las derivaciones observadas a lo largo del tiempo respectivamente. Eso quiere
decir entonces que la función de optimización estará dada en Eq.(3.17).

mı́n
ps,qt,bs,bt

(mst − µ− bs − bt − pTs qt)
2 (3.17)

Por lo tanto, para minimizar la Eq.(3.17) se implementa el algoritmo SGD, para
determinar en qué dirección deben modificarse los valores de ps, qt, bs y bt. Por
lo tanto, el propósito es calcular el gradiente en cada uno de estos parámetros.

∂f

∂ps
= −2(mst − µ− bs − bt − pTs qt)qt (3.18)
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∂f

∂qt
= −2(mst − µ− bs − bt − pTs qt)ps (3.19)

∂f

∂bs
= −2(mst − µ− bs − bt − pTs qt) (3.20)

∂f

∂bt
= −2(mst − µ− bs − bt − pTs qt) (3.21)

Entonces la reglas de actualización para los nuevos parámetros están deter-
minadas por:

−→ps = ps − 2α(−(mst − µ− bs − bt − pTs qt)qt) (3.22)

−→qt = qt − 2α(−(mst − µ− bs − bt − pTs qt)ps) (3.23)

−→
bs = bs − 2α(−mst − µ− bs − bt − pTs qt) (3.24)

−→
bt = bt − 2α(−mst − µ− bs − bt − pTs qt) (3.25)

Continuando con la experimentación para matriz de 24 horas (sin informa-
ción perdida) correspondiente al 15 de febrero del 2018, de la cual se eliminaron
porcentajes de datos iniciando del 10 % hasta completar el 90 % de datos elimi-
nados. Este procedimiento se realizó con la finalidad de evaluar por medio del
índice de desempeño MAPE la sensibilidad del algoritmo ante porcentajes ba-
jos y altos de información perdida. Los parámetros usados en el entrenamiento
del algoritmo son: k = 4, seleccionado de forma libre; α = 0,01, seleccionado
de acuerdo con [37]; y 100 iteraciones, también seleccionadas de forma libre. En
la Figura 3.5 y en la Figura 3.6 se presentan los resultados obtenidos por el al-
goritmo MF + Bias, mostrando el error MAPE obtenido para cada porcentaje de
información eliminada artificialmente y su respectiva reconstrucción de la venta-
na de 24 horas analizada para el 40 % de información perdida, debido a que esta
es la información faltante promedio presentada por la red durante el año 2018.
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Figura 3.5: Índice MAPE para diferentes porcentajes de datos eliminados

(a) Datos eliminados (b) Datos faltantes estimados por MF + Bias

Figura 3.6: Ventana de tiempo de 24 horas

3.2.4. Algoritmo MF + Regularización + Bias

Para finalizar el diseño de la función de costo del algoritmo MF se opta por
realizar una última modificación, combinando los aportes que pueden generar al
entrenamiento los parámetros de regularización y sesgo. Esto quiere decir en-
tonces, que la función de costo a minimizar se puede plantear como se muestra
a continuación:

mı́n
ps,qt,bs,bt

(mst − µ− bs − bt − pTs qt)
2 + λ(||ps||2 + ||qt||2 + b2

s + b2
t ) (3.26)
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Por lo tanto el cálculo de los gradientes para cada uno se los parámetros será:

∂f

∂ps
= −2(mst − µ− bs − bt − pTs qt)qt + 2λps (3.27)

∂f

∂qt
= −2(mst − µ− bs − bt − pTs qt)ps + 2λqt (3.28)

∂f

∂bs
= −2(mst − µ− bs − bt − pTs qt) + 2λbs (3.29)

∂f

∂bt
= −2(mst − µ− bs − bt − pTs qt) + 2λbt (3.30)

Entonces las reglas de actualización para cada parámetro de la función de
costo son:

−→ps = ps − 2α(λps − (mst − µ− bs − bt − pTs qt)qt) (3.31)

−→qt = qt − 2α(λqt − (mst − µ− bs − bt − pTs qt)ps) (3.32)

−→
bs = bs − 2α(λbs −mst − µ− bs − bt − pTs qt) (3.33)

−→
bt = bt − 2α(λbt −mst − µ− bs − bt − pTs qt) (3.34)

Finalmente se realiza la evaluación de desempeño del algoritmo planteado
en la ventana de 24 horas seleccionada previamente (ver Figuras 3.7 y 3.8). Los
parámetros usados para el entrenamiento del algoritmo son: k = 4, seleccionado
de forma libre; α = 0,01 y λ = 0,1, seleccionados de acuerdo con [37]; y 100
iteraciones, también seleccionadas de forma libre.
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Figura 3.7: Índice MAPE para diferentes porcentajes de datos eliminados

(a) Datos eliminados (b) Datos faltantes estimados por MF + Regulari-
zación + Bias

Figura 3.8: Ventana de tiempo de 24 horas

3.2.5. Comparación entre las funciones de costo propuestas

En la Tabla 3.1 y en la Figura 3.9 se presenta un comparativo del desempeño
de cada una de las variantes del algoritmo MF propuestos. Se observa que del
40 % al 50 % de información eliminada artificialmente los algoritmos presenta-
ron un desempeño similar. Sin embargo, el modelo MF + Regularización + Bias
mostró mejores resultados para cantidades de información perdida superiores al
70 % , lo cual muestra un resultado que se adapta mejor a la problemática visua-
lizada en la WSN Ciudadanos Científicos, ya que de acuerdo la Figura 1.2 la red
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de sensores cuenta con nodos que alcanzan dichos porcentajes.

Por lo tanto, en la siguiente subsección se dará continuidad con el modelo MF
+ Regularización + Bias para la evaluación de algoritmos de optimización basa-
dos en gradiente, los cuales más adelante serán sometidos en sus parámetros a
un proceso de sintonización. Todo lo anterior se analiza con miras en obtener el
mejor rendimiento para la estimación de datos perdidos de la WSN de bajo costo
Ciudadanos Científicos.
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Figura 3.9: Comparación de resultados obtenidos para los algoritmos MF pro-
puestos
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Función de costo Datos eliminados MAPE
MF 40 % 0,182313± 0,005270
MF + Regularización 40 % 0,169205± 0,005528
MF + Bias 40 % 0,162425± 0,006055
MF + Regularización + Bias 40 % 0,160133± 0,005376
MF 50 % 0,183795± 0,003906
MF + Regularización 50 % 0,176536± 0,007555
MF + Bias 50 % 0,183492± 0,010862
MF + Regularización + Bias 50 % 0,183631± 0,007446

Tabla 3.1: Resumen de resultados de diferentes funciones de costo para valores
del 40 % y 50 % de datos eliminados artificialmente.

3.3. Algoritmos de optimización basados en GD

El descenso de gradiente es el método de optimización más popular para
encontrar el mínimo de funciones [72, 77]. Son ampliamente implementados en
los modelos de ML y más concretamente para encontrar el mínimo error obtenido
en una función de pérdida, como por ejemplo, la diseñada en Eq.(3.26).

Actualmente existen gran variedad de algoritmos basados en GD que plan-
tean modificaciones o mejoras al desempeño del mismo. Para el abordaje de este
trabajo se realizó la evaluación del algoritmo de SGD con los algoritmos de opti-
mización Momentum y RMSprop, en la función de costo diseñada en la sección
3.2 que mejor desempeño presentó con los datos de la WSN de bajo costo Ciu-
dadanos Científicos (ver la subsección 3.2.4). Dicha evaluación se realizó como
parte de la exploración y diseño, no solo de una función de costo, sino también,
elegir un algoritmo que mejor entrene el modelo de MF seleccionado.

3.3.1. Momentum

El algoritmo Momentum es una variación de SGD planteado inicialmente por [61].
Momentum determina que en lugar de depender del gradiente actual para actua-
lizar los parámetros, este es sustituido por la velocidad V , la exponencial de la
media móvil de los gradientes actuales y las iteraciones realizadas por el algorit-
mo. Por lo tanto, el algoritmo Momentum se desarrolla minimizando la función de
costo que mejores resultados presento en evaluaciones anteriores (ver subsec-
ción 3.2.4 Eq.(3.26)), obteniendo las expresiones que se muestran a continua-
ción:
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−→ps = ps − αVps (3.35)

−→qt = qt − αVqt (3.36)

−→
bs = bs − 2αVbs (3.37)

−→
bt = bt − 2αVbt (3.38)

Finalmente, para para suavizar la trayectoria del gradiente y conservar el efec-
to de los mismos, se plantea mantener el parámetro de sensibilidad β cercano
y menor a 1. En consecuencia se configura β = 0,9, tal y como es sugerido en
la literatura [61]. Por lo tanto, la velocidad para cada parámetro de la función de
costo se actualiza como se muestra a continuación:

Vps = βVps + (1− β)
∂f

∂ps
(3.39)

Vqt = βVqt + (1− β)
∂f

∂qt
(3.40)

Vbs = βVbs + (1− β)
∂f

∂bs
(3.41)

Vbt = βVbt + (1− β)
∂f

∂bt
(3.42)

3.3.2. RMSprop

Por sus siglas en inglés RMSprop (Root Mean Square Propagation) se plan-
tea como una variación del algoritmo de optimización AdaGrad, donde en lugar
de realizar la acumulación de los gradientes se utiliza el concepto de ventaneo,
donde solo son tenidos en cuenta los gradientes más recientes.

Esta variación de algoritmo de descenso de gradiente de aprendizaje adapta-
tivo fue propuesta por [8] y plantea que en lugar de tomar la suma acumulada de
los gradientes cuadrados toma su media móvil. Por lo tanto, el planteamiento de
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RMSprop se desarrolla minimizando la función de costo que mejores resultados
presento en evaluaciones anteriores (ver subsección 3.2.4 Eq.(3.26)), obtenien-
do las expresiones que se muestran a continuación:

−→ps = ps −
α√

Sps + ε

∂f

∂ps
(3.43)

−→qt = qt −
α√

Sqt + ε

∂f

∂qt
(3.44)

−→
bs = bs −

α√
Sbs + ε

∂f

∂bs
(3.45)

−→
bt = bt −

α√
Sbt + ε

∂f

∂bt
(3.46)

En consecuencia, el algoritmo busca encontrar el tamaño adecuado de paso
para cada iteración, estimando el tamaño de actualización de cada una de las
variables de forma independiente. De acuerdo con las Eqs.(3.43-3.46), se adapta
la tasa de aprendizaje dividiendo por la raíz del parámetro Sxx y por el gradiente
de la función de costo. Por lo tanto, el promedio exponencial cuadrado de los
gradientes para cada parámetro se muestra a continuación:

Sps = βSps + (1− β)

[
∂f

∂ps

]2

(3.47)

Sqt = βSqt + (1− β)

[
∂f

∂qt

]2

(3.48)

Sbs = βSbs + (1− β)

[
∂f

∂bs

]2

(3.49)
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Sbt = βSbt + (1− β)

[
∂f

∂bt

]2

(3.50)

De igual manera que en la Sección 3.3.1, para suavizar la trayectoria del
gradiente y conservar el efecto de los mismos, se plantea mantener el parámetro
de sensibilidad β = 0,9 y ε = 10−6 sugeridos por la literatura [8].

3.3.3. Evaluación de los algoritmos de optimización propues-
tos para el entrenamiento de los datos

Luego de evaluar la función de costo Eq.(3.26) en cada uno de los algorit-
mos de optimización planteados, se verifica en la Tabla 3.2 que el algoritmo SGD
para el 40 % de datos eliminados tiene mejor desempeño sobre los algoritmos
Momentum y RMSprop. Por lo tanto, dado que el interés se centra en analizar
detalladamente el desempeño para el 40 % de datos eliminados, dado que estos
representan aproximadamente la información total perdida por Ciudadanos Cien-
tíficos durante el año 2018, en el siguiente capítulo de sintonización de paráme-
tros se dará continuidad con el uso de SGD para el entrenamiento y la búsqueda
de parámetros de sintonía del modelo MF + Regularización + Bias tratado en la
subsección 3.2.4.

A continuación en la Tabla 3.2 y en la Figura 3.10, se presenta el resultado
de desempeño obtenido por los algoritmos de optimización evaluados 1 en el
modelo MF + Regularización + Bias:

Función de costo Datos eliminados MAPE
MF + Regularización + Bias:SGD 40 % 0,160133± 0,005376
MF + Regularización + Bias:Momentum 40 % 0,160875± 0,006145
MF + Regularización + Bias:RMSprop 40 % 0,161107± 0,005191
MF + Regularización + Bias:SGD 50 % 0,183631± 0,007446
MF + Regularización + Bias:Momentum 50 % 0,176541± 0,008928
MF + Regularización + Bias:RMSprop 50 % 0,185030± 0,007780

Tabla 3.2: Resumen de resultados obtenidos para la evaluación de algoritmos de
optimización Momentum, RMSprop y SGD.

1Los parámetros usados en el entrenamiento del algoritmo fueron: k = 4, α = 0,01, λ = 0,1 y
100 iteraciones
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Sinopsis

Este capítulo da tratamiento a la sintonización de parámetros de la función de
costo y el algoritmo de optimización del modelo MF + Regularización + Bias (ver
subsección 3.2.4 Eq.(3.26)) que presentó mejores resultados con los parámetros
usados en la literatura (Capítulo 3). La evaluación de desempeño se realizó com-
parando los resultados obtenidos por la MF + Regularización + Bias sintonizada
y algoritmos encontrados en la literatura MS, KNN [90] y MOGPs [44, 11, 43],
comúnmente usados en problemas de estimación de datos perdidos e interpola-
ción no paramétrica. Se implementó un enfoque general donde se analiza toda la
red (todas las series de tiempo), y uno particular donde se toma un sensor para
un análisis más detallado.

Lo anterior permitirá identificar el desempeño del algoritmo frente a otras téc-
nicas y el planteamiento de mejoras que se adapten a los datos de calidad de
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aire PM2.5, con el fin de obtener el menor error posible y sin pérdida de genera-
lización para parte del método.

4.1. Sintonía de parámetros

De acuerdo con el algoritmo encargado de generar el modelo MF (MF + Re-
gularización + Bias) en este intervienen múltiples parámetros, los cuales son
responsables del tiempo de entrenamiento y del rendimiento del mismo. Sin em-
bargo, de acuerdo con el enfoque matemático desarrollado en la Sección 3.2 en
la Eq(3.26) y en las evaluaciones preliminares, nos centramos únicamente en
el cambio de α, tasa de entrenamiento; λ, parámetro de regularización y k, di-
mensión del espacio de factores latentes. Debido a que éstos tienen una mayor
influencia en el modelo y es por lo tanto esencial tener una etapa de ajuste pa-
ra estos parámetros. Tradicionalmente se utiliza una búsqueda de cuadrículas
con este fin en la que cada punto de la cuadrícula es el producto de 5 repeticio-
nes de los valores donde se presenten los mejores rendimientos del modelo MF
seleccionado.

Para esto se genera una red que emplea una secuencia de crecimiento ex-
ponencial para los valores de λ = {0,0001, 0,001, 0,01, 0,1, 1} y una secuencia de
crecimiento lineal para los valores de k = {8, 12, 16, 20, 24}. Por otro lado, el valor
α se ajusta dinámicamente a medida que se realizan las interacciones del algorit-
mo. Como resultado de esto las actualizaciones descritas en las Eqs.(3.31-3.34),
el valor α varían de acuerdo a la siguiente expresión:

α =
1

kα
, kα = 1, 2, 3, ..., iterations (4.1)

El enfoque anterior se realizó con la finalidad de simplificar el espacio de bús-
queda generado por la combinación de los parámetros λ y k, ya que α interviene
en la velocidad de aprendizaje. Por los tanto se decidió emplear pasos amplios
en las primeras iteraciones y pasos finos para la final del entrenamiento.

Con el fin de implementar el método en la estimación y reporte del día inme-
diatamente anterior, seleccionamos una ventana de tiempo de 24 horas al azar,
correspondiente al día 15 de febrero de 2018. Finalmente, como medida para la
evaluación de los resultados se implementó el índice de desempeño MAPE. La
Figura 4.1 muestra los resultados de la aplicación de la búsqueda en la cuadrí-
cula, donde se evidencia que para el valor de λ = 0,001 y k = 20, se presenta el
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mejor desempeño del algoritmo. Lo anterior es consistente con [84] donde se afir-
ma que la dimensión del espacio latente sería de min(s,m). En este caso el valor
de k de ahora en adelante sera seleccionado para que coincida con el número
de mediciones por hora de la ventana de tiempo seleccionada en el experimento.
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Figura 4.1: Evaluación de parámetros de sintonía

Continuando con la evaluación del algoritmo de MF para completar los da-
tos faltantes se decidió tomar la misma ventana de tiempo de 24 horas de los
experimentos descritos en la sección 3.2 y en la subsección 4.1.

En este caso, el objetivo es evaluar la sensibilidad del algoritmo para diferen-
tes porcentajes de datos perdidos, para ello algunos datos se eliminan aleato-
riamente hasta dejar un porcentaje de información deseado. Para definir cada
conjunto de datos se eliminó 10 % de la información hasta obtener un conjunto
de datos con 90 % de datos eliminados, eliminando en cada paso 10 % de la in-
formación. Para evaluar la variabilidad del método en cada porcentaje, se evaluó
el algoritmo varias veces, con la finalidad de medir el rendimiento en cada con-
junto de datos, se calcula el índice MAPE a partir de los datos originales y los
datos estimados por el modelo MF (MF + Regularización + Bias: SGD). Los re-
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Función de costo Datos eliminados MAPE
MF + Regularización + Bias 40 % 0,160133± 0,005376
MF + Regularización + Bias(S) 40 % 0,153811± 0,005492
MF + Regularización + Bias 50 % 0,183631± 0,007446
MF + Regularización + Bias(S) 50 % 0,168182± 0,006682

Tabla 4.1: Comparación entre el modelo MF sintonizado y no sintonizado para el
40 % y 50 % de datos eliminados artificialmente.

sultados se presentan en la Figura.4.2 utilizando un diagrama de cajas y en la la
Figura.4.3 se presenta la reconstrucción de la ventana de tiempo para el 40 % de
información eliminada artificialmente, lo cual representa el promedio de perdida
de información en los datos generados por Ciudadanos Científicos.

Lo anterior muestra una mejoría en el algoritmo MF + Regu + Bias: SGD
respecto a los resultados obtenidos antes de ser sintonizado (ver Tabla 4.1).
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Figura 4.2: Evaluación del error ante diferentes porcentajes de datos faltantes
con parámetros de ajuste



4.2. Comparación de desempeño del modelo MF sintonizado vs algoritmos de
la literatura 51

(a) Datos eliminados (b) Datos faltantes estimados

Figura 4.3: Estimación de datos faltantes MF + Regu + Bias: SGD y parámetros
ajustados

4.2. Comparación de desempeño del modelo MF sin-
tonizado vs algoritmos de la literatura

La comparación entre MF + Regularización + Bias (S) 1 con respecto a los
algoritmos MS, KNN y MOGPs se desarrolla a partir de dos enfoques: En el
primero se presenta un enfoque general donde se analiza toda la red (todas las
series de tiempo), y en el segundo se analiza uno enfoque particular donde se
toma un sensor para un análisis más detallado (sensor de periferia).

Las configuraciones de parámetros realizadas en los algoritmos implementa-
dos serán los mismos para cada uno de los enfoques mencionados anteriormen-
te. Para el modelo MF fueron usados los parámetros obtenidos en los experimen-
tos de la subsección 4.1, donde se eligieron para los parámetros de entrenamien-
to que presentaron mejor desempeño. Como resultado λ se establece en 0,001,
mientras que α se ajusta dinámicamente, de acuerdo con la Eq.4.1. Sin embar-
go, para analizar el método en periodos de tiempo más amplios, tomamos una
ventana de tiempo de 15 días equivalente a 360 horas. La ventana comprende la
fecha del 15 de febrero al 3 de marzo de 2018. En consecuencia, se produce un
cambio en la dimensión de los datos de <130×24 a <130×360, forzando un cambio
de k a 130, debido a que las dimensiones del espacio latente no deben exceder
las dimensiones del espacio original (min(s,m)) [84].

1Modelo MF sintonizado usando como algoritmo de entrenamiento SGD
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Para el entrenamiento del modelo de MOGPs fueron seleccionaron 4 senso-
res vecinos para cada nodo en particular, los cuales se eligieron de acuerdo con
la información geográfica de cada sensor. El modelo implementado que mejor re-
sultados obtuvo con la base de datos está conformado por un Kernel de mezcla
espectral multivariado o MOSM (Multi-Output Spectral Mixture kernel), una fun-
ción de costo de log-verosimilitud (NLL) y una función de optimización L-BFGS-B,
tal y como es planteado por [11]. La técnica KNN se sintonizó con una búsqueda
de rejilla, evaluando diferentes números de vecinos kn = {3, 4, 5, 6, 7, 8, 9} obte-
niendo el mejor resultad para kn = 5, donde se observó mejor desempeño ante
efectos de ruido y datos no consistentes (datos faltantes). Finalmente, la técnica
MS se llevó a cabo usando el promedio para el mismo instante de tiempo de
todos los sensores de la red.

4.2.1. Enfoque de evaluación general

En consecuencia para el primer enfoque (general), los grupos de datos se
eliminaron siguiendo un patrón de lotes. Para ello, fueron descartadas lecturas
consecutivas a lo largo del tiempo del mismo sensor de forma aleatoria. Los
tamaños de los lotes van desde 1 hora a 120 horas, que equivalen a un tercio
de la medición del sensor durante la ventana de tiempo seleccionada. En este
sentido, se busca visualizar cómo el método cambia su capacidad de estimar los
datos eliminados artificialmente ante un escenario más realista de pérdida de
información por la red (Sección 2.1.3).

Por ejemplo: deficiencias en la conexión a Internet donde el nodo se encuen-
tra conectado; fallas de energía en el punto de conexión; deterioro natural del
dispositivo (sensor); robo del nodo; entre otros. Lo anterior puede ocurrir en cual-
quier nodo de la red en períodos determinados por: horas, días, semanas y me-
ses.

La Figura 4.4 muestra los mapas de calor con los errores obtenidos para
las técnicas comparadas, donde para calcular los errores fue implementada la
métrica MAPE que da una idea del error obtenido de forma porcentual, donde
los tonos oscuros 2 representan grandes porcentajes de error, mientras que los
tonos claros representan pequeños porcentajes de error.

Por otro lado, en la Figura 4.5 se presenta también un resultado con una
2Si bien los MOGPs pueden ser eficientes en la recuperación de datos, el resultado obtenido

en la Figura 4.4 demuestra que dichos algoritmos cuentan con limitaciones cuando los datos son
altamente dispersos, al punto que no permite la convergencia del método. Explicando entonces
los resultados adversos representados por las manchas oscuras generadas por el mapa de calor
en Figura 4.4d
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Figura 4.4: Aplicación MF + Regularización + Bias (S) para una ventana de 15
días con 40 % de datos faltantes y comparación de desempeño con MS, KNN y

MOGP

mirada espacial de la evaluación MAPE, donde se logra apreciar de forma un
poco mas clara el desempeño de los algoritmos evaluados para cada uno de
los sensores de la red Ciudadanos Científicos. En este sentido, fue determinado
el mayor (100 %) y el menor (0 %) error obtenido entre los 4 métodos y de esta
manera generar un rango de escala distribuida en 4 colores: azul para un valor
entre 0 y 25 %; verde para un valor entre 26 y 50 %; naranja para un valor entre
51 % y 75 %; y finalmente rojo para un valor entre 76 % y 100 %.

Finalmente, como complemento del enfoque general se realiza un análisis in-
dividual por nodo, llevando a cabo una evaluación del error obtenido por cada
método comparado y sumando un punto al algoritmo de mejor rendimiento para
cada nodo en particular. Los resultados en la Figura.4.6 muestran claramente el
rendimiento de cada algoritmo, para lo cual se utilizaron los siguientes métodos
de evaluación de error: RMSE, es una medida de la distancia entre el dato real y
el estimado, dando mayor importancia a los errores más altos obtenidos. MAPE
es un método de interpretación más simple, ya que este da una idea del por-
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(a) Matrix factorization. (b) Mean substitution. (c) KNN. (d) MOGPs.

Figura 4.5: Distribución espacial del rendimiento obtenido mediante el método
de evaluación del error MAPE.

centaje de error obtenido en cada una de las estimaciones realizadas por cada
algoritmo implementado y que apunta al promedio de los errores obtenidos; y
EVS visualiza la variación o la dispersión obtenida por el modelo para cada una
de las series de tiempo. En otras palabras, entrega un proporción del ajuste dado
por cada modelo matemático reflejando la calidad de la regresión (entre más alto
mejor se ajusta el modelo) [59].
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Figura 4.6: Desempeño de los algoritmos implementados para diferentes medi-
das de evaluación
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De acuerdo con la Figura 4.6 los resultados obtenidos muestran que, si bien
los MOGPs son robustos para la interpolación y extrapolación de información
a partir de señales similares (uso de sensores vecinos), el método presenta li-
mitaciones cuando, tanto el sensor a recuperar información como los sensores
vecinos cuentan gran información perdida, dificultando entonces la aplicación del
método, lo cual da como resultado la imposibilidad de convergencia del algoritmo.
Por otro lado, los MOGPs para su funcionamiento dependen altamente de una
adecuada selección de Kernel [43], haciendo generalmente una tarea difícil la se-
lección del modelo que mejor se adapte a la problemática planteada, por lo que
en este aspecto los algoritmos MF ganan por su simplicidad tanto en desempeño
computacional como de ajuste de parámetros.

Lo anterior puede corroborarse en los resultados obtenidos en la Figura 4.4 ya
que de acuerdo con el mapa de calor, para el modelo de MOGPs se obtuvieron
zonas (series de tiempo) donde el método no generó ninguna estimación (zonas
oscuras) y en la Figura 4.6, se puede observar que el modelo es superado por
la técnica MF en todas las medidas de desempeño analizadas, reflejando así
inconsistencias entre los datos reales y las estimaciones no generadas (errores
altos debido a la no convergencia).

4.2.2. Enfoque de evaluación particular

Para el enfoque particular se seleccionó un sensor de la red que no mostró
datos faltantes durante la ventana de tiempo analizada. La selección del sensor
corresponde al Nodo 5 ubicado en el municipio de Caldas (periferia). Posterior-
mente se eliminó el 40 % de los datos del nodo lo que corresponde a 144 medi-
das. La eliminación se realizó en 6 intervalos de 24 horas cada uno, buscando
recrear patrones largos de información perdida que podrían presentarse en los
nodos de la red.

Modelo RMSE MAPE
MS 5,8359 0,6755
KNN 4, 0978 0, 3226
MOGPs 0,9989 0,0875
MF + Regularización + Bias (S) 0,8558 0,0780

Tabla 4.2: Errores RMSE y MAPE obtenidos por los algoritmos evaluados para el
enfoque particular

Los resultados del experimento se reportan en la Figura 4.7, Figura 4.8 y
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Figura 4.9; donde los datos reales están representados por la línea azul; los datos
eliminados se representan con puntos rojos; para la MF están representados por
la línea punteada naranja; y finalmente para MOGPs, KNN y MS se utilizaron las
líneas punteadas en verde. Adicionalmente, se calcularon los valores de MAPE
y RMSE para cada técnica utilizando solo los datos eliminados artificialmente, lo
que dio lugar a los resultados mostrados en la Tabla 4.2.
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Figura 4.7: Comparación MF y MS para 15 días de medición del Nodo 5
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Figura 4.8: Comparación MF y KNN para 15 días de medición del Nodo 5

En consecuencia de la Figura 4.6 y los resultados obtenidos en la Figura 4.7,
Figura 4.8 y Figura 4.9, se puede visualizar que los resultados obtenidos son
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Figura 4.9: Comparación MF y MOGPs para 15 días de medición del Nodo 5

consecuentes con la literatura [90], dado que las técnicas MF y MOGPs mostra-
ron un desempeño ampliamente superior a los obtenidos con las técnicas KNN
y MS que fallan cuando la información perdida que se extiende por grandes pe-
riodos de tiempo. Adicionalmente, según detalla el estado del arte, el modelo MF
cuando se incluyen parámetros de regularización y sesgo genera buenos resulta-
dos con información altamente dispersa [65, 37, 32] y el modelo MOGPs al tener
en cuenta correlaciones espacio-temporales le permite entonces generar estima-
ciones e intervalos de confianza de los datos recuperados a partir de sensores
vecinos [44, 11, 43].

Por último, es interesante destacar los resultados parejos obtenidos por MF
y MOGPs en la métrica EVS, lo cual puede explicar que las técnicas evaluadas
logran ajustar bien los datos de la WSN Ciudadanos Científicos, dando una idea
de la similitud en la variación o dispersión obtenida por cada modelo para cada
una de las series de tiempo.
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Capítulo 5. Algoritmo DMF como método de mejora para la recuperación de

datos perdidos por la WSN Ciudadanos Científicos

Sinopsis

Este capítulo da tratamiento al planteamiento del modelo DMF como mejora
de la arquitectura del modelo MF desarrollado y sintonizado en los capítulos 3 y
4, y la evaluación de desempeño del mismo en la estimación de datos faltantes
de una WSN de bajo costo. Para esto se plantea inicialmente una arquitectura
novedosa ampliamente desarrollada en la literatura basada en la implementa-
ción de redes neuronales denominada DMF. Por lo tanto, se realiza el plantea-
miento de tres variaciones del modelo DMF, los cuales contengan características
espacio-temporales, a través del uso de Embedding Layers para la codificación
de la información.

Para esto se busca realizar una evaluación de desempeño por medio de la
implementación de la prueba estadística de Friedman, para verificar la existencia
de alguna diferencia significativa entre los métodos evaluados, y la implementa-
ción de la prueba pos hoc de Nemenyi, donde será seleccionada la variación del
modelo que mejores resultados presente.

Lo anterior busca darle paso al planteamiento de una herramienta efectiva
para el trabajo con arquitecturas que implícitamente incluyan la capacidad de
las ANNs de aprender representaciones de características desde cero. Lo cual
conlleve a una mejor estimación de la información perdida durante el proceso de
generación de datos de la red y la medición de material particulado PM2.5. En
consecuencia, en este capítulo se busca combinar la interpretación y el sentido
matemático de la MF y el poder de aprendizaje contenido en las redes neuronales
profundas (DNNs).

5.1. Deep Matriz Factorization DMF

5.1.1. Embedding Layers

Un Embedding Layer es un módulo de red neuronal profunda implementado
generalmente en problemas de procesamiento natural del lenguaje [71] y filtros
colaborativos (generación de recomendaciones) [24]. Las Embedding Layers re-
suelven el problema de codificación de las redes neuronales profundas (One hot
encoding), ya que las representaciones latentes en los modelos clásicos se en-
cuentran conformadas por representaciones dispersas, principalmente por vec-
tores compuestos en su mayoría por valores cero. En cambio, las Embedding
layers cambian dichos vectores dispersos por proyecciones de las característi-
cas en espacios vectoriales continuos [71]. En consecuencia, estos resultan más
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Figura 5.1: Descripción general de una embedding layer

eficientes computacionalmente.

Otro aspecto importante que motiva el uso de Embeddings Layers para re-
solver el problema planteado en este trabajo sobre las WSNs, se debe a que
estas permiten decidir la dimensionalidad del espacio latente k que se le asigna
a cada índice d (característica) [60, 79]. Lo que permite a su vez incluir infor-
mación relevante dentro de los algoritmos que no cuentan con representación
matemática, como por ejemplo: día de la semana; estado del día; información
geográfica; tiempo en el que generó un dato; índice del sensor; etc. Por lo tanto,
la aplicación de Embedding Layers en los modelos DMF propuestos posibilitan
entonces, capturar eficientemente la dimensionalidad espacial y temporal asocia-
das al comportamiento de cada sensor usando estas como entradas del modelo.

En la Fig.5.1 se visualiza la arquitectura general de una Embedding Layer., es-
ta codifica los índices d asociados a cada observación n conocida. En la Eq.(5.1)
se presenta en un vector one-hot vi ∈ {0, 1}<d|i = 1, ..., n, donde d será la di-
mensión de la Embedding Layer y vij es un numero natural que representa cada
una de las posiciones del vector vi.

vij =

{
1 if i = j
0 others

(5.1)

En este sentido, la Embedding Layer irá aprendiendo los mejores valores de
ei ∈ <k, que representan la codificación de cada característica, conforme se
mueve el gradiente del modelo de optimización usado por la DMF. Para esto
la matriz embedding E ∈ <k×d inicia la primera iteración con valores aleato-
rios, muestreando cada una de las posiciones como una distribución Gaussiana
E ∼ N (0, 1) [40]. Por lo tanto, al finalizar el entrenamiento, se obtiene una sa-
lida que codifica las representaciones en el espacio latentes de dimensión k de
cada entrada de dimensión d ingresado a la DMF. En consecuencia la represen-
tación matemática del vector vi será ei y se puede desarrollar de acuerdo con la
Eq.(5.2):
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ei = Evi = [ei1 ... eik]
T (5.2)

Lo anterior se cumple siempre y cuando vij = 1. Esto quiere decir entonces,
que la expresión de la Eq.(5.2) es diferenciable y puede ser integrada en el "back-
propagationrespecto a la función de costo de la red neuronal. Esta integración se
puede entender de acuerdo con el siguiente desarrollo:

∂J

∂Eij
=
∑
k

∂J

∂ek

∂ek
∂Eij

(5.3)

La Eq.(5.3) es 0 si n 6= i. También ∂ek
∂Enj

= 0 si k 6= j y 1 para el resto llegando
a la expresión mostrada en la Eq.(5.4)

∂J

∂Enj
=
∂J

∂ej
(5.4)

En otras palabras:

∂J

∂E
=

0 ∂J
∂e1

0
...

...
...

0 ∂J
∂ek

0

 (5.5)

De esta manera solo se debe rellenar la columna ith de la Encodding Layer
con el gradiente descendente de la red DMF.

5.1.2. Modelo DMF propuesto (DMF1)

DMF se basa en un modelo de variables latentes no lineales, en el que las
variables latentes son mucho menores que las variables observadas [17]. Por lo
tanto, DMF es capaz de recuperar información no muestreada en una matriz de
datos con características no lineales en sus estructuras [18, 92]. La arquitectura
de red mostrada en la Fig.5.2 se basa principalmente en los trabajos realizados
por [17] y [92]. Sin embargo, al planteamiento de las entradas que alimentan la
red, fue adicionada una capa de Embedding Layer por cada parámetro de infor-
mación incluido en el modelo (temporal, espacial o espacio-temporal), dado que
se quiere una red que se adapte a los datos generados por la WSN Ciudadanos
Científicos y adicionalmente cuente con las ventajas señaladas en la subsección
5.1.1.
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Figura 5.2: Arquitectura del modelo DMF (DMF1) planteado de acuerdo con [92]

Suponga f (.) como la función no lineal que mapea el vector Embedding ei,
que represente las posiciones observadas Ω de la matriz dispersa M para el
sensor s y el tiempo t. Por lo tanto, para el entrenamiento del modelo las entradas
pueden ser mapeadas fácilmente resolviendo el siguiente problema:

mı́n
Θ

n∑
i=1

(mst − f (Θ, ei))
2 , (s, t) ∈ Ω (5.6)

En este sentido y de acuerdo con el planteamiento realizado en [17], el pro-
blema DMF1 puede ser representado como:

f (Θ, ei) = g(h+1)(
g(h)

(
..g(1)

(
ei,Θ

(1)
)
, ..Θ(h)

)
,Θ(h+1)

) (5.7)

Donde W denota la matriz de pesos en cada capa; bi el vector de bias; g (.)
denota la función de activación Sigmoide;Θ(j) representa los hiperparámetros de
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la red Θ(j) = {W(j),b
(j)
i } , g(j)(t,Θ(j)) = g(j)(W(j),b

(j)
i ), j = 1, 2, .., h+ 1; y h es el

número de capas ocultas de la red.

De acuerdo con [17], el modelo presentado en Eq.(5.7) es llamado finalmen-
te como DMF y para el caso de experimentación sera nombrado como DMF1.
Por lo tanto, el modelo buscará reconstruir las representación no observadas
m̂st, (s, t) ∈ Ω de la matriz M.

5.1.3. Función de pérdida y algoritmo de optimización

Como ya se ha venido desarrollando en el transcurso de este trabajo, otro de
los componentes clave en la definición de los algoritmos de ML y DL es definir
la función objetivo para la optimización del modelo según los datos observados
y la retroalimentación no observada. En este caso, fue implementada la función
de costo del error cuadrado planteado en la Eq.(3.4) del capítulo 3. Sin embargo,
para la función de optimización se planteó la implementación del modelo Adam,
este algoritmo es un modelo de estimación de momento adaptativo, planteado
por primera vez en [34] y que en la actualidad es el método más usado para el
entrenamiento de algoritmos de DL, como redes neuronales recurrentes (RNN)
y redes neuronales convolucionales (CNN).

De acuerdo con [34], este es un método de optimización de gradiente descen-
dente que plantea una combinación del impulso (Momentum) y RMSprop descrito
por la Eq.(5.8):

wt+1 = wt −
α√
Ŝt + ε

(5.8)

donde,

V̂t =
Vt

1− βt1
(5.9)

Ŝt =
St

1− βt2
(5.10)

Vt = β1Vt−1 + (1− β1)
∂l

∂wt
(5.11)

St = β2St−1 + (1− β2)

[
∂l

∂wt

]2

(5.12)
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Con parámetros de sensibilidad β1 = 0,9 , β2 = 0,99 y ε = 10−8, sugeridos por
la literatura [34].

5.1.4. Comparación algoritmo DMF1 y MF

Dando continuidad al desarrollo experimental abordado en la sección 4.2 se
realizó una experimentación rápida bajo un enfoque general y otro particular usa-
dos en la sección 4.2 manteniendo de este el análisis del nodo 5. Como resulta-
do del estudio general se presenta el siguiente gráfico de barras que cuantifica
la cantidad de nodos donde cada método evaluado presentó menor error (califi-
cación por desempeño en cada uno de los nodos de la red):
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Figura 5.3: Desempeño de los algoritmos DMF y MF

Por otro lado, del análisis particular entre DMF (DMF1) y MF para el nodo 5
de la WSN (ver Figura 5.4), se observa un desempeño similar visualmente, lo
cual es consecuente dado que obtener errores más bajos se hace cada vez más
difícil (ver Tabla 5.1). Sin embargo del análisis general en la Figura 5.3, es claro
que el modelo DMF1 es superior al modelo MF desarrollado y sintonizado en el
Capítulo 4.
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Figura 5.4: Comparación de desempeño entre el modelo DMF (DMF1) y el algo-
ritmo MF + Regularización + Bias (S) usando el nodo 5 de la WSN

Modelo RMSE MAPE
MF + Regularización + Bias (S) 0,8558 0,0780
DMF1 0,8037 0,0640

Tabla 5.1: Errores obtenidos por los algoritmos DMF1 vs MF + Regularización +
Bias (S) para el Nodo 5 de la WSN

5.2. Planteamiento de arquitecturas DMF con ca-
racterísticas espacio - temporales y evaluación
de desempeño

5.2.1. Prueba de hipótesis nula (Ho) test de Friedman

El test de Friedman es una prueba de hipótesis nula (Ho) no paramétrica im-
plementada frecuentemente para evaluar diferencias significativas entre algorit-
mos de ML. Este test se plantea para evaluar varios métodos frente a diferentes
bases de datos (test sobre rankings).

Para el caso de la WSNs Ciudadanos Científicos esta prueba permitirá eva-
luar los métodos de DMF planteados para diferentes series de tiempo proceden-
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tes de distintos sectores del Área Metropolitana de Valle de Aburrá [19, 80].

En este sentido la Ho plantea que no hay diferencias significativas entre los
algoritmos para los conjuntos de datos considerados. Eso quiere decir entonces,
que los rankings promedios deberían ser equivalentes e iguales al ranking pro-
medio si todos empatan siempre [19]. Para esto se evalúa la siguiente expresión:

X2
F =

12N

km(km + 1)

[∑
j

R2
j −

km(km + 1)2

4

]
(5.13)

donde N representa el número de bases de datos (nodos de sensores) ; km
es número de métodos DMF a evaluar y Rj es el ranking del j-ésimo método a
evaluar.

5.2.2. Diagramas de distancia critica usando test de Nemenyi

La comparación de desempeño entre algoritmos evaluados para una o va-
rias bases de datos (DB) nos ayudan a determinar el rendimiento significativo, y
por lo tanto, cuál de ellos obtiene mejor desempeño. Sin embargo, en muchos
artículos presentados en la literatura también es necesario realizar pruebas de
significancia estadística o pruebas post-hoc, como lo es el test de Nemenyi y el
uso de diagramas de Distancia Crítica (CD) [30].

A grandes rasgos el test de Nemenyi obtiene la diferencia promedio entre dos
métodos, esto quiere decir que esta prueba post-hoc se basa en la creación de
un umbral por encima del cual, la diferencia entre las dos o varias medias arit-
méticas será significativa y por debajo del cual, esa diferencia no será estadísti-
camente significativa. Por lo tanto, el objetivo del diagrama de CD usando el test
de Nemenyi será mostrar las comparaciones en pares y ubicar posicionalmente
el ranking de los mejores métodos, dando una idea del nivel de significancia en
relación al número de pruebas estadísticas realizadas simultáneamente sobre un
conjunto de datos (test de comparaciones múltiples) [54, 30].

Eso quiere decir que al rechazar la Ho es posible aplicar el test post-hoc de
Nemenyi, con el cual será posible determinar que dos métodos son significati-
vamente diferentes, si sus rankings promedios difieren al menos en la distancia
crítica de Nemenyi. Esta puede ser obtenida de acuerdo con la siguiente expre-
sión:
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CD = qα

√
km(km − 1)

6N
(5.14)

5.2.3. Arquitecturas DMF propuestas con características es-
pacio - temporales

Debido a las facilidades de adaptación de las ANNs para aprender las repre-
sentaciones desde cero y la adición de Embedding Layers para la inclusión de
información espacial y temporal [91, 24, 97]. Se presenta el diseño de tres mo-
delos de DMF, los cuales permitan complementar el modelo MF con dicha infor-
mación y en consecuencia, resolver la problemática planteada para el presente
trabajo, donde buscamos aprovechar las virtudes de las técnicas MF señaladas
anteriormente con la finalidad de llegar a enfoques como el tratado por [23] para
la reconstrucción de señales con gran cantidad de información perdida, como es
el caso de la WSN de bajo costo Ciudadanos Científicos.

Día Semana Codificación
Lunes 1
Martes 2
Miércoles 3
Jueves 4
Viernes 5
Sábado 6
Domingo 7

(a) Día de la semana.

Estado Día Codificación
Madrugada 1
Mañana 2
Tarde 3
Noche 4

(b) Estado del día.

Tabla 5.2: Codificación temporal para la adición de características al modelo
DMF2

En la Figura 5.5 se presenta la modificación planteada a la red DMF1 con
la inclusión de características temporales, las cuales son decodificadas como se
muestra en la Tabla 5.2. Donde se espera con la inclusión de estas, tener pre-
sente durante el entrenamiento del modelo, las variaciones de las contaminación
de material particulado PM2.5 en cada uno de los días de la semana y en cada
uno de los momentos del día.
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Por ejemplo, es de esperarse que el material particulado sea más alto un
día lunes comparado con un domingo (día festivo). Igualmente se espera que
el comportamiento de la contaminación varíe drásticamente entre la madrugada
del día lunes, el medio día y la tarde del mismo lunes.

Figura 5.5: Modelo DMF2 con la inclusión de información temporales (días de la
semana y estado del día)

Siguiendo con el planteamiento de modificaciones al modelo DMF1, en la
Figura 5.6 se presenta el diseño de dos Redes Embedding para la inclusión de
características espaciales (latitud y longitud) procedentes de cada nodo de la
WSNs Ciudadanos Científicos.

Dado que las Redes Embedding solo reciben valores enteros en su entrada,
se resuelve para la construcción de los nuevos índices realizar una división del
Valle de Aburrá en una cuadrícula discreta (ver Figura 5.7), de forma tal, que
dentro de cada cuadro se ubiquen los sensores con coordenadas espaciales
similares.

El planteamiento de la cuadrícula de la Figura 5.7 se realiza dado que en
la ciudad las dinámicas de la contaminación difieren de acuerdo a la ubicación
del nodo. Por ejemplo, se espera que un nodo ubicado al lado de una avenida
concurrida o ubicado en una zona céntrica del Valle de Aburrá, genere datos de
mediciones de contaminación más altos, que un nodo ubicado en la periferia del
Valle donde las avenidas poseen menos flujo de personas y de vehículos.
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Figura 5.6: Modelo DMF3 con la inclusión de información espaciales (longitud y
latitud)

Figura 5.7: Cuadrícula espacial

Finalmente, en la Figura 5.8 se presenta el último planteamiento de modifi-
cación al modelo DMF1. Para dicho modelo fueron incluidos tanto los índices
presentados en la Tabla 5.2 como los índices generados por la cuadrícula discre-
ta presentada en la Figura 5.7. Por lo tanto, se espera que la inclusión de ambas
características al modelo, ayuden a la hora de realizar las estimaciones de los
datos faltantes generados por la WSN de bajo costo Ciudadanos Científicos.
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Figura 5.8: Modelo DMF4 con la inclusión de información espacio - temporales

5.2.4. Metodología de evaluación para el desempeño de las
arquitecturas DMF propuestas

La evaluación de desempeño de los algoritmos DMF propuestos se realizó
analizando el comportamiento de cada modelo en todas las series de tiempo
generadas por los nodos de la WSN (se asumen las series de tiempo como
bases de datos), siguiendo como metodología la evaluación por rankings. Para
esto se da una posición a cada modelo de acuerdo al error generado entre un
dato eliminado de forma aleatoria por huecos y el dato real generado por la red.

Sin embargo, el desempeño de los algoritmos fue definido por una serie de
pruebas estadísticas para determinar la existencia de diferencias entre el desem-
peño de cada variación del modelo propuesto (test de Friedman) y que tanto
difiere una técnica de otra (test de Nemenyi).

De acuerdo a lo anterior, para la aplicación de cada una de las pruebas esta-
dísticas fue necesario transformar la base de datos generada por la WSN. En la
Figura 5.9 se plantean los experimentos con la información obtenida con la red
durante el año 2018, para esto fueron seleccionados los primeros 6 meses del
año dado que en estos se encuentra la mayor cantidad de información perdida
por la red y posibilitaba la experimentación (eliminación de información artificial-
mente), de forma tal, que fuera posible eliminar el 40 % de la información y de
esta manera evaluar el desempeño de cada algoritmo DMF propuesto.

Por lo tanto, fueron creadas 6 bases de datos con información real de la WSN,
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Figura 5.9: Diseño experimental para la evaluación de los algoritmos DMF plan-
teados

6 bases de datos con información eliminada por huecos, 6 bases de datos con la
información temporal codificada para cada mes y una base de datos con la infor-
mación espacial de cada sensor. La información generada sirvió para evaluar la
información de cada mes con los 4 modelos DMF propuestos, de las cuales fue-
ron generadas 24 bases de datos con los resultados obtenidos por cada método
DMF evaluado (estimación de información eliminada).

Finalmente, el desempeño del error en la estimación de información de cada
algoritmo, se cotejó con las 6 bases de datos con información real, evaluando
el desempeño de cada método con los índices de desempeño RMSE, MAPE y
EVS. Consecuente con lo anterior, los errores generados en cada mes fueron
promediados, generando 3 bases de datos ( una por índice de desempeño) de
tamaño 130 × 4, donde, 130 representa cada sensor de la red y 4 cada uno de
los modelos DMF evaluados.

En la Figura 5.10 se puede observar la variación de los errores obtenidos
por cada modelo DMF planteado ante cada ítem de desempeño analizado. Por
ultimo, los datos contenidos dentro de cada matriz fueron convertidos a valores
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Figura 5.10: Desviación de los errores obtenidos por cada método DMF evaluado

de 1 a 4, lo que quiere decir que el modelo con menor error le es asignado un
valor de 1 y al peor de los modelos se le asigna un valor de 4.

5.2.5. Resultados evaluación de desempeño

De acuerdo con lo mencionado en las secciones anteriores, se realizó el test
de Friedman para determinar si los métodos evaluados son estadísticamente
diferentes. Esto quiere decir que se asume como Ho: Los métodos son equiva-
lentes.Dado que el estadístico de Friedman es sumamente inflexible, utilizamos
la variante de Iman and Davenport [29] donde un estadístico F corregido que se
distribuye según la distribución F con ν1 = 3 and ν2 = 387 puede derivar de km−1
grados de libertad del nominador y ν1 mientras (km − 1)(N − 1) grados de liber-
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(a) CD para el método MAPE (b) CD para el método RMSE

(c) CD para el método EVS

Figura 5.11: Diagramas de distancia crítica aplicando el test de Nemenyi

tad para el denominador ν2. Siendo km y N el número de métodos y sensores
respectivamente. En consecuencia y teniendo en cuenta un nivel de significación
α = 0, 05 es posible encontrar el valor crítico χ2

F = 2, 63. Por lo tanto, tras cal-
cular los valores estadísticos de las tres medidas de regresión, se obtienen los
siguientes valores de F-score 512, 73, 705, 78 y 585, 23 para RMSE, MAPE y EVS
respectivamente, donde se dice entonces se rechaza la hipótesis nula Ho dado
que χ2

F < F-score.

Finalmente, usando la Eq.(5.14) y con q0,05 = 2,569 se obtienen las represen-
taciones gráficas presentadas en la Figura 5.11, las cuales entregan un valor de
CD = 0,4114. En consecuencia de esto, de los diagramas gráficos se obtiene la
comparación de cuatro algoritmos DMF, entre los cuales se comparan los resul-
tados obtenidos por el algoritmo DMF1 basado en [17, 92] y las tres variaciones
planteadas acordes con las 130 bases de datos evaluadas (nodos de sensores),
donde se incluye información espaciales (latitud y longitud), información tempo-
ral (estado del día y día de la semana) y la combinación espacio-temporal antes
mencionadas.

Dicha prueba se realizó para tres métodos de regresión usadas en la lite-
ratura: MAPE, RMSE y EVS. De la cual se obtiene para la gráfica MAPE que el
método DMF3 fue el mejor algoritmo frente al método base (DMF1) y las otras va-
riaciones propuestas DMF2 y DMF4. Resultado similar se obtuvo con la métrica
EVS, donde también se puede concluir que existe una diferencia significativa en-
tre el algoritmo DMF3 y los algoritmos DMF 1, DMF2 y DMF4. Sin embargo, para
la métrica RMSE, se obtiene que no existe diferencia significativa entre DMF3 y
DMF2, agrupadas por la línea gruesa, pero sí existe diferencia significativa entre
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los modelos agrupados (DMF3 y DMF2) con los modelos DMF1 y DMF4.

De acuerdo con lo anterior, se puede concluir que para la métricas MAPE
y EVS, el algoritmo DMF3 tiene una probabilidad del 95 % de obtener un mejor
desempeño respecto a los métodos DMF1, DMF2 y DMF4 para las 130 bases de
datos evaluadas, dado que para la presentación de resultados el test se realizó
con un α de 0,05.

5.3. Estimación de datos perdidos usando DMF3

Como experimento final se realiza una muestra de estimación de datos faltan-
tes usando el modelo DMF3 que mejor resultado presentó en evaluación realiza-
da en la subsección 5.2.5. Para esto fueron seleccionados nodos de sensores de
forma aleatoria entre los meses evaluados: Enero, Febrero, Marzo, Abril, Mayo
y Junio, usando una longitud de ventana de 720 horas (un mes). En las Figuras
5.12,5.13,5.14,5.15,5.16 y 5.17, en rojo se presentan las gráficas de la serie de
tiempo sin recuperación de información y en azul se presentan las formas de
señal generadas por el modelo DMF3 para la estimación de los datos no obser-
vados por la WSN en uno o varios instantes de tiempo.
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Figura 5.12: Nodo 10 mes de Enero 2018
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Figura 5.13: Nodo 108 mes de Abril 2018
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Figura 5.14: Nodo 52 mes de Junio 2018
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Figura 5.15: Nodo 34 mes de Mayo 2018
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Figura 5.16: Nodo 12 mes de Enero 2018
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Figura 5.17: Nodo 49 mes de Febrero 2018
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5.4. Conclusiones

Se diseña una función de optimización que permite a partir de la red de
sensores ajustar y completar datos faltantes con el fin de complementar las
metodologías de medición. Para esto en los capítulos 3 y 4 se presenta un
modelo basado en MF (algoritmos de ML) para la estimación de datos fal-
tantes en una WSN de bajo costo que mide material particulado PM2.5. De
la experimentación realizada con los algoritmos evaluados y con los datos
de la WSN dispersa, se encontró que el modelo MF + Regularización + Bias
(sintonizado) presenta un rendimiento superior a los resultados obtenidos
con las técnicas MS y KNN (ver Tabla 4.2). Adicionalmente, se puede con-
cluir que los MOGPs son métodos con gran rendimiento para la estimación
de datos faltantes, sin embargo, fallan cuando la cantidad de información
proveniente de los nodos vecinos es altamente dispersa, lo que imposibilita
la convergencia del modelo (ver Figuras 4.4 y 4.5 ). En consecuencia, de la
Figura 4.6 se puede deducir que el modelo MF + Regularización + Bias (sin-
tonizado) supera al modelo MOGPs, dado que este logra convergencia con
gran cantidad de información faltante logrando con esto el cumplimiento del
primer objetivo específico planteado.

Por otro lado, fue propuesto un método para la sintonización de los pará-
metros del modelo garantizando un buen ajuste de los datos sin pérdida
de generalización. Para esto en el capítulo 4 se realizó la exploración de
la mejor configuración de parámetros para el modelo de optimización y un
análisis de sensibilidad del algoritmo MF ante diferentes porcentajes de da-
tos faltantes. En la Tabla 4.1 se reconoce claramente que el modelo MF
+ Regularización + Bias (sintonizado) presenta una mejora de desempeño
frente a los resultados obtenidos en el capítulo 3. Con lo anterior, se pue-
de concluir que los modelos MF responden al problema de recuperación
de datos para la WSN bajo costo Ciudadanos Científicos, manteniendo un
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buen ajuste de los datos sin pérdida de generalización con la inclusión de
parámetros de bias y regularización [37]. Esto puede ser corroborado en
la Tabla 4.2), donde el modelo MF + Regularización + Bias (Sintonizado)
presentó menores errores de estimación con diferentes patrones de infor-
mación perdida en la reconstrucción de las señales (presentan diferentes
perfiles de contaminación y ubicación en el Valle de Aburrá) respecto a los
algoritmos evaluados del estado del arte.

Luego de lo anterior fue desarrollado un procedimiento con el fin de evaluar
la calidad del ajuste dado por el modelo propuesto con respecto a lecturas
de referencia. Por lo tanto se planteó un procedimiento para la evaluación
de los modelos comparados, realizando eliminación aleatoria y por huecos
de información existente de acuerdo con los patrones de datos tratados en
la subsección 2.1.3 y desarrollados en los experimentos realizados en los
capítulos 3, 4 y 5. Se implementaron los métodos de evaluación de error
MAPE, RMSE y EVS para valorar el error de ajuste de cada modelo imple-
mentado (ver Figuras 4.6 y 5.3), test estadísticos de Ho y pruebas post-hoc
(ver Figura 5.11). De las Tablas 4.2 y 5.1 se puede concluir de la experi-
mentación realizada, que los modelos basados en MF presentan mejores
resultados respecto a los modelos MS, KNN y MOGPs descritos en la li-
teratura. Encontrando que la aplicación de algoritmos MF implementando
redes neuronales (DMF), representa claramente un enfoque que permite
mejorar la capacidad de aprender las representaciones de características
desde cero [97] y al mismo tiempo contar con la interpretación matemática
de la MF [67, 18].

Lo anterior se logra al plantear modelos DMF usando Embedding Layers
que permiten incluir información que se adapta a los datos generados por
la WSN Ciudadanos Científicos, representando una mejora de desempeño
significativa comparada con los algoritmos MF estándar (ver Figura 5.3).
Esto se puede corroborar en los enfoques DMF2 (inclusión de información
temporal) y DMF3 (información espacial), donde se evidencia que para la
red Ciudadanos Científicos es más relevante la información espacial que la
temporal (ver Figura 5.11). Sin embargo con la experimentación realizada,
se encontró que la inclusión de información espacio-temporal no represento
mejoras en el desempeño del modelo para la estimación de información
perdida (DMF4). Por lo tanto, queda abierto el planteamiento de nuevas
configuración de red que permitan mejorar el desempeño del algoritmo, ya
sea incluyendo nueva información (información atmosférica) o la inclusión
de información espacial y temporal.

Finalmente, se puede concluir que el modelo DMF3 es un buen candida-
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to para la solución de problemas de estimación de información perdida y
la reconstrucción de señales de PM2.5, logrando con esto el cumplimiento
del objetivo principal planteado en este trabajo “Diseñar una metodología
que permita mejorar la calidad de medición de material particulado PM2.5
de la red de sensores de bajo costo del proyecto Ciudadanos Científicos
en el Valle de Aburrá, utilizando algoritmos de aprendizaje de máquina”. Lo
anterior se puede verificar en la subsección 5.3 donde se observa que las
predicciones realizadas por el modelo, cuando se cuenta con patrones de
huecos prolongados en el tiempo, buscan mantener el periodo de la señal
(ver Figura 5.14), lo cual es un resultado esperado, ya que al aumentar el
tiempo de predicción aumenta el error de estimación, y por lo tanto, no se
espera que el modelo DMF3 sea capaz de estimar picos máximos o míni-
mos de la señal, que de acuerdo con las señales vistas en la subsección
5.3 podrían representar eventos espontáneos o atípicos en los perfiles de
contaminación de la ciudad.

5.5. Lineas futuras

Luego del desarrollo del presente trabajo se plantean 3 escenarios generales
de trabajo futuro:

El primero consiste en seguir evaluando la base de datos Ciudadanos Cien-
tíficos con las variaciones existentes en la literatura de modelos MF, plan-
teando dentro de estos, la inclusión de información de variables ambien-
tales como: velocidad del viento, temperatura y humedad. Este desarro-
llo queda abierto ya que no se consideró para el alcance del trabajo y de
acuerdo con la literatura, son factores que afectan considerablemente la
respuesta de los sensores de material particulado PM2.5 usados por la
WSN Ciudadanos Científicos.

En el segundo escenario se plantea la implementación de técnicas MF pa-
ra el ajuste de sensores de la red Ciudadanos Científicos. Para esto se
propone usar metodologías Blind Calibration o Transfer Calibration, ya que
de acuerdo con la literatura, dichas técnicas permiten ajustar los sensores
usando la dinámica de la propia red, posibilitando la inclusión dentro del
modelo características temporales, espaciales y ambientales. Lo cual con-
lleve a un ajuste lo suficientemente robusto como para mejorar la respuesta
de los sensores ante ambientes y condiciones no controladas.



82 Conclusiones y líneas futuras

Finalmente, para la tercera línea de trabajo se plantea el uso de los resulta-
dos de este trabajo, estimación de datos no muestreados, en la aplicación
de técnicas de predicción como Redes Neuronales Recurrentes (RNN) y
modelos LSTM. Avanzando un paso adelante dentro del campo del proce-
samiento de señales, proponiendo metodologías que permitan estimar epi-
sodios de contaminación, los cuales sirvan como complemento en temas
de investigación como: pronóstico de eventos de contaminación, planea-
ción de ciudad, toma de decisiones en los planes de ordenamiento territo-
rial, reportes a la ciudadanía, etc.
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