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Resumen

El uso de los sistemas de predicción ha sido ampliamente explorado en el estudio de la polu-

ción del aire, debido a ser reconocido globalmente como uno de los mayores factores de riesgo

para la salud humana. Vecinos más cercanos vagamente cuantificados (Vaguely Quantified

Nearest Neighbor -VQNN) es un modelo de predicción con base en la teoŕıa de conjuntos di-

fusos aproximados, la cual permite modelar la ambigüedad e incertidumbre existente en los

datos por medio de cuantificadores difusos. Por otro lado, los datos asociados al monitoreo de

la calidad del aire se caracterizan por su alta no linealidad, aśı como por su susceptibilidad al

ruido e incertidumbre. En este contexto, VQNN es un método óptimo para la predicción de

concentración de contaminantes en aplicaciones a la calidad del aire, no obstante, una mala

sintonización de los cuantificadores difusos ocasiona una alta sensibilidad al ruido con baja

generalidad y aumenta la incertidumbre e imprecisión de las predicciones realizadas. Este

trabajo tiene como objetivo, proponer una metodoloǵıa de predicción utilizando Vecinos más

Cercanos Vagamente Cuantificados optimizados por Enjambre de Part́ıculas (VQNN-PSO)

para aplicaciones en la estimación de la concentración de contaminantes del aire en el Valle

de Aburrá. La metodoloǵıa propuesta hace uso de una función objetivo basado en el Error

Absoluto Porcentual Medio (MAPE) y utiliza un algoritmo de enjambre de part́ıculas mo-

dificado para trabajar con las restricciones inherentes a los parámetros del cuantificador. La

metodoloǵıa fue validada por medio de 24 bases de datos de referencia y fue comparado con-

tra 10 algoritmos de predicción. Finalmente, se estudió el desempeño de la metodoloǵıa en

una aplicación real basada en la estimación de la calidad del aire en el valle de Aburrá. Los

resultados muestran que VQNN-PSO tiene un desempeño superior a la mayoŕıa de métodos

evaluados a excepción de Regresión por Vectores de Soporte optimizados con enjambre de

part́ıculas, donde exhiben un rendimiento similar. De otro modo, en la predicción de calidad

del aire, VQNN-PSO se mostró como un sistema robusto ante cambios climáticos y estable

a lo largo de las estaciones de monitoreo en el valle de Aburrá.

Palabras clave: Vagamente Cuantificados Vecinos más Cercanos, Optimización por

Enjambre de Part́ıculas, Regresión por Vectores de Soporte, Predicción, Conjuntos

difusos aproximados.

Abstract

Air pollution is known globally as one major risk factor for human health, in this regard, pre-

diction models have been widely used to developed prevention systems. Vaguely Quantified

Nearest Neighbor (VQNN) is a prediction model based on fuzzy rough set theory, it is able to

model the ambiguity and uncertainty in the data using fuzzy quantifiers. On the other hand,

data associated with air quality monitoring are characterized for their high non-linearity and

are very sensitive to noise and uncertainty. In this context, VQNN is an ideal method to
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forecast the pollutant concentration in air quality applications, nevertheless, if fuzzy quan-

tifiers are not properly tuning lead to a high sensitive to noise with a poor generalization

capability and increase the uncertainty and imprecision of the predictions. This work aims to

propose a prediction methodology using Vaguely Quantified Nearest Neighbor optimized by

particle swarm Optimization technique (VQNN-PSO) to estimate pollutants concentration

in the Aburrá Valley. The proposed methodology uses a loss function based on the Mean

Absolute Percentage Error and employ a modified particle swarm optimization algorithm

to handle the imposed restrictions in the fuzzy quantifiers parameters. The methodology

was evaluated through 24 benchmark databases and it was compared with 10 prediction

algorithms. Finally, the methodology performance was studied in a real application based

on air quality estimation in the Aburrá Valley. Results shows that VQNN-PSO overperform

most of the evaluation methods, except for Support Vector Regression optimized by particle

swarm. Finally, in air quality prediction task, VQNN-PSO shows to be a robust strategy

against climatic changes and stable a long of the monitoring stations in the aburra valley.

Keywords: Vaquely Quantified Nearest Neighbors, Particle Swarm Opimization, Sup-

port Vector Regresion, Forecasting, Fuzzy Rough Sets
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1 Introducción

1.1. Planteamiento del problema

La predicción de eventos y variables es una tarea de gran importancia en diferentes áreas del

conocimiento como la economı́a, medicina, geoinformática entre otras, y se consolida como

una herramienta clave para el desarrollo de sistemas de control, sistemas de alerta temprana

y la toma de decisiones. Un gran número de metodoloǵıas para la predicción y su clasifica-

ción son reportados en la literatura [82, 72, 81, 49]. Sin embargo, para el desarrollo de este

trabajo dichos métodos fueron clasificados en determińısticos, estad́ısticos, aprendizaje de

máquina e h́ıbridos.

El rendimiento de los sistemas de predicción determińısticos está ligado a su complejidad,

es decir que para obtener un sistema con un alto desempeño es preciso contar con una gran

cantidad de ecuaciones que permitan establecer la relación entre las variables involucradas,

generando aśı un aumento excesivo en el costo computacional y limitando su aplicación a

sistemas con respuesta en tiempo real [40, 50]. Métodos estad́ısticos como los modelos auto-

regresivos y sus derivaciones presentan una alta capacidad de universalidad y un desempeño

eficiente en predicciones a corto plazo, sin embargo el desempeño de los sistemas es inferior

comparado con sistemas basados en aprendizaje de máquina [31, 45]. No obstante, los sis-

temas de predicción de aprendizaje de máquina requieren datos con bajos niveles de ruido

e incertidumbre, para poder establecer una dinámica entre las variables del fenómeno que

se está estudiando en ambientes de prueba controlados, donde se requiere un protocolo es-

tricto para la recolección o medición de los datos . Esto sugiere una dificultad ya que en

ambientes reales los datos están expuestos a múltiples fuentes de incertidumbre, producto

del mal etiquetado, interferencia electromagnética entre otros, generando lo que se conoce

como conocimiento imperfecto [14, 26, 43, 49, 85].

En aras de superar las dificultades que supone el conocimiento imperfecto, han emergido di-

versas alternativas entre las que destacan las teoŕıas de conjuntos aproximados y conjuntos

difusos, ambos métodos permiten mejorar el desempeño de los sistemas de predicción frente

a datos ruidosos, no obstante estas alternativas se alejan de dar una solución definitiva. En

la teoŕıa de Conjuntos Aproximados la vaguedad existente en la definición de las aproxima-

ciones altas y la inflexibilidad que supone la definición de las aproximaciones bajas, provoca

un alto grado de dicotomı́a, generando un comportamiento similar a la teoŕıa de conjuntos
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clásica lo que derivan en una alta sensibilidad frente imprecisiones en la información [56, 86].

Para mejorar el cálculo de las aproximaciones altas y bajas se ha utilizado el concepto de

función de membreśıa tomado de la teoŕıa de conjuntos difusos, a esta combinación se le

conoce como teoŕıa de conjuntos difusos aproximados (Fuzzy Rough Sets FRS) empleado en

el desarrollo de sistemas de predicción [22]. Una derivación de FRS es Vecinos más Cercanos

Difusos Aproximados (Fuzzy Rough Nearest Neighbor FRNN), el cual usa la información

promedio disponible de la aproximaciones altas y bajas para realizar una predicción, sin

embargo ésta sólo es influenciada por el objeto con mayor similitud, por lo cual el sistema

no utiliza la información disponible en el vecindario y cuando se trabaja con datos ruidosos

e imprecisos es posible que las predicciones puedan ser realizadas con base en información

errónea [26, 89]. Vecinos más Cercanos Vagamente Cuantificados (Vaguely Quantified Nea-

rest Neighbor VQNN) realiza las predicciones basado en la sumatoria de similitudes en el

vecindario, de este modo VQNN hace uso de toda la información disponible en el vecindario

para aumentar su capacidad de trabajo cuando se tienen datos ruidosos, además, VQNN

permite disminuir la incertidumbre e imprecisión asociada con datos imperfectos, haciendo

uso de cuantificadores difusos para reducir la sensibilidad del sistema al ruido [26, 22, 56, 138].

La elección de los parámetros de los cuantificadores es una tarea compleja debido a la depen-

dencia con el tipo y grado de ruido en lo datos, la variación entre diferentes aplicaciones y

la incertidumbre asociada a los procesos de predicción [37, 138]. Aśı, una mala sintonización

de los cuantificadores difusos ocasiona una alta sensibilidad al ruido del sistema con una

baja generalidad y aumento en la imprecisión e incertidumbre de las predicciones realizadas.

En la revisión de la literatura realizada, no se reportó una metodoloǵıa para la elección de

los parámetros de los cuantificadores difusos, en cambio se muestra que la sintonización de

estos se realiza de forma emṕırica, lo que no garantiza un desempeño óptimo, de otro modo,

realizar una búsqueda exhaustiva de los parámetros representa una tarea de alta compleji-

dad, debido a la cantidad de parámetros y restricciones. Por lo anterior, cuando se utilizan

sistemas de predicción con base en VQNN en aplicaciones reales y no se garantiza un co-

rrecto funcionamiento de los cuantificadores difusos, la incertidumbre e imprecisión de las

predicciones pueden causar diagnósticos erróneos, planificación y toma decisiones inadecua-

das, entre otras.

1.2. Justificación

El uso de los sistemas de predicción ha sido ampliamente explorado en el estudio de la po-

lución del aire, debido su reconocimiento global como uno de los mayores factores de riesgo

para la salud humana. La exposición a contaminantes es un contribuyente importante a las

tasas de muerte por enfermedad cardiorrespiratoria de acuerdo con la Organización Mundial
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de Salud. Muertes prematuras causadas por isquemia card́ıaca (72 %), enfermedad pulmo-

nar obstructiva crónica (14 %) y Cáncer de pulmón (14 %) son reportadas a nivel mundial,

aumentando en regiones de bajo desarrollo tecnológico y económico, como en el paćıfico oc-

cidental y el sur este asiático [137, 48].

En Colombia, los mayores costos ambientales y sociales son generados por la contaminación

del agua, los desastres naturales y la contaminación del aire [122], siendo esta ultima el pro-

blema ambiental más grave que presenta el páıs, según las estad́ısticas del Banco Mundial[97].

En el Valle de Aburrá se ha evidenciado en los últimos años un aumento significativo de la

concentración de contaminantes, generando un aumento en la morbilidad por enfermedades

asociadas al tracto respiratorio, sistema cardiovascular y en las capacidades reproductivas,

estimando 46 defunciones por cada 100.000 habitantes en la ciudad de Medelĺın asociadas

con la calidad del aire [7].

Las fuentes de emisión de contaminantes del aire están clasificadas en estacionarias y móvi-

les, las primeras están compuestas por la producción agŕıcola, la mineŕıa, las canteras, zonas

industriales, plantas qúımicas y de generación de enerǵıa, calefacción de edificios e incinera-

dores de residuos. Por otra parte, las fuentes móviles las componen los veh́ıculos con motores

de combustión interna [76] como los automóviles, motocicletas y camiones. En áreas urba-

nas las fuentes móviles contribuyen alrededor del 14 % de los gases de efecto invernadero,

generando fuertes variaciones en el clima global y alterando las condiciones naturales de los

ecosistemas [55, 141].

Desde otro perspectiva, el comportamiento meteorológico también influye en la dispersión

de los contaminantes atmosféricos generando cambios en su concentración, factores el viento,

estabilidad atmosférica, radiación solar, precipitación y topograf́ıa generan condicione pro-

picias para su transporte y dispersión [66]. En Colombia, se dan fenómenos climatológicos

como el ciclo del Niño y la Niña - Oscilación del Sur, debido a la ubicación geográfica del

páıs y a la circulación de los vientos alisios entre los trópicos, estos fenómenos ademas de

generar impactos socioeconómicos como inundaciones por altas precipitaciones y seqúıas por

la carencia de lluvias, afectan la circulación atmosférica, generando aśı cambios abruptos en

los apoltrones de dispersión de los contaminantes.

Diferentes herramientas computacionales permiten predecir la concentración de contaminan-

tes del aire, generando aplicaciones móviles y servicios web, que brindan a las personas la

oportunidad de evaluar el estado de la calidad del aire y aśı planear sus actividades diarias,

evitando la exposición a niveles insalubres de contaminación. Además, estas herramientas

son de gran aplicación en los organismos gubernamentales, ya que son sistemas de apoyo a la

toma de decisiones para evaluar poĺıticas y mitigar situaciones potencialmente perjudiciales

para la salud pública y de los ecosistemas. Numerosos modelos computacionales de predic-
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ción de calidad del aire han sido desarrollado en torno a diversas estrategias matemáticas,

de los cuales los modelos determińısticos no logran modelar la dinámica de las fuentes de

emisión (principalmente las móviles) en zonas urbanas. De otro modo, los modelos estad́ısti-

cos y de aprendizaje de máquina no requieren modelar las fuentes de emisión, en cambio

utilizan información histórica de la concentración de los contaminantes recolectada por los

sistemas de monitoreo instalados en las diferentes ciudades, susceptible a diferentes fuentes

de incertidumbre asociadas con los equipos de medición y factores humanos, aśı como a las

variaciones repentinas en la meteoroloǵıa.

VQNN es un modelo de predicción no lineal, de alta tolerancia al ruido e incertidumbre, lo

cual es ideal para el trabajo con datos del calidad del aire, dada su naturaleza imperfecta y

alta no linealidad, estos factores son más severos en el Valle de Aburrá dada sus condiciones

topográficas y climáticas.

1.3. Objetivo

1.3.1. General

Proponer una metodoloǵıa de predicción de calidad del aire con base en Vecinos más Cerca-

nos Vagamente Cuantificados optimizados por Enjambre de Part́ıculas.

1.3.2. Espećıficos

Determinar una función objetivo para la optimización los cuantificadores difusos de un sis-

tema de predicción basado en conjuntos difusos aproximados vagamente cuantificados y

medidas de desempeño tipo wrapper.

Desarrollar un sistema para predicción de la concentración de contaminantes usando el algo-

ritmo Vecinos más Cercanos Vagamente Cuantificados optimizados por enjambre de part́ıcu-

las.

Validar el desempeño de la metodologia propuesta respecto a algoritmos de predicción con-

vencionales con datos reales derivados de aplicaciones biomédicas.
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2.1. Métodos de predicción

Recientemente la predicción de variables y eventos ha tomado gran interés en diversas áreas

del conocimiento, gracias a que permiten el desarrollo de sistemas de alerta temprana, apo-

yan los procesos de toma de decisiones y permiten generar sistemas de medición y monitoreo.

La literatura reporta un gran número de metodoloǵıas utilizadas para realizar predicciones,

las cuales pueden ser clasificadas de diferentes formas según la estructura del modelo, tipo

de datos o información requerida para la formación del sistema. En [82], se clasifican los sis-

temas de predicción en asociación de reglas, agrupamiento, arboles de decisión, vecinos más

cercanos, redes neuronales, análisis de conexiones, regresión y métodos heuŕısticos. Lotte y

col en [72], proponen una clasificación en sistemas lineales, redes neuronales, sistemas no

lineales, vecinos más cercanos y sistemas h́ıbridos. En [81], los sistemas de predicción se cla-

sifican como sistemas expertos, algoritmos genéticos, redes neuronales, sistemas basados en

conocimiento, sistemas de soporte de decisión, sistemas basados en lógica difusa y sistemas

h́ıbridos. Otros autores reconocen dos enfoques en el desarrollo de sistemas de predicción

basado en la información y conocimientos necesarios para formular un modelo, estos son

los métodos determińısticos y los métodos emṕıricos [49]. De este modo en este trabajo los

métodos de predicción se clasificaron en determińısticos, estad́ısticos, aprendizaje de máqui-

na e h́ıbridos, esto con el fin de agrupar los métodos tanto por su arquitectura como por el

tipo de información necesaria para su constitución (Figura 2-1).

Los métodos determińısticos implican un conocimiento profundo del fenómeno que se está es-

tudiando, con el fin de establecer un modelo matemático entre las variables involucradas y

su dinámica, por su parte los métodos estad́ısticos y de aprendizaje de máquina no requieren

de un conocimiento extenso del fenómeno, sin embargo es necesario contar con una gran

cantidad de datos que reflejen la dinámica del sistema para aśı determinar un modelo [49].

Finalmente la combinación de dos o más métodos bien sean determińısticos, estad́ısticos o

de aprendizaje de máquina, se conocen como métodos h́ıbridos, esto permite aprovechar las

bondades de las técnicas que se están fusionando, no obstante en ocasiones esto conlleva

a un aumento en la complejidad de los sistemas provocando comportamientos no deseados

[110, 120].
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Figura 2-1: Clasificación de métodos de predicción

2.1.1. Métodos determińısticos

Entre las técnicas deterministas más utilizadas para generar modelos de predicción son la

Modelación Dinámica, Elementos Finitos, Modelación Difusa y Modelación Numérica. En

el área de geoinformática se han empleado para el desarrollo de sistemas de alerta y pre-

vención de desastres naturales como inundaciones, tsunamis y terremotos [32, 69, 99]. De

otro modo, en el área de salud humana se reportan modelos que permiten predecir los efec-

tos hemodinámicos de procedimientos quirúrgicos [50], la respuesta inmune ante infecciones

pulmonares [108], el riesgo de función retardada en trasplantes de riñón [53], los niveles de

glucosa en sangre [29], la fuerza y el consumo energético de un músculo [124], evidenciando

comportamientos adecuados en predicciones a corto plazo, capacidad de funcionamiento en

condiciones variables y una precisión alta cuando el modelo se encuentra bien calibrado.

2.1.2. Métodos estad́ısticos

En este campo diversas técnicas se reportan en la literatura, entre las cuales se destacan los

modelos Auto Regresivos (AR) y sus derivados, lo cuales han sido utilizados en el desarrollo

de sistemas de predicción de la temperatura central en humanos [45], la polución del aire

[31] y el precio de la enerǵıa eléctrica [64]. Los modelos Autoregresivos Integrados de Media

Móvil (Autoregressive Integrated Moving Average-ARIMA) han sido usados para predecir la

presión intracraneal en pacientes con traumas cerebrales, la producción de trigo y la inci-
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dencia de fiebre hemorrágica con śındrome renal, presentando un mejor rendimiento frente

a los AR al trabajar con series de tiempo no estacionarias [47, 88].

Sistemas basados en derivaciones de los modelos AR como los Modelos Autoregresivos Exóge-

nos (Autoregressive Exogenous-ARX) y los Modelos Autoregresivos de Media Móvil Exógenos

(Autoregressive Integrated Moving Average Exogenous-ARIMAX), se han utilizado para pre-

decir la concentración de glucosa subcutánea, el tiempo, la demanda de electricidad, entre

otros [23, 34, 65]. Los modelos AR y sus derivaciones presentan una alta capacidad de uni-

versalidad y un desempeño eficiente en predicciones a corto plazo, sin embargo cuando los

datos utilizados para entrenar el modelo son de baja calidad el desempeño del sistema se ve

reducido comparado con sistemas basados en Aprendizaje de Máquina.

2.1.3. Métodos de aprendizaje de máquina

Diversos métodos de aprendizaje de máquina para tareas predictivas han sido usados para

aplicaciones en las ciencias sociales, ambientales, biomédicas, entre otras. Dentro del amplio

espectro de técnicas asociadas al aprendizaje de máquina, las Redes Neuronales Artificiales

(Artificial Neural Network -ANN) y la Regresión por Soporte de Vectores (Support Vector

Regression-SVR), se destacan como técnicas ampliamente utilizadas a lo largo de diferentes

aplicaciones , debido a la velocidad de entrenamiento, flexibilidad y desempeño [31, 36].

Por medio de ANN se han desarrollado sistemas para predecir la velocidad de viento, la

radiación solar, el flujo másico de refrigerante y el consumo de combustible de veh́ıculos

entre otros, encontrando que en comparación con los métodos deterministas, las ANN pre-

sentan un desempeño superior en términos de precisión, de igual manera, en comparación

con ARIMA se reportan incrementos de hasta un 50 % en el rendimiento [14, 21, 90, 104, 121].

La técnica SVR se ha empleado en el desarrollo de sistemas para predecir la extensión del

hielo en el mar, precio de acciones, precio de la enerǵıa eléctrica, precio del petróleo, niveles

de glucosa y nivel de agua en represas, encontrando una gran capacidad en la captura de la

dinámica dominante del sistema[1, 13, 25, 43, 91, 119].

Wohlfarth y otros en [136], presentan la predicción de la evolución del precio de viajes aéreos

usando la técnica de agrupamiento Marked Point Process of Return, concluyendo que el sis-

tema posee una gran flexibilidad para predecir el precio de un pasaje, incluso en periodos

superiores a siete d́ıas. En [105] se presenta un método con base en evolución gramatical

para la extracción y selección de caracteŕısticas en la predicción de la carga eléctrica con

aplicaciones en procesos de control de generación de enerǵıa, el método propuesto genera

caracteŕısticas que luego alimentan una máquina de aprendizaje para realizar la predicción,

el sistema obtuvo errores de entre 1.48 % y el 2.16 %.
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El método k Vecinos más Cercanos (k Nearest Neighbor k-NN) en su forma tradicional es

uno de los algoritmos de clasificación más usados debido a su simplicidad, además por me-

dio de pequeñas modificaciones puede utilizarse para realizar la predicción de una variable

continua, a este algoritmo se le conoce como Regresión k-NN el cual ha sido empleado para

predecir la edad basado en imágenes faciales, el consumo eléctrico de servidores, fallas en la

manufactura de semiconductores, el tempo de la música, enerǵıa eólica y fallas en software

de interacción, mostrando un desempeño aceptable. Sin embargo, su desempeño es superado

por métodos como SVR [16, 17, 36, 38, 44, 73].

2.1.4. Métodos h́ıbridos

Como se aprecia en la Figura 2-2, en los métodos h́ıbridos se presentan diferentes combina-

ciones entre métodos estad́ısticos, de Aprendizaje de Máquina y Determińısticos, los cuales

tienen como objetivo aprovechar las bondades de cada método en pro de una solución al pro-

blema. Las Máquinas de Soporte Vectorial de Mı́nimos Cuadrados (Least Squares Support

Vector Machines LS-SVM) son métodos h́ıbridos usados en la predicción de series de tiem-

po univariantes y multivariantes, mostrando resultados consistentes conforme se aumenta el

horizonte predictivo [18]. Un método h́ıbrido usando LS-SVM y enjambre de part́ıculas con

base en Recocido Simulado (Particle Swarm Opmization Simulated Annealing-PSOSA), se

ha empleado en la predicción de la velocidad del viento, obteniendo desempeños superiores

en un 2 % comparado con métodos estad́ısticos como ARIMA [128], para la misma tarea se

propone el uso de un método basado en SVR, Índice de Ajuste Estacional y Redes Neuro-

nales Recurrentes Elman (Elman Recurrent Neural Networks-ERNN) con el fin de eliminar

los datos at́ıpicos y mejorar en las predicciones a mediano plazo [130].

Por medio de Máquinas de Aprendizaje Extremas (Extreme Learning Machines ELM), el

Ljung-Box Q-test (LBQ) y un Modelo Estacional Autoregresivo de Media Móvil (Self Au-

toregressive Integrated Moving Average SARIMA), se desarrolló un sistema para predecir la

velocidad del viento, el modelo h́ıbrido fue comparado con métodos estad́ısticos y de apren-

dizaje de máquina ARIMA, SARIMA, ANN y ELM obteniendo mejores resultados para

predicciones a corto y largo plazo [103]. Modelos de predicción h́ıbridos entre Filtros de Kal-

man (Kalman Filter KF) y ANN han sido formulados para predecir la velocidad del viento,

mostrando un desempeño superior al de cada uno de sus componentes por separado [129].

Técnicas de predicción h́ıbridas basadas en agrupamiento se han desarrollado para predecir

la velocidad del viento y completar información pérdida en el censado del tráfico vehicular,

entre ellas se destacan los h́ıbridos entre información granular y agrupamiento difuso, C-

means difusos y Algoritmos Genéticos y por último agrupamiento espectral y las redes de

estado de eco, mostrando predicciones precisas y desempeños superiores a modelos existentes
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Figura 2-2: Métodos de predicción h́ıbridos

basado en ARIMA y ANN [71, 118, 132].

Con base en la teoŕıa de conjuntos aproximados, se han desarrollado métodos de predicción

como Rough C-means que no incorporan información acerca del vecindario, lo que pue-

de generar soluciones inadecuadas, por ello se proponen métodos h́ıbridos que utilizan los

modelos de decisión teórica aproximados, para calcular una función de costo que permita

incluir información del vecindario [66]. Los sistemas basados en conjuntos aproximados han

sido combinados con sistemas difusos para aplicaciones de regresión mostrando un desem-

peño superior que SVR y Regresión k-NN [3, 96].

k-NN y SVR se han empleado para predecir la generación de enerǵıa eólica y la edad basada

en imágenes faciales mostrando en términos del error cuadrático medio una mejoŕıa de hasta

un 5 % respecto a sistemas basados en Modelos Persistentes [16, 123]. Otros métodos h́ıbri-

dos como vecinos más cercanos difusos (Fuzzy-NN), k-NN probabiĺıstico, k-NN intusionista,

vecinos más cercanos difusos aproximados (Fuzzy Rough Nearest Neighbor -FRNN) y veci-

nos más cercanos vagamente cuantificados (Vaguely Quantified Nearest Neighbor -VQNN),

han sido explorados en la literatura en su mayoŕıa para tareas de clasificación [26], en este

sentido sistemas basado en FRNN se han utilizado para el análisis de imágenes marcianas

y reconocimiento de patrones en bases de datos de alta dimensionalidad [101, 117]. Por su

parte, los algoritmos basados en VQNN se han usado en el reconocimiento de expresiones

faciales e identificación de personas con una precisión superior al 80 % [37, 68, 138]. De igual

forma, en la literatura se reportan metodoloǵıas enfocadas en tareas predictivas, por ejemplo

Fuzzy-NN se ha empleado para predecir la demanda de gas natural [92], de otro modo en
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[56] proponen un método para utilizar los algoritmos de FRNN y VQNN en tareas regresivas

conservando la simplicidad algoŕıtmica de las estrategias basadas en k-NN, obteniendo un

desempeño superior a métodos como Fuzzy-NN y un desempeño comparable con SVR.

2.2. Predicción de la calidad del aire en zonas urbanas

En el contexto de calidad del aire se han empleado múltiples algoritmos de regresión para

predecir la concentración temporal y espacial de diversos contaminantes, bajo múltiples con-

diciones experimentales [100]. La predicción espacial consiste en determinar la concentración

de un contaminante en un punto geográfico, utilizando la información disponible en otros

lugares. De otro modo, la predicción temporal hace referencia a determinar la concentración

futura de un contaminante, utilizando la información actual y/o pasada disponible en el

mismo punto [100]. En este trabajo, es de interés identificar los métodos de regresión más

empleados en la predicción temporal de contaminantes del aire y/o ı́ndices de calidad del aire.

2.2.1. Predicción espacial

La predicción espacial de contaminantes del aire pretende determinar la concentración de

uno o varios contaminantes a lo largo de una superficie, en este contexto se han desarrollado

diversas estrategias basados en métodos de interpolación estad́ıstica y geoestad́ıstica como

Inverse Distance Weigthing (IDW), Vecino más Cercano, Splines y Kriging, sin embargo

estos métodos solo muestran buenos resultados trabajando en escalas regionales o globales,

por lo cual no exhiben buenos resultados trabajando en zonas urbanas, debido a la comple-

jidad dada la heterogeneidad de las fuentes de emisión [100].

Para predecir la concentración de Material Particulado menor a 2.5 µm (PM2,5) en la su-

perficie de diversas ciudades en el norte de China se usaron ANN, mostrando un aumento

en el desempeño del 22 % en comparación con la Regresión Lineal Múltiple [70], resultados

similares se encontraron para predecir Óxidos Nitrosos (NOx) en Londres [102]. Sistemas

Adaptativos de Inferencia Neuro-Difusos (Adaptive Neuro Fuzzy Inference System-ANFIS)

se usaron para predecir la polución de dióxido de sulfuro (SO2), alrededor de una mina de

cobre en Bor (Serbia), encontrando resultados poco precisos debido a la falta de datos [75].

2.2.2. Predicción temporal

La predicción temporal ha sido el enfoque más estudiado en la literatura, de este modo

podemos encontrar múltiples estudios que se centran en la elección de las variables de en-
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trada usando métodos como transformada wavelet, caracteŕısticas caóticas y el análisis de

correlación con variables ambientales y otros contaminantes [9, 94, 98]. Además, se ha evalua-

do la predicción en múltiples horizontes predictivos partiendo desde una hora hasta semanas.

Las ANN es uno de los métodos más recurrente en la literatura para el modelado de series

de tiempo de contaminantes del aire. Trabajos recientes muestran su uso en predecir dióxido

de nitrógeno (NO2), ozono (O3), SO2, material particulado suspendido (Suspended Particle

Matter -SPM) y Material Particulado Menor a 10 µm (PM10), usando horizontes de predic-

ción de 24 y 48 horas, encontrando que estas tiene una buena capacidad de generalización

(alrededor del 90 %), además que puede ser fácilmente implementadas en sistemas en tiempo

real, sin embargo también reportan que estos sistemas pueden ser extremadamente sensibles

a valores at́ıpicos en los datos, lo cual es común en los sistemas de monitoreo de calidad,

debido a problemas con los sensores [94, 30, 106, 24, 27, 2].

Sistemas basados en ANFIS son frecuentes en la literatura, dos trabajos recientes reportan

su uso en predicción de PM10, PM2,5 y O3, en áreas urbanas de Rumańıa y en la mega

ciudad de Nueva Delhi (India), encontrado que si bien ANFIS mejora el desempeño de ANN

y regresión lineal múltiple (Multiple Linear Regresion-MLR), es incapaz de predecir concen-

traciones altas, además reportan que la topoloǵıa de la red y el método de optimización son

dependientes de la locación geográfica [78, 79]. De forma menos frecuente, aparecen modelos

basados en Modelos Ocultos de Markov (Hidden Markov Models-HMM) y Arboles de Deci-

sión, mostrando buenos resultados para predecir O3 y PM2,5, no obstante las concentraciones

elevadas de los contaminantes modifican la distribución estad́ıstica de los datos (alarga la

cola) alterando el desempeño de las HMM [30, 114, 115].

Los métodos basados en SVR han tomado relevancia y se han desarrollado múltiples sistemas

para predecir Monóxido de Carbono (CO), PM2,5, PM10, NO, NO2, SO2 y O3, encontrando

resultados prometedores debido a las capacidades no lineales de las SVR, además se eviden-

cia del uso de métodos de optimización para la selección de los parámetros de la SVR dada

la complejidad de la tarea [15, 113, 67, 41, 139, 112, 5, 42].

Recientemente se ha evidenciado el desarrollo de sistemas basados en la combinación de

diferentes regresores, por ejemplo en [107], se combinan tres árboles de decisión diferentes

(Single Decision Tree, Desicion Three Forest y Desicion Treeboost) para predecir el Índi-

ce de Calidad del Aire (Air Quality Index -AQI), obteniendo un desempeño superior a un

SVR convencional. Combinación aditiva de diferentes métodos se han usado para predecir

NO2, SO2 y PM10, encontrando resultados superiores al uso de los métodos por separado

[27, 98, 135, 131].
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3.1. Conjuntos aproximados

La teoŕıa de conjuntos aproximados ha sido desarrollada en el marco de las ciencias compu-

tacionales espećıficamente en el área de inteligencia artificial con el fin de mitigar los pro-

blemas asociados al conocimiento imperfecto. Propuesta en 1982 por el matemático Polaco

Zdzislaw Pawlak, la teoŕıa de conjuntos aproximados es una extensión de la teoŕıa de conjun-

tos clásica, en la cual se asumen que disponemos de información adicional sobre los elementos

que componen un conjunto (sistema de información) [84].

Un sistema de información es una matriz en la que cada fila se asocia a un objeto por

ejemplo, paciente, muestra o evento, cada columna representa una caracteŕıstica o atributo

del objeto. De manera formal un sistema de información se representa como B = (U,D),

donde U es un conjunto finito no-vaćıo de objetos denominado Universo. Por su parte D

es un conjunto finito no vaćıo de caracteŕısticas o atributos de los objetos [116]. La teoŕıa

de conjuntos aproximados utiliza el concepto de indiscernibilidad para mitigar el impacto

del conocimiento imperfecto, en el desempeño de sistemas de clasificación y regresión. Dos

objetos (x, y) son indiscernibles si son reflexivos (xRy), simétricos (si xRy, entonces yRx) y

transitivos (si xRy y zRy entonces xRz), esta relación binaria es conocida como relación de

equivalencia y se representa como [x]D o R(x, y) [62].

Una relación de equivalencia genera particiones del universo, obteniendo nuevos subconjun-

tos, generalmente dichos subconjuntos están relacionados con un caracteŕıstica de decisión.

Debido a problemas de conocimiento imperfecto es posible que un objeto no pueda ser des-

crito de forma precisa frente a su argumento de decisión, sin embargo podemos determinar

algunos objetos que ciertamente pertenecen a una caracteŕıstica de decisión, aquellos que no

pertenecen a dicha caracteŕıstica y finalmente un último subconjunto de objetos que se en-

cuentran en medio de pertenecer o no a la caracteŕıstica de decisión, si este último conjunto

es no vaćıo se dice que el conjunto es aproximado [127].

Si B = (U,D) es sistema de información, de modo tal que A ⊆ D y X ⊆ U , es posible

aproximar X por medio de la información disponible en A, por medio de las aproximaciones

altas (AX) y aproximaciones bajas de (AX), la información disponible en A para cualquier

elemento y ∈ X se puede cuantificar por medio de una relación de indiscernibilidad R:



3.2 Conjuntos difusos aproximados 13

y ∈ A ⇔ (∀x ∈ X)((x, y) ∈ R⇒ x ∈ A), (3-1)

y ∈ A ⇔ (∃x ∈ X)((x, y) ∈ R ∧ x ∈ A). (3-2)

La información disponible en A se cuantifica por medio de la relación de indiscernibilidad.

Los objetos agrupados en AX, son aquellos que pueden ser clasificados con certeza en como

miembros de X, por su parte AX es el conjunto de los objetos que posiblemente pueden ser

clasificados como miembros de X. El conjunto de los elementos que no podrán ser clasifi-

cados de manera decisiva como miembros de X, se denomina región de frontera de X y se

expresa como BNA = AX−AX. Finalmente aquellos objetos que con certeza no pueden ser

clasificados como miembros de X, se denominan región de afuera y se expresa como A−AX,

se dice que el conjunto es aproximado si BNA es un conjunto no vació.

3.2. Conjuntos difusos aproximados

Propuesta en 1965 por Lotfi Zadeh, la teoŕıa de conjuntos difusos plantea una generalización

a la teoŕıa de conjuntos clásica con el fin de proporcionar un marco de trabajo robusto frente

a situaciones de conocimiento imperfecto en aplicaciones de reconocimiento de patrones y

procesamiento de la información. En la teoŕıa de conjuntos clásica un objeto pertenece o no

a una clase mientras que en la teoŕıa de conjuntos difusos la pertenencia a una clase es medi-

da por medio de una función de membreśıa, la cual tiene diferentes grados de pertenencia [46].

Ahora cuando A es un conjunto difuso y R es una relación difusa, las aproximaciones altas

y bajas de X en función de la información disponible en A se pueden calcular como:

A(y) = ı́nf
y∈X
I (R (x, y) , A (y)) , (3-3)

A(y) = sup
y∈X
T (R (x, y) , A (y)) , (3-4)

donde I y T representan un Implicador difuso y una T-norma respectivamente.

La ”fuzzificación”de las aproximaciones altas y bajas permite suavizar las fronteras res-

pecto a sus contrapartes basadas únicamente en conjuntos aproximados, no obstante el uso

de los operadores inf y sup hacen a las aproximaciones sensibles frente a datos ruidosos [22].
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3.3. Conjuntos difusos aproximados vagamente

cuantificados

Conjuntos Difusos-Aproximados Vagamente Cuantificados (Vaguely Quantified Fuzzy Rough

Sets VQFRS) propone reemplazar los operadores sup e inf por cuantificadores difusos para

construir las aproximaciones altas y bajas, en este caso para construir el conjunto de apro-

ximaciones bajas se utilizaŕıa el cuantificador “La mayoŕıa” y para las aproximaciones altas

se utilizaŕıa el cuantificador “Algunos” [56]. De esta forma dado un par de cuantificadores

difusos (Qu, Ql), las aproximaciones altas y bajas de un sistema se puede expresar como:

Ql
A(y) = Ql

(
|Ry ∩ A|
|Ry|

)
= Ql

(∑
x∈X mı́n (R(x, y), A(y))∑

x∈X R(x, y)

)
, (3-5)

QuA(y) = Qu

(
|Ry ∩ A|
|Ry|

)
= Qu

(∑
x∈X mı́n (R(x, y), A(y))∑

x∈X R(x, y)

)
. (3-6)

Los cuantificadores difusos pueden ser generados utilizando la siguiente función [22]:

Q(α,β)(x) =


0, x ≤ α

2(x−α)2
(β−α)2 , α ≤ x ≤ α+β

2

1− 2(x−β)2
(β−α)2 ,

α+β
2
≤ x ≤ β

1, β ≤ x

(3-7)

donde 0 < α < β < 1.

3.4. Métodos de regresión basados en vecinos más

cercanos

3.4.1. Regresión k-NN

El algoritmo de los k vecinos más cercanos (k-NN) es uno de los algoritmos más usados

en tareas de reconocimiento de patrones, si bien su aplicación más común es tareas de cla-

sificación, este puede ser fácilmente modificado para usar como un regresor (ver algoritmo 1).
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3.4.2. Regresión Fuzzy-NN

El algoritmo Fuzzy-NN fue propuesto para aumentar la robustez del sistema frente a datos

imprecisos, en este sentido Fuzzy-NN utiliza una Relación de similitud difusa en lugar de

una medida de distancia, en este trabajo se utilizó la siguiente medida de similitud:

RA(x, y) =
1

|A|
∑
a∈A

Ra(x, y)

amax − amin
, (3-8)

donde A es el conjunto de caracteŕısticas y Ra(x, y) = 1− |a(x)− a(y)|.

De este modo el algoritmo 2 establece el procedimiento empleado en Fuzzy-NN.

3.4.3. Vecinos más Cercanos Vagamente Cuantificados (VQNN)

VQNN es una modificación del algoritmo de Fuzzy-NN, que permite brindar una mayor

robustez al hacer uso de la información de las aproximaciones altas y bajas definidas en

VQFRS (ver algoritmo 3).

En el algoritmo 3, Ryz es un relación difusa respecto a la variable de salida calculada como

Ryz = Ry(x, z) = 1−|y(x)−y(z)|
ymax−ymin

. En este contexto las aproximaciones altas y bajas se calculan

como:

Ql
Ryz(xi) = Ql

(∑
x∈NN mı́n (R(x,xi), Ry(x, z)∑

x∈X R(x,xi)

)
, (3-9)

Algoritmo 1: Regresión k-NN

Entradas: Xent, Yent, k y xi
Salida: ŷi
j ← 0

para cada x ∈ Xent Calcular la distancia con respecto a xi hacer
j ← j + 1

d(j)← ||x− xi||
NN ← Obtener los k vecinos más cercanos con base en la distancia d

t← 0

para cada z ∈ NN hacer
t← t+ yz

ŷi ← t/k
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Algoritmo 2: Regresión Fuzzy-NN

Entradas: Xent, Yent, k y xi
Salida: ŷi
j ← 0

para cada x ∈ Xent hacer
j ← j + 1

Rj(x,xi)

NN ← Obtener los k vecinos más cercanos con base en R

t1 ← 0; t2 ← 0

para cada z ∈ NN hacer
t1 ← t1 + yz ∗R(xi,xz)

t2 ← t2 +R(xi,xz)

ŷi ← t1/t2

QuRyz(xi) = Qu

(∑
x∈NN mı́n (R(x,xi), Ry(x, z))∑

x∈X R(x,xi)

)
. (3-10)

Los parámetros de los cuantificadores difusos corresponden a los reportados en [22, 57, 37],

es decir Ql(0,1,0,6) y Qu(0,2,1)
.

Algoritmo 3: Regresión VQNN

Entradas: Xent, Yent, k, Qu, Ql y xi
Salida: ŷi
j ← 0

para cada x ∈ Xent hacer
j ← j + 1

Rj(x,xi)

NN ← Obtener los k vecinos más cercanos con base en R

t1 ← 0; t2 ← 0

para z ∈ NN hacer

M ← QlRyZ(xi)+QuRyZ(xi)

2

t1 ← t1 +M ∗ yz
t2 ← t2 +M

ŷi = t1/t2

3.5. Regresión por Vectores de Soporte Epsilon (ε-SVR)

Para un conjunto de datos de entrenamiento X = {(x1, y1), (x2, y2), · · · (xn, yn)}, donde yi
representa el valor objetivo para un vector de entrada xi, el objetivo de SVR es encontrar
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una función que satisfaga f(xi) ≈ yi, para todas las muestras en el conjunto de datos de

entrenamiento. El algoritmo más usado para este propósito es el denominado ε-SVR, el cual

utiliza una función de perdida que le permite a f(x) presentar errores menores que ε [19].

Para el caso de funciones lineales f puede representarse como:

f(x) = wTxi + b, (3-11)

donde w es un vector que contiene coeficientes de ponderación para cada una de las carac-

teŕısticas y b es el término de tendencia, ambos parámetros pueden encontrarse resolviendo

el siguiente problema de optimización [109]:

min 1
2
‖w‖2

Sujeto a:

{
yi − (wTxi + b) 6 ε

(wTxi + b)− yi 6 ε

(3-12)

Sin embargo en la mayoŕıa de ocasiones esto representa un problema de optimización inviable,

debido a que no es posible aproximar todos los valores de entrenamiento con una precisión ε,

por lo cual es necesario agregar variables de holgura ξi, ξ
∗
i y un parámetro de costo (C > 0)

para controlar la relación entre la complejidad del sistema y la cantidad de error mayor que

ε que es tolerado, de este modo el problema de optimización queda como [6]:

min 1
2
‖w‖2 + C

∑n
i=1(ξi + ξ∗i )

Sujeto a:


yi − (wTxi + b) 6 ε+ ξi
(wTxi + b)− yi 6 ε+ ξ∗i

ξi, ξ
∗
i ≥ 0

(3-13)

La formulación dual del problema de optimización ofrece la clave para extender la capacidad

de SVR a funciones no lineales, para ello se emplean multiplicadores de Lagrange (αi y α∗i )

y el problema de optimización puede expresare como:

max − 1
2

∑n
i,j=1(αi − α∗i )(αj − α∗j )xTj xi − ε

∑n
i=1(αi + α∗i ) +

∑n
i=1 yi(αi + α∗i )

Sujeto a:

{∑n
i=1(αi − α∗i ) = 0

αi, α
∗
i ∈ [0, C]

(3-14)

De este modo f(x) puede representarse como
∑n

i=1(αi−α∗i )xTi ·x+ b, lo que se conoce como

la expansión en vectores de soporte. Sustituyendo en la ecuación 3-14 xTj xi, por una función

Kernel K(xj,xi), se puede extender el funcionamiento de las SVR a funciones no lineales.
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En las ε-SVR es necesario la elección del parámetro de costo C y el ε de la función de perdida,

además de un función kernel y sus parámetros inherentes. En este contexto [20] propone la

elección del parámetro de costo C como el rango de la variable de salida, no obstante este

enfoque puede ser sensible al ruido por lo que los autores sugieren encontrar C como:

C = máx(|y + 3σy|, |y − 3σy|) (3-15)

donde y es la media de la variable de salida del conjunto de entrenamiento y σy su varianza.

En [20] se propone encontrar el parámetro ε en función del ruido de los datos y el número

de muestras como:

ε = 3σr
√

ln(n)/n (3-16)

Donde n es el número de muestras y σr representa la desviación estándar del ruido en los

datos.

Dado que en la mayoŕıa de aplicaciones se desconoce el nivel de ruido, es necesario estimar

σr directamente de los datos. Para ello utilizamos una regresión de módulo mı́nimo, es decir

se entrena una SVR donde todos los datos sean vectores de soporte (esto se logra haciendo

ε = 0), posteriormente se realiza un predicción con la función obtenida para los datos de en-

trenamiento, finalmente σr es la desviación estándar de las diferencias entre los datos reales

y las estimaciones.

El estado del arte muestra que el Kernel Gaussiano de la forma K(x,y) = e−||x−y||
2/2σ2

tiene

buenos resultados con su uso, no obstante el parámetro de amplitud σ tiene un gran impacto

en el desempeño del regresor por ello su elección debe hacerse de forma cuidadosa. Para

ello se siguió la metodoloǵıa propuesta en [133], la cual consiste en un método adaptativo

inspirado en representación multi-escala del sistema visual (ver algoritmo 4).

3.6. Regresión por Vectores de Soporte Nu (ν-SVR)

Durante el entrenamiento de las ε-SVR, es necesario establecer de forma preliminar el valor de

ε, lo cual resulta en una tarea compleja debido a que este parámetro tiene una gran influencia

en el desempeño del algoritmo, este problema ha sido solucionado de forma parcial por el

denominado ν-SVR [6]. El cual propone solucionar el siguiente problema de optimización:
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Algoritmo 4: Método adaptativo para la selección del parámetro de amplitud σ

inicio
i = 0

σi = 0,001

Entrenar SVR

Obtener estimación ŷi
MAPEi = 1

n

∑n
i=1

|yi−ŷi|
yi

repetir
i = i+ 1

σi = 1,029σi−1
Entrenar SVR

Obtener estimación ŷi
MAPEi = 1

n

∑n
i=1

|yi−ŷi|
yi

hasta que MAPEi > MAPEi−1;

devolver σi−1

min 1
2
‖w‖2 + C(nνε+ 1

n

∑n
i=1(ξi + ξ∗i ))

Sujeto a:


yi − (wTxi + b) 6 ε+ ξ∗i
(wTxi + b)− yi 6 ε+ ξi

ξi, ξ
∗
i ≥ 0

(3-17)

Nuevamente si expresamos el problema de optimización en su forma dual y utilizamos una

función Kernel K(xi,xj), podemos dar solución únicamente en términos de los multiplica-

dores de Lagrange:

max
∑n

i=1(α
∗
i + αi)yi − 1

2

∑n
i,j=1(α

∗
i − αi)(α∗j − αj)K(xi,xj)

Sujeto a:


∑n

i=1(αi − α∗i ) = 0

αi, α
∗
i ∈ [0, C/n]∑n

i=1(αi + α∗i ) ≤ Cν

(3-18)

Finalmente podemos expresar la función de regresión como una expansión por medio de

vectores de soportes como:

f(x) =
n∑
i=1

(αi − α∗i )k(xi,x) + b (3-19)
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Las ν-SVR se utilizaron con un Kernel Gaussiano y seleccionando sus parámetros con el

algoritmo 4, la elección del parámetro de costo C se realizó de la misma manera que en las

ε-SVR. Finalmente, la elección de ν puede realizar por medio de una búsqueda exhaustiva

que optimice alguna medida de desempeño.

3.7. Optimización por enjambre de part́ıculas

PSO es un algoritmo metaheuŕıstico inspirado en el comportamiento de los enjambres de

aves o peces introducido para optimizar funciones continuas no lineales [60]. Este algoritmo

realiza la búsqueda en el espacio de los parámetros de la función objetivo ajustando la tra-

yectoria de las part́ıculas.

La matriz P de dimensiones n × d, contiene la posición de las n part́ıculas en cada una de

las d dimensiones, el vector v contiene la velocidad de las n part́ıculas, el movimiento del

enjambre de part́ıculas está determinado por dos componentes: pensamiento individual y

pensamiento colectivo. Cada part́ıcula es atráıda a moverse a la mejor posición p∗i donde se

ha encontrado, a este comportamiento se le denomina pensamiento individual, por su parte

el pensamiento colectivo atrae a las part́ıculas a la mejor posición encontrada entre todas las

part́ıculas g∗. El pensamiento individual le brinda al algoritmo la capacidad de exploración

mientras que el pensamiento colectivo garantiza la convergencia del algoritmo.

La actualización de las posiciones de las part́ıculas en t+1, se realiza por medio de la siguiente

ecuación:

p
(t+1)
i = p

(t)
i + v

(t+1)
i (3-20)

Por su parte la actualización de la velocidad se realiza por medio de:

v
(t+1)
i = v

(t)
i + αε1 · [g∗ − p

(t)
i ] + βε2 · [p∗i − p

(t)
i ] (3-21)

Donde α y β son constantes de aceleración, de forma t́ıpica α ≈ β ≈ 2, por su parte ε1 y ε2
son vectores aleatorios, con valores entre [0, 1] que permiten controlar la influencia que tiene

el pensamiento individual y colectivo sobre el cambio en la velocidad de la part́ıcula.

3.8. Contaminantes del aire

La contaminación del aire se define como la presencia de sustancias contaminantes en el aire

que interfieren con la salud o el bienestar humana, o que producen efectos medio ambientales
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dañinos [125]. En este contexto, The Clean Air Act de 1970 establece los seis contaminantes

del aire cŕıticos:

Material Particulado (Particulate matter PM)

Ozono (O3)

Monoxido de carbono (CO)

Dióxido de sulfuro (SO2)

Dióxido de nitrógeno (NO2)

Plomo (Pb)

En el desarrollo de este trabajo es de interés el estudio de PM10, PM2,5, NO, NO2 y O3.

3.8.1. Material particulado

El aire está compuesto de una serie de gases y vapores (Nitrógeno, ox́ıgeno, agua, argón,

dióxido de carbono, neón, helio, metano, NO, hidrógeno, xenón y vapores orgánicos), los

cuales están presentes como moléculas individuales. No obstante, en el aire siempre está pre-

sente una cantidad PM suspendido, el cual se compone de diversas moléculas. El PM alcanza

el aire gracias a rutas naturales como la condensación, reacciones qúımicas, part́ıculas de sal,

polen, etc., además, la actividad humana genera PM debido a la quema de combustibles fósi-

les, actividades mineras, construcción y producción agŕıcola [126].

El PM es usualmente clasificado de acuerdo a su tamaño, ya que este define su comporta-

miento en la atmósfera, en este sentido podemos clasificarlo en Material Particulado menor

a 10 µm (PM10) y Material Particulado menor a 2.5 µm (PM2,5). El PM10 puede ser en-

contrado en el humo proveniente del exosto de los autos e industrias, por su parte el PM2,5

aparece solo de forma indirecta , es decir solo se detectan por la forma en la que difuminan,

absorben y reflejan la luz. Es importante notar que el PM2,5 tiene la capacidad de estar

suspendida en el aire por mayor tiempo debido a su poca masa, mientras que las part́ıculas

de mayor dimensión tienden a removerse del aire en un proceso llamado sedimentación, el

cual es favorecido por factores como la lluvia, nevadas, granizo y niebla[126].

La literatura ha establecido una clara relación entre el PM y la tasa morbilidad y mortali-

dad, demostrando que un incremento en la concentraciones del PM tiene efectos negativos

en la salud [33]. EL PM está relacionado con enfermedades cardiovasculares, pulmonares,

mortalidad diaria, función pulmonar, tos y cáncer de pulmón [33, 4, 93]. Se ha identificado

que polimorfismo genéticos, enfermedades cardiovasculares y respiratorias pre-existentes, y
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el estatus socio económico, son factores que agudizan la susceptibilidad de la población a los

efectos adversos de la exposición a niveles de PM insalubres [95].

3.8.2. Óxidos nitrosos y ozono troposférico

Los óxidos nitrosos (NOx), se conforman en su mayoŕıa de NO y NO2, estos son generados

por los motores de combustión interna. Su mayor impacto esta asociado con la generación

O3, cuando reacciona con la luz solar [59]. Sin embargo, se ha demostrado que el NOx por

si solo acarrea una serie de impactos en la salud humana a nivel del sistema cardiovascular,

respiratorio y nervioso [10, 59].

Figura 3-1: Ciclo del ozono troposférico

Si bien el O3 es un gas que se encuentra de forma natural en el aire, en la estratosfera (50

Km de altitud con respecto al nivel del mar) el O3 forma la denominada capa de ozono, la

cual tiene como tarea repeler la radiación UV emitida por el sol [39]. De otro modo, el O3

troposférico (a menos de 10 Km sobre el nivel del mar) tiene un impacto negativo sobre la

salud huma y los ecosistemas. El O3 en troposfera, se produce como resultado de reacciones

qúımicas entre gases, la fuente más común de ozono se asocia con los NOx, por medio del ciclo

denominado ciclo del ozono (ver Figura 3-1), no obstante se reconocen otras fuentes como
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los compuestos volátiles orgánicos [28, 35]. Referente a los impactos a la salud humana, se ha

demostrado que el O3 irrita las v́ıas respiratorias, está relacionado con infartos al miocardio

y empeora el asma infantil [111, 33, 80].



4 Sistema de predicción basado en

VQNN y cuantificadores difusos

optimizados por enjambre de

part́ıculas

El desarrollo de sistemas de regresión es una tarea ampliamente abordada en la literatura,

donde se han propuesto múltiples metodoloǵıas con el fin de abordar los diferentes pro-

blemas asociados a la regresión como complejidad computacional, costo computacional y

conocimiento imperfecto [134]. El conocimiento imperfecto hace referencia a la incertidum-

bre existente en los datos e información a partir de los cuales se pretende establecer un

modelo, la incertidumbre se asocia comúnmente con errores humanos en recolección de los

datos y a la imprecisión en los sistemas de medición. En este orden de ideas la teoŕıa de con-

juntos difusos [140] y la teoŕıa de conjuntos aproximados [83], ofrecen un marco conceptual

que permite manejar algunos de los desaf́ıos que supone establecer modelos en ambientes de

conocimiento imperfecto.

Los métodos de regresión basados en la hibridación de la teoŕıas de conjuntos difusos y con-

juntos aproximados han permitido abordar algunas de las dificultades que suponen cada uno

de las teoŕıas de forma individual (ver Sección 3.2). Vecinos más Cercanos Vagamente Cuan-

tificados (VQNN) propuesto en [57], emplea cuantificadores difusos lingǘısticos “alguno” y

“la mayoŕıa” con el fin de hacer más flexible la definición de las aproximaciones bajas y

aumentar la rigidez en las aproximaciones altas, en este sentido los cuantificadores difusos

permiten modelar la vaguedad existente en los datos y aumenta la robustez del sistema frente

a datos corruptos con ruido o mal etiquetado, no obstante, la función de dichos cuantifica-

dores requiere la definición de parámetros que garanticen su correcto funcionamiento, sin

embargo, la literatura no reporta una metodoloǵıa para la elección de estos parámetros en

función del ruido existente en los datos, en cambio reporta que la elección se realiza de forma

emṕırica.

En este trabajo se desarrolla una metodoloǵıa tipo wrapper para la selección de cuantifi-

cadores difusos con base en optimización por enjambre de part́ıculas (PSO), que permite

la optimización de los cuantificadores difusos de un sistema de regresión basado en VQNN,
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con el fin de garantizar el desempeño del sistema en diferentes condiciones de ruido y ante

diversos tipos de datos.

Este caṕıtulo está organizado en tres secciones: Marco metodológico para la optimización

de cuantificadores difusos, Marco experimental y Resultados. En el Marco metodológico se

expone la formulación del problema de optimización para la selección de parámetros de los

cuantificadores, en esta se aborda la elección de la función objetivo, las restricciones del

problema de optimización y la implementación del selector de parámetros por medio de un

algoritmo h́ıbrido VQNN-PSO. En el marco experimental se describen los experimentos rea-

lizados y el análisis del desempeño de la metodoloǵıa propuesta. Finalmente la sección de

resultados y discusión expone los resultados obtenidos en los experimentos realizados.

4.1. Marco metodológico para la optimización de

cuantificadores difusos

4.1.1. Función objetivo

Con el fin de optimizar los cuantificadores difusos en el marco de una metodoloǵıa tipo

wrapper, fue necesario utilizar como función objetivo una medida que permita estimar el

desempeño del sistema de regresión, en este sentido cualquiera de las medidas de desempeño

numeradas en la tabla 4-1 puede ser utilizada como función objetivo, no obstante en el desa-

rrollo de este trabajo se utilizó el Porcentaje del Error Absoluto Medio (MAPE), dado que

esta medida es insensible a la escala de los datos, permitiendo establecer una comparación

objetiva entre diferentes bases de datos [52], además es una de las medidas más empleadas

en la evaluación de sistemas de regresión aplicados en [18, 25, 43, 51, 61, 63, 64].

Tabla 4-1: Medida de desempeño

Sigla Nombre Fórmula

MSE Error Cuadrático Medio 1
n

∑n
i=1 (yi − ŷi)2

MBE Error Parcial Medio 1
n

∑n
i=1(yi − ŷi)

RMSE Ráız del Error Cuadrático Medio 1
n

√∑n
i=1 (yi − ŷi)2

MSM Medida de Similaridad Media 1
n

∑n
i=1

min(yiŷi)
max(yiŷi)

MAE Error Absoluto Medio 1
n

∑n
i=1 |yi − ŷi|

MAPE Porcentaje del Error Absoluto Medio 1
n

∑n
i=1

|yi−ŷi|
yi

IA Índice de Concordancia 1− (ŷi−yi)2
(|ŷi−y|+|yi−y|)2

yi valor real, ŷi valor estimado, y media valores reales, ŷi media valores estimados, n número de muestras
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enjambre de part́ıculas

Dado que las estimaciones son obtenidas utilizado VQNN por medio del algoritmo expuesto

en la sección 3.4.3, este proceso puede ser definido como una función la cual depende de

los datos de entrenamiento, el vector de entrada, el número de vecinos más cercanos y los

parámetros del cuantificador, de este modo una estimación de VQNN puede ser expresado

como:

ŷi = VQNN(Xtrain, Ytrain,xi, αl, βl, αu, βu, k), (4-1)

donde Xtrain y Ytrain, representan los datos de entrenamiento, xi representa el vector de

entrada, αl y βl representan los parámetros del cuantificador difuso “alguno” usado para el

cálculo de las aproximaciones altas, mientras que αu y βu son los parámetros del cuantifica-

dor difusos “la mayoŕıa” usado para la definición de las aproximaciones bajas, finalmente k

representa el número de vecinos más cercanos.

De acuerdo a lo anterior, el problema de optimización puede ser expresado como:

mı́n
αl,βl,αu,βu,k

MAPE =
1

n

n∑
i=1

|yi − ŷi|
yi

(4-2)

En el problema de optimización se incluyó el número de vecinos cercanos k, con el fin de ga-

rantizar que el desempeño del sistema de regresión, no dependa de la elección de parámetros

por parte del usuario. Además, esto implica una disminución en el costo computacional, al

no ser necesario repetir la optimización de los cuantificadores si k es modificado.

4.1.2. Restricciones

Teniendo en cuenta la definición matemática de los cuantificadores difusos (Ecuación 3-7),

los parámetros agregan una restricción en la solución del problema de optimización ya que

0 ≤ α < β ≤ 1. Ahora en el contexto de modelar los cuantificadores difusos “alguno” y “la

mayoŕıa” utilizados en el cálculo de las aproximaciones altas y bajas respectivamente, a los

que nos referiremos como Qu(αl,βl)
y Ql(αu,βu)

, fue necesario modificar las restricción de los

parámetros del cuantificador con el fin de preservar su sentido lingǘıstico, de modo que para

Ql se debe cumplir que 0,4 ≤ αu < βu ≤ 1 y para Qu se tiene que 0 ≤ αl < βl ≤ 0,5, además,

se debe garantizar que αl < αu y βl < βu.

El parámetro k debe pertenecer al conjunto de los reales positivos (k ∈ Z+), por lo cual el

ĺımite inferior para k es 1, el ĺımite superior, está definido por el número de muestras en el

conjunto de datos de entrenamiento, al cual nos referiremos como n, no obstante en bases de

datos grandes este ĺımite puede ser inapropiado, por lo cual decidimos limitar k a el mı́nimo
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entre n y 100.

Ahora teniendo en cuenta las restricciones inherentes a cada parámetro el problema de

optimización definido en la ecuación 4-2 debe reescribirse como:

mı́n
αl,βl,αu,βu,k,m

MAPE =
1

n

n∑
i=1

|yi − ŷi|
yi

sujeto a: 0 ≤ αl < βl ≤ 0,5

0,4 ≤ αu < βu ≤ 1

αl ≤ αu

βl ≤ βu

1 ≤ k ≤ ı́nf(n, 100)

k ∈ Z+

(4-3)

4.1.3. VQNN-PSO

Para la solución del problema de optimización formulado en la ecuación (4-3), se propone

un sistema h́ıbrido basado en VQNN y PSO (VQNN-PSO), el cual integra un selector de

parámetros tipo wrapper basado en el algoritmo de optimización metaheuŕıstico PSO.

Como se aprecia en la Figura 4-1, VQNN-PSO solo tiene como entrada una base de datos,

compuesta por la matriz de caracteŕısticas Xent y el vector de decisión Yent, de este modo no

es necesario que el usuario ingrese ningún parámetro adicional. El algoritmo inicia generando

de forma aleatoria una serie de soluciones (una solución hace referencia a un conjunto de

parámetros αu, βu, αl, βl y k) que cumplan con las restricciones establecidas, para aśı por

medio de un procedimiento de validación leave one out y usando el algoritmo VQNN ob-

tener una estimación del vector de decisión Ŷent, de este modo se puede evaluar la función

objetivo (Ecuación 4-2). PSO es un algoritmo iterativo, por lo cual el procedimiento descrito

previamente se repite hasta satisfacer un criterio de parada, en este trabajo se usaron dos

criterios de parada, el primero consiste en el número de iteraciones, mientras que el segundo

corresponde a evaluar la convergencia de las part́ıculas.

Una vez alcanzado el criterio de parada de PSO, la solución con el MAPE más bajo es

entregado al VQNN para conformar el módulo de regresión definitivo (VQNN optimizado),

este módulo también recibe el conjunto de datos de entrenamiento (Xent y Yent), de este mo-

do el sistema está listo para el recibir un vector de entrada xi para generar una estimación ŷi.
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Figura 4-1: Arquitectura VQNN-PSO

Manejo de restricciones

La Figura 4-2, muestra el espacio de búsqueda viable para los parámetros de los cuantifica-

dores teniendo en cuenta las restricciones establecidas.
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(a) Restricciones cuantificador “algunos” (b) Restriciones cuantificador “la mayoŕıa”

(c) Restriciones en α (d) Restriciones en β

Figura 4-2: Espacio de búsqueda para los parámetros de los cuantificador

Fue necesario definir el mecanismo por el cual se garantice que las soluciones generados por

PSO se encuentren dentro del espacio de búsqueda viable de los parámetros. La literatura

muestra varias estrategias para el manejo de las restricciones, el mecanismo más común es

el propuesto por Kennedy en [60], el cual se conoce como penalización. En este se asigna

una valor muy alto (infinito) a la función objetivo de soluciones que no cumplen con las

restricciones, de este modo se garantiza que estas nunca serán tomadas como el mejor local o

global (p∗i y g∗), sin embargo este método genera espacios de búsqueda planos en las áreas de

restricción, lo que genera dificultades en la convergencia de las part́ıculas. De otro modo en

[87], se analizan múltiples estrategias para trabajar con restricciones, sus resultados sugieren

que el método Reflejar-Absorber, el cual consiste en reflejar al espacio viable las part́ıculas

que incumplan las restricciones [8] y simultáneamente hacer cero la velocidad de la part́ıcula
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en la dimensión donde se incumplieron las restricciones. Este método muestra una explo-

ración equitativa a lo largo del espacio de búsqueda, al igual que un buen desempeño en

diferentes funciones de prueba.

El método Reflejar fue propuesto para manejar restricciones concernientes a los ĺımites del

espacio de búsqueda (ver figura 4-3.a), es decir para una part́ıcula con posición en una de

sus dimensiones (pi), se limita el espacio de búsqueda entre pmax y pmin, esta restricción

se puede expresar como pmin ≤ pi ≤ pmax. De este modo, para una restricción violada, el

método Reflejar aplica la siguiente corrección:

(a) Método Reflejar

(b) Método Reflejar Diagonal

Figura 4-3: Estrategias para el manejo de restricciones
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si pi < pmin entonces p
′
i = pmin + (pmin − pi),

si pi > pmax entonces p
′
i = pmax − (pi − pmax).

(4-4)

El método Reflejar fue utilizado para manejar las restricciones concernientes a los ĺımi-

tes establecidos en el espacio de búsqueda de los cuantificadores (0 ≤ αl < βl ≤ 0,5 y

0,4 ≤ αu < βu ≤ 1), note que si βl ≤ 0,5 entonces αl ≤ 0,5, de igual forma para 0 ≤ αl
entonces 0 < βl. Para el cuantificador “algunos” se tiene que si 0,4 ≤ αu entonces 0,4 < βu
y si βu ≤ 1 entonces αu < 1.

Es importante tener en cuenta que el método Reflejar fue propuesto solo para trabajar con

restricciones que suponen un acotamiento horizontal o vertical del espacio de búsqueda, es

por ello que las restricciones asociadas a αl < βl y αu < βu no pueden ser tratadas con

este método, debido a que generan acotamientos diagonales en el espacio de búsqueda. Para

ello se propuso una modificación del método reflejar, con el fin de permitir que la part́ıcula

se refleje al espacio viable utilizado la diagonal como eje de simetŕıa, a este método nos

referiremos como Reflejar-Diag.

Para logar una reflexión al espacio viable utilizando αu = βu y αl = βl como eje de simetŕıa,

basta con invertir las coordenadas de las part́ıculas (ver Figura 4-3.b), es decir que para

ambos cuantificadores se tiene que:

si αl > βl entonces α
′

l = βl β
′

l = αl,

si αu > βu entonces α
′
u = βu β

′
u = αu.

(4-5)

Si bien las restricciones αl < αu y βl < βu suponen también un acotamiento diagonal en el es-

pacio de búsqueda (ver Figura 4-2.c-d), no se abordaron utilizando el método Reflejar-diag,

debido a que si una solución incumple estas restricciones, pero satisface las del cuantificador

(αl < βl y αu < βu), al reflejar la part́ıcula se podŕıan incumplir las condiciones del cuanti-

ficador, es por ello que estas restricciones se abordaron utilizando el método Penalización.

Es importante destacar de la Figura 4-2.c que la zona donde se impondrá la restricción de

penalización es muy pequeña y las dificultades de espacios de búsqueda planos se mitigan,

no obstante es necesario tener en cuenta que en el algoritmo original de PSO el mı́nimo local

y global (p∗i y g∗), solo se actualizan si la nueva solución es menor a los valores actuales,

por esta razón cuando se trabaja en espacios de búsqueda planos se genera una convergen-

cia prematura del algoritmo. Para permitir la actualización de p∗i y g∗ cuando una nueva

solución sean menor o igual, no obstante, esto se realiza solo el 50 % de las ocasiones, con el

fin de no interferir demasiado con la dinámica normal del PSO [87].
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La restricción referente a k, limita la solución únicamente a números reales positivos, lo cual

genera un acotamiento drástico en el espacio de búsqueda, ocasionando mayor dificultad en

obtener una solución, por ello esta restricción fue abordada aproximando las soluciones al

entero mas cercano, para ello fue necesario agregar una corrección en los ĺımites del espa-

cio de búsqueda con el fin de garantizar la igualdad de probabilidades a lo largo del espacio

de búsqueda, por lo cual el espacio de búsqueda queda limitado a 0,6 ≤ k ≤ mı́n(n, 100)+0,4.

La Tabla 4-2 resume el manejo del algoritmo con cada una de las restricciones consideradas

para la optimización de los cuantificadores difusos, el orden de aparición en la tabla corres-

ponde también al orden en que se aplican las correcciones sobre las soluciones.

Tabla 4-2: Manejo de restricciones

Restricción Método Corrección

βl < 0,5 Reflejar/absorber β
′

l = 1− βl; V
′

i,βl
= 0

αl < 0,5 Reflejar/absorber α
′

l = 1− αl; V
′
i,αl

= 0

βl > 0 Reflejar/absorber β
′

l = −βl; V
′

i,βl
= 0

αl > 0 Reflejar/absorber α
′

l = −αl; V
′
i,αl

= 0

βu < 1 Reflejar/absorber β
′
u = 2− βu; V

′

i,βu
= 0

αu < 1 Reflejar/absorber α
′
u = 2− αu; V

′
i,αu

= 0

βu > 0,4 Reflejar/absorber β
′
u = 0,8− βu; V

′

i,βu
= 0

αu > 0,4 Reflejar/absorber α
′
u = 0,8− αu; V

′
i,αu

= 0

αl < βl Reflejar-Diag/absorber α
′

l = βl; β
′

l = αl; V
′

i,αl,βl
= 0

αu < βu Reflejar-Diag/absorber α
′
u = βu; β

′
u = αu; V

′

i,αu,βu
= 0

αl < αu Penalización MAPE = ı́nf

αl < αu Penalización MAPE = ı́nf

0,5 < k Reflejar/absorber k
′
= 1− k; V

′

i,k = 0

k < mı́n(100, n) + 0,5 Reflejar/absorber k
′
= 2 mı́n(100, n) + 1− k; V

′

i,k = 0

k ∈ Z+ Redondear k
′
= round(k)

4.2. Marco experimental

Con el fin de evaluar la metodoloǵıa propuesta, se realizó un análisis comparativo respecto

a diez métodos de regresión, para ello se utilizaron 24 bases de datos derivadas de diferentes

aplicaciones.
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4.2.1. Descripción bases de datos

En el desarrollo de este estudio se emplearon 24 bases de datos derivadas de diferentes apli-

caciones (ver Tabla 4-3), las bases de datos utilizadas tienen entre 15 y 2178 muestras y

cuentan con entre 3 y 17 caracteŕısticas. Las bases de datos se clasificaron según el tipo de

variable de entrada en Continuas, Enteras y Mixtas, además se clasificaron según el tipo de

variable de salida en Enteras y Continuas. En este contexto, según la entrada se tienen 13

bases de datos Continuas, dos Enteras y 9 Mixtas, según la salida se tienen 5 bases de datos

Enteras y 19 Continuas. Las bases de datos usadas son públicas y están disponibles en las

páginas web http://www.keel.es/ y https://www.cs.waikato.ac.nz/ml/weka/.

Tabla 4-3: Descripción bases de datos

Nombre número de instancias
número de caracteŕısticas

Totales Continuas Enteras

Longley 15 7 2 5*

Schlvote 36 6 3 3*

Pollution 59 16 16* 0

Baskball 95 4 4* 0

CPU 118 7 7* 0

Fruitfly 124 5 3* 2

Veteran 136 8 0 8*

AutoPrice 158 16 16* 0

MachineCPU 209 7 0 7*

Bodyfat 251 15 15* 0

Baseball 337 17 2 15*

Dee 365 7 7* 0

AutoMPG6 392 6 3* 3

AutoMPG8 392 8 3* 5

Ele-1 495 3 2* 1

Stock 950 10 10* 0

Laser 993 5 5* 0

Concrete 1030 9 8* 1

Treasury 1049 16 16* 0

Mortgage 1049 16 16* 0

Ele-2 1056 5 5* 0

Friedman 1200 6 6* 0

Plastic 1650 3 3* 0

Quake 2178 4 3* 1

* representa el tipo de la variable de salida de la base de datos

4.2.2. Análisis comparativo

Con el fin de evaluar el desempeño del método propuesto (VQNN-PSO) se realizó un análisis

comparativo entre diferentes sistemas de regresión donde se incluyeron métodos basados en

estad́ıstica, vecinos más cercanos, vectores de soporte y árboles de decisión.
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Métodos basados en vecinos más cercanos

Los métodos de regresión k-NN y Fuzzy-NN se incluyeron para establecer una comparación

que permita comprobar que el uso de la teoŕıa de conjuntos difusos-aproximados mejora el

desempeño de los sistemas de regresión. De otro modo se incluyó el algoritmo de VQNN

utilizando cuantificadores difusos con parámetros fijos para analizar si la optimización de los

cuantificadores difusos por medio de VQNN-PSO mejora el desempeño.

La elección del número de vecinos más cercanos en estos algoritmos es una tarea muy im-

portante para garantizar un buen desempeño y debido a que VQNN-PSO incluye la elección

del número de vecinos más cercanos durante su proceso de entrenamiento, es necesario ga-

rantizar que la diferencia en el desempeño no se deba a una mala elección del número de

vecinos, por ello en los algoritmos de k-NN, Fuzzy-NN y VQNN se seleccionó el número de

vecinos que minimice el MAPE de una validación leave one out, este valor se encontró por

medio de una búsqueda exhaustiva entre uno y el número de muestras en el conjunto de

entrenamiento sin superar 100 vecinos.

Métodos basados en vectores de soporte

La Regresión por Vectores de Soporte (SVR) es una de las técnicas más exploradas en el

estado del arte y presenta algunos de los mejores resultados, es por esto que incluimos esta

técnica en el análisis comparativo. Según el planteamiento del problema de optimización po-

demos encontrar dos tipos de SVR las ε-SVR y las ν-SVR, ambos métodos fueron utilizados

siguiendo el procedimiento descrito en las secciones 3.5 y 3.6 respectivamente.

SVR-PSO

Con el fin de garantizar igualdad en el proceso de selección de parámetros se decidió incluir

un ν-SVR optimizada por medio de PSO, de este modo el problema de optimización utilizado

para seleccionar los parámetros fue:

mı́n
C,ν,σ

MAPE =
1

n

n∑
i=1

|yi − ŷi|
yi

sujeto a: 0 < C < 1000

0 < ν ≤ 1

0 < σ ≤ 100

(4-6)

La implementación del algoritmo sigue el mismo esquema metodológico propuesto para

VQNN-PSO descrito en la figura 4-1, en este caso los bloques correspondientes a VQNN
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fueron reemplazados por SVR, se modificaron las restricciones y los parámetros. Se utilizó el

método Reflejar/Absorber para manejar las restricciones del espacio de búsqueda.

Otros métodos

Diferentes análisis comparativos entre métodos de regresión para aplicaciones espećıficas

[74, 54, 77, 58], muestran que los métodos de árboles de decisión CART y Regresión Lineal

(LinearLMS) y Polinómica (PolLMS) presentan un desempeño adecuado, por lo cual se in-

cluyeron en el análisis de este trabajo.

4.3. Resultados y discusión

La Tabla 4-4 reporta el MAPE promedio durante el proceso de validación cruzada con 10

particiones, obtenido por cada uno de los métodos evaluados, a lo largo de las 24 bases de

datos. Observando el promedio del desempeño de cada método se aprecia que SVR-PSO

presenta el error más bajo, mientras que VQNN-PSO se encuentra en el segundo lugar.

Tabla 4-4: Error de los métodos de regresión evaluados
Base de datos k-NN Fuzzy-NN VQNN VQNN-PSO SVR-PSO ν-SVR ε-SVR Cart linearLMS PolLMS

Baskball 15,99 16,39 16,29 16,45 16,63 22,04 22,18 26,35 17,85 18,48

bodyFat 18,03 18,90 18,91 18,24 1,44 1,90 4,11 5,26 3,62 6,25

cpu 31,36 28,89 28,92 27,73 30,79 56,01 1511,53 65,56 77,82 52,07

ele-2 5,79 5,83 5,83 5,83 10,49 55,89 560,73 33,97 17,37 14,49

autoMPG6 7,70 7,53 7,53 7,33 7,33 9,74 8,99 11,12 12,46 10,36

laser 14,01 14,01 12,85 12,54 6,12 43,11 133,33 12,12 68,38 29,20

stock 1,04 1,02 1,02 1,02 0,98 2,22 1,91 1,66 3,99 1,96

autoPrice 10,54 10,23 10,25 10,04 14,23 22,31 114,84 14,65 16,11 40,10

dee 10,96 10,83 10,71 10,55 9,79 12,40 12,58 15,02 11,88 11,54

machineCPU 33,41 29,76 29,77 29,18 31,67 51,27 1.510,27 63,59 77,91 51,25

Schlvote 47,65 40,91 41,61 52,90 73,67 51,19 644,15 57,32 128,76 569,04

Veteran 185,20 182,31 173,97 164,29 162,83 223,68 2337,66 491,36 420,35 511,40

Longley 1,19 1,17 1,17 1,13 1,98 3,57 3,65 1,97 0,52 1,10

autoMPG8 8,00 7,60 7,61 7,37 7,22 10,51 11,87 11,53 11,80 8,85

pollution 3,37 3,28 3,26 3,07 2,55 4,75 5,04 4,68 4,00 7,95

baseball 59,25 57,12 56,93 55,20 63,91 88,47 729,64 83,32 100,66 102,69

concrete 23,56 24,73 24,70 24,40 11,47 23,92 48,20 23,75 31,51 21,51

ele-1 25,80 25,12 25,23 24,64 25,08 78,76 290,72 35,02 27,05 26,44

mortgage 1,04 1,00 1,00 0,97 0,42 0,92 0,96 1,60 1,30 1,28

fruitFly 89,81 90,23 87,44 86,66 84,02 88,29 222,39 109,20 102,80 112,05

quake 2,46 2,45 2,42 2,36 2,36 2,29 2,30 2,56 2,45 2,45

plastic 8,75 8,78 8,71 8,42 8,11 8,75 8,83 18,69 8,84 8,79

treasury 1,22 1,17 1,17 1,14 1,16 1,71 1,69 1,91 2,11 2,12

friedman 12,76 12,42 12,44 12,26 7,51 15,96 14,76 19,61 18,23 11,32

Promedio 25,79 25,07 24,57 24,32 24,24 36,65 341,76 46,33 48,66 67,61
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Realizando una prueba estad́ıstica no paramétrica (Test de Friedman), para comprobar si

existe una diferencia estad́ıstica entre los desempeños obtenidos por los métodos evaluados,

se obtuvo un p = 9,86 × 10−19, lo que indica que existe una clara diferencia estad́ıstica en

el desempeño de los métodos evaluados. De otro modo el Ranking de medias del test de

Friedman muestra que VQNN-PSO es el método que brinda el mejor desempeño, seguido

por SVR-PSO (ver Tabla 4-5). VQNN, Fuzzy-NN y k-NN siguen los resultados mostrando

que la teoŕıa de conjuntos difusos aproximados mejora el desempeño de Fuzzy-NN y a su vez

este mejora el enfoque clásico del k-NN.

Tabla 4-5: Ranking de medias test de friedman

Base de datos ranking

VQNN-PSO 2.67

SVR-PSO 2.71

VQNN 3.94

Fuzzy-NN 4.04

k-NN 4.81

ν-SVR 6.46

PolLMS 6.83

Cart 7.58

linearLMS 7.63

ε-SVR 8.33

Además un análisis de comparaciones múltiples por medio del método de diferencia mı́nima

significativa, muestra que si bien VQNN-PSO presenta el mejor desempeño (Según el ranking

de medias de Friedman), esta diferencia no es estad́ısticamente significativa frente a k-NN,

Fuzzy-NN, VQNN y SVR-PSO (Tabla 5-4).

Analizando el comportamiento de los algoritmos de acuerdo al rendimiento en las bases de

datos (ver tabla 4-7), en esta se observa que VQNN-PSO presentó el mejor desempeño en

el 29.2 % de las bases de datos, mientras que SVR-PSO en el 50 % de los casos.

Analizando los resultados de acuerdo al tipo de variable de entrada, se encontró que para ba-

ses de datos con entradas mixtas SVR-PSO y VQNN-PSO presentaron el mejor desempeño

en el mismo número de bases de datos, es decir en 33.3 % cada uno, mientras que para bases

de datos con entradas continuas SVR-PSO fue el mejor en el 61.5 % y VQNN-PSO en el

27.3 %, solo se contaban con dos bases de datos cuyas entradas fueran enteras los resultados

muestran que en una de ellas VQNN-PSO tuvo el mejor desempeño y en la restante fue

SVR-PSO.
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Tabla 4-6: Análisis de comparaciones múltiples de VQNN-PSO contra los demás métodos

evaluados

Método p-Valor

SVR-PSO 1

Fuzzy-NN 0, 86

VQNN 0, 91

k-NN 0,29

ν-SVR 6,02× 10−4

PolLMS 8, 09× 10−5

Cart 9, 32× 10−7

LinearLMS 7, 35× 10−7

ε-SVR 1, 30× 10−7

Tabla 4-7: Número de bases de datos en las que cada método se desempeñó mejor

Metodo
Tipo de entrada Tipo de salida

Mixta Continua Entera Continua Entera

k-NN 0 2 0 2 0

Fuzzy-NN 1 0 0 0 1

VQNN-PSO 3 3 1 5 2

SVR-PSO 3 8 1 11 1

ν-SVR 1 0 0 1 0

LinearLMS 1 0 0 0 1

Finalmente, respecto al tipo de variable de salida se evidencia que variables continuas SVR-

PSO fue el mejor método, presentando el mejor desempeño en 57.9 % de las bases de datos

mientras que VQNN-PSO fue el mejor en el 26.3 %. Para salidas enteras se aprecia que

VQNN-PSO fue el mejor enfoque en el 40 % de las bases mientras que SVR-PSO en el 20 %.



5 Caso de estudio: Predicción de la

calidad del aire en el Valle de Aburrá

5.1. Materiales y métodos

5.1.1. Base de datos

La orograf́ıa colombiana cuenta con valles interandinos o depresiones tectónicas que separan

las cordilleras, los cuales suelen estar acompañados de ŕıos que los recorren y a su vez gene-

ran. En el departamento de Antioquia, Colombia, se encuentra ubicado el Valle de Aburrá y

según lo prescribió la Gobernación de Antioquia, es una subregión ubicada en la cordillera

central de los Andes, el cual comprende diez municipios: Barbosa, Girardota, Copacabana,

Bello, Medelĺın, Envigado, Itagǘı, Sabaneta, La Estrella y Caldas.

La topograf́ıa que está contenida en esta zona se caracteriza por ser irregular y pendiente.

El valle de aburra tiene un ancho promedio de 30 km, sin embargo en su parte más ancha

puede alcanzar 80 o 90 km (ver 5-1); aśı mismo, el valle es recorrido de forma longitudinal

por el ŕıo Medelĺın. La orograf́ıa, topograf́ıa, nivel de humedad y temperatura en la región

genera que dificultades en la circulación de la masa de aire en el valle e impide la dispersión

de los contaminantes.

Para este estudio, se utilizó los datos suministrados por el Laboratorio de Calidad del Aire de

la Universidad Nacional de Colombia, el cual es el encargado de operar la red de monitoreo

de calidad propiedad del Área Metropolitana de Valle de Aburrá. Los datos usados corres-

ponden a cinco estaciones de monitoreo: Museo de Antioquia (MED-MANT), Universidad

nacional – Núcleo el Volador (MED-UNNV), Universidad San Buenaventura (BEL-USBV),

Casa de Justicia municipio de Itagǘı (ITA - CJUS) y Liceo Concejo de Itagǘı (ITA-CONC).

Los datos corresponden a mediciones obtenidas entre el primero de enero de 2013 y el 31 de

diciembre del mismo año. Los datos incluyen mediciones hora a hora de seis variables meteo-

rológicas y seis contaminantes del aire, es importante aclarar que estos contaminantes no se

miden de forma simultánea en todas las estaciones, su medición se realiza en combinaciones

de tres y cuatro contaminantes, permitiendo obtener entre espacios de representación entre

10 y 9 variables por estación y un total de 8760 muestras.
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COLOMBIA

ANTIOQUIA

VALLE DE ABURRA

Liceo Concejo de Itagüí

Universidad San Buenaventura

Museo de Antioquia - Parqueadero

Casa de Justicia municipio de Itagüí

Universidad Nacional - Núcleo el Volador

Figura 5-1: Valle de Aburrá

Descripción de la estaciones de monitoreo

El municipio de Bello, cuenta con una estación de monitoreo de la calidad del aire, la cual

se encuentra instalada en la Universidad San Buenaventura (BEL-USBV), en las coordena-

das 6,330◦ latitud norte y 75,568◦ longitud oeste. En esta estación se realizan mediciones

de contaminantes como NO2, O3 y PM10. Está clasificada según el Área Metropolitana del

Valle de Aburrá como de Fondo Urbano, cuyo objetivo es conferir información acerca de

los contaminantes generados en núcleos urbanos pero alejados de v́ıas, alto flujo vehicular o

asentamientos industriales.

La ciudad de Medelĺın, cuenta con una estación de monitoreo de la calidad del aire llamada

Universidad Nacional de Colombia, Núcleo el volador (MED-UNNV), la cual se encuentra

ubicada en las coordenadas 6,263◦ latitud norte y 75,577◦ longitud oeste. En esta estación, se

realizan mediciones a contaminantes como PM2,5, NO2 y O3. La estación corresponde según

la clasificación de las estaciones de la Red de Calidad del Aire del Valle de Aburrá a una es-

tación de Fondo Urbano, con el objetivo de arrojar información acerca de los contaminantes

generados en núcleos urbanos pero alejados de v́ıas con alto flujo vehicular o asentamientos

industriales.

La estación Museo de Antioquia (MED-MANT), se encuentra ubicada en el centro de la

ciudad de Medelĺın en las coordenadas 6,252◦ latitud norte y 75,569 longitud oeste. En esta

estación se realizan mediciones de PM2,5, NO2, O3 y PM10. Según la clasificación de las

estaciones definida por el Área Metropolitana del Valle de Aburrá, corresponde a categoŕıa

urbana, la cual tiene como objetivo hacer seguimiento en áreas con altas concentraciones de
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emisiones vehiculares, por ser un sitio donde confluyen rutas de servicio público colectivo

intermunicipal.

En el municipio de Itagǘı, se encuentra ubicada la estación de monitoreo de la calidad del

aire Casa de Justicia (ITA-CJUS) en las coordenadas 6,185◦ latitud norte y 75,597◦ longitud

oeste. En esta estación se realizan mediciones de material PM2,5, NO y NO2. Esta estación

según Área Metropolitana del Valle de Aburrá está categorizada como urbana, con el objeti-

vo de hacer seguimiento en áreas con altas concentraciones de emisiones vehiculares, por ser

un sitio donde confluyen rutas de servicio público colectivo intermunicipal. De igual modo,

realiza mediciones meteorológicas de presión atmosférica, temperatura, velocidad y dirección

del viento, radiación solar y humedad relativa.

La estación Colegio Concejo de Itagǘı (ITA-CONC) definida por la Red de Calidad del Aire,

se encuentra ubicada en las coordenadas l6,168◦ latitud norte y 75,644◦ longitud oeste, donde

se realiza medición de emisiones de PM2,5, O3 y PM10. Esta estación tiene categoŕıa subur-

bana, el objetivo es conocer los niveles de contaminación que se presentan en las zonas de

ladera del valle, entornos con particularidad en circulación de los vientos y comportamiento

como sumidero de contaminación.

Todas las estaciones se encuentran dotadas con una estación meteorológica para medir va-

riables como presión atmosférica, temperatura ambiente, precipitación, radiación solar, hu-

medad relativa, velocidad y dirección del viento. La altura de toma de muestra de los conta-

minantes y de las variables meteorológicas se realiza a una altura aproximada de 10 metros

sobre el nivel del suelo. Los equipos operan con métodos aprobados por la Agencia de Pro-

tección Ambiental de los Estados Unidos (EPA), de tecnoloǵıa automática que garantiza una

frecuencia de toma de datos horaria.

5.1.2. Caracterización

Inicialmente los datos de cada estación de monitoreo fueron tratados para detectar medicio-

nes ausentes y valores at́ıpicos. Las bases de datos utilizadas contienen una gran cantidad de

mediciones ausentes causadas por mantenimiento y daños de los sensores en las estaciones

de monitoreo. En este contexto decidimos no reemplazar estos valores debido a que este

proceso genera un aumento en la incertidumbre de los datos. De otro modo los datos at́ıpi-

cos aparecen de forma repentina o son generados por eventos excepcionales como incendios,

tormentas de polvo d́ıas festivos entre otros, esto puede afectar o deteriorar el desempeño de

sistemas de predicción basados en estad́ıstica o modelos matemáticos [18]. En este trabajo,

la detección de mediciones at́ıpicos se realizó por medio de un análisis de diagramas de cajas

de cada una de las variables, la longitud de los bigotes fue de 1.5 veces el rango intercuartil,
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los datos por fuera los bigotes fueron tratados como mediciones ausentes.

Con el fin de representar de forma efectiva el comportamiento de series temporales de con-

centración de contaminantes, para predecir su concentración con 24 horas de anticipación

en diferentes puntos del Valle de Aburrá, se usaron caracteŕısticas derivadas del análisis

temporal de algunas variables meteorológicas y de la concentración de los contaminantes.

Las caracteŕısticas obtenidas pueden dividirse en cuatro grupos: Variables Meteorológicas

Horarias (VMH), Variables Meteorológicas Temporales (VMT), Concentración Horaria de

Contaminantes (CHC) y Concentración Temporal de Contaminantes (CTC).

El grupo VMH, corresponde a las últimas mediciones de las variables meteorológicas en las

estaciones de monitoreo, las cuales corresponde a la Velocidad del Viento (VV), Dirección del

Viento (DV), Temperatura del Aire (TA), Humedad Relativa (HR) y Radiación Solar (RS).

En este orden de ideas el grupo CHC responde a las últimas mediciones de las concentración

de los contaminantes estudiados, que corresponde a NO, NO2, PM2,5, PM10 y O3.

Variables Meteorológicas Temporales (VMT)

El comportamiento de las variables meteorológicas responde a los patrones climáticos de

las regiones, por lo cual están relacionadas con el momento del año y los microclimas [11],

estas variables contribuyen de manera significativa con episodios de polución del aire [2].

Por lo anterior, fue necesario incluir variables que le permitan al sistema evaluar el estado

meteorológico en diferentes intervalos de tiempo previos al momento de la predicción, para

ello, empleamos dos intervalos de tiempo 24 horas y 7 d́ıas. En cada uno de estos intervalos

calculamos el máximo, mı́nimo y promedio de cada una de las variables meteorológicas (ver

Figura 5-2). Es importante aclarar que durante la noche la RS es cero, como resultado el

mı́nimo de esta variable durante los intervalos estudiados será siempre cero, por lo cual para

variable solo se calculó el máximo y el promedio.



42 5 Caso de estudio: Predicción de la calidad del aire en el Valle de Aburrá

(a) Velocidad del viento durante 24 horas

(b) Humedad relativa durante 7 semanas

Figura 5-2: Caracterización de Variables Meteorológicas Temporales (VMT)

Concentración Temporal de Contaminantes (CTC)

La concentración de contaminantes del aire es afectada principalmente por la actividad hu-

mana y la meteoroloǵıa [12, 76], por esta razón dividimos el análisis temporal de los conta-

minantes en dos bloques. Con el fin de analizar las tendencias recientes en la concentración

de los contaminantes y aśı poder capturar el efecto de la meteoroloǵıa, el primer bloque

de caracteŕısticas consiste en el máximo, mı́nimo y promedio de la concentración de cada

uno de los contaminantes durante las 24 horas previas al momento de realizar la predic-

ción. El segundo bloque está compuesto de la concentración promedio, máxima y mı́nima

de cada contaminantes durante el mismo d́ıa y hora en las últimas 7 semanas (e.g. para

predecir la concentración de PM10 un lunes a las 2 p.m, nosotros calculamos la concentra-

ción promedio, máxima y mı́nima de cada contaminante los lunes a las 2 p.m durante las
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7 semanas previas), este grupo de variables pretende capturar el impacto de la actividad

humana sobre la concentración de contaminantes de acuerdo con el d́ıa de la semana y la

hora del d́ıa, debido a factores como el tráfico, d́ıas no laborales, entre otras (ver Figura 5-3).

(a) 24 horas de concentración de PM2,5

(b) Concentración de PM2,5 el mismo d́ıa durante 7 semanas

Figura 5-3: Caracterización temporal de la concentración de contaminantes
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La Figura 5-4 muestra el proceso de caracterización a partir de las mediciones realizadas

por la estación de monitoreo, en total se obtuvieron 68, es importante aclarar que no todas

están disponibles de forma simultánea en las cinco estaciones de monitoreo, debido a que

los contaminantes estudiados no se miden en todas las estaciones, su medición se realiza en

combinaciones de tres y cuatro contaminantes. En la estación Bello-USBV solo hay disponi-

ble 61 variables, debido a que solo se mide NO, NO2, PM10 y O3, en MED-UNNV también

hay 61 caracteŕısticas, ya que se miden cuatro contaminantes (PM2,5, NO, NO2 y O3), en

las estaciones restantes se miden 3 contaminantes, por lo cual se cuenta con 54 variables.

El proceso de caracterización propuesto puede ser sensible a mediciones ausentes debido a

que estas se propagaran a los intervalos de tiempo donde se calcularan las caracteŕısticas.

Para ello, decidimos calcular las caracteŕısticas máximos, mı́nimos y promedios usando la

información disponible en los intervalos de tiempo analizados, este proceso se realizó tanto

para las variables meteorológicas como para los contaminantes.

Figura 5-4: Proceso de caracterización a partir de las mediciones arrojadas por las estacio-

nes de monitoreo

5.1.3. Selección de variables y evaluación de predicción

En este trabajo realizamos la predicción de los contaminantes por medio de VQNN-PSO,

usando como entrada los grupos de variables propuestos, en este sentido, fue necesario eva-

luar cual grupo de caracteŕısticas ofrece las mejores capacidades predictivas.

Inicialmente creamos 11 bases de datos usando todas las posibles combinaciones entre los

grupos de variables propuestos:

VMT+CHC



5.1 Materiales y métodos 45

CHC+CTC

CHC+VMT

VMH+CTC

VMH+VMT

VMH+CHC

CHC+CTC+CTC

VMH+VMT+CTC

VMH+CHC+CTC

VMH+CHC+VMT

VMH+CHC+VMT+CTC

Posteriormente, las bases de datos fueron dividas de forma aleatoria en dos conjuntos, en-

trenamiento (70 %) y validación (30 %). Realizamos el entrenamiento de cada uno de los

métodos de predicción (SVR-PSO y VQNN) usando el conjunto de entrenamiento, luego se

predijo la concentración usando los datos de prueba y se calculó la Ráız del Error Cuadrático

Medio (RMSE) entre la concentración predicha y la concentración medida. Luego usamos

la prueba de Friedman para determinar cuál método ofrece el mejor desempeño y posterior-

mente, por medio de un análisis de comparaciones múltiples (Test de la Diferencia Mı́nima

Significativa) se evalúo con el grupo de variables cual presenta las mejores capacidades pre-

dictivas.

En el Valle de Aburrá los patrones climáticos pueden dividirse en cuatro trimestres: Enero-

Marzo, Abril-Junio, Julio-Septiembre y Octubre-Diciembre. Los periodos de Enero-Marzo

y Julio-Septiembre corresponden a periodos de verano, mientras Abril-Junio y Octubre-

Diciembre responde a un periodo de lluvias. Además, las vacaciones principales en Colombia

tienen lugar entre Diciembre y Enero. El segundo periodo de vacaciones escolares se realiza

durante Junio y Julio, durante este tiempo la mayoŕıa de estudiantes de colegios y univer-

sidades no asisten a clases. Lo anterior evidencia la necesidad de evaluar el desempeño del

sistema de forma individual en cada trimestre dada sus particularidades tanto en el compor-

tamiento climático como en las actividades humanas.

De este modo la base de datos fue dividida en dos conjuntos Entrenamiento y Validación,

pero a diferencia de la sección previa, la división no fue completamente aleatoria, en cambio

seleccionamos de forma aleatoria 250 horas continuas en cada uno de los trimestres, para
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conformar el conjunto de Prueba y los datos restantes corresponden al conjunto de Entre-

namiento. Entrenamos un modelo para predecir la concentración de cada contaminante a lo

largo de las cinco estaciones de monitoreo, la evaluación del desempeño se realizó con base

en el Error Escalado Absoluto Medio (MASE) y RMSE (ver tabla 4-1).

5.1.4. Análisis comparativo

Finalmente, se comparó el desempeño de VQNN-PSO frente a otros algoritmos de predic-

ción destacados en la literatura para la predicción de contaminantes del aire, en este sentido

ANN y SVR destacan como uno de los métodos más usados y con mejores resultados en esta

tarea. Se decidió emplear el método SVR-PSO debido a los buenos resultados obtenidos en

el Caṕıtulo 4, usando la misma formulación de la ecuación 4-6. Por su parte, para las ANN

se usó un perceptrón multicapa con 30 capas ocultas y se empleó el algoritmo de Leven-

berg–Marquardt para su entrenamiento. En ambos métodos se usó como entrada el mejor

subconjunto de caracteŕıstica encontrado. La comparación se realizó con base en el RMSE

y usando un protocolo de validación cruzada 70/30.

5.2. Resultados y discusión

5.2.1. Caracterización

Con el fin de generar un sistema capaz de predecir la concentración de contaminantes del

aire en el Valle de Aburrá, propusimos un esquema de caracterización basado en el com-

portamiento temporal de variables meteorológicas y de la concentración de contaminantes

en diferentes intervalos de tiempo, en total se calcularon cuatro grupos de variables VMH,

CHC, VMT y CTC.

Durante el pre-procesamiento se detectó que en las 5 estaciones de monitoreo en promedio el

37.6 % de los datos presentaban mediciones ausentes, después de calcular los cuatro grupos

de variables el porcentaje de mediciones ausentes aumentó a un 47.9 %, alrededor de un

10.3 % (Tabla 5-1). Este incremento se debe a que en este estudio, solo se utilizó los datos

del 2013 y teniendo en cuenta que para calcular las variables CTC es necesario contar con

información previa de 7 semanas, solo se pudieron realizar predicciones a partir de la cuarta

semana de febrero, por lo cual este proceso genera por si solo una pérdida de mediciones

de alrededor del 13.4 %, bajo este punto de vista, se esperaba un aumento en la pérdida

de mediciones alrededor de este valor, pero los resultados evidencian una pérdida inferior,

esto se debe a que durante las primeras siete semanas del año existen mediciones ausentes y

además la estrategia de caracterización propuesta aumentó la robustez a estos valores.
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Tabla 5-1: Porcentaje de mediciones perdidas durante el proceso de caracterización

Estación Antes ( %) Despues ( %)

BEL-USBV 35 44.6

MED-MANT 37.2 44.9

MED-UNNV 36.3 46.7

ITA-CJUS 33.2 45.4

ITA-CONC 46 57.7

5.2.2. Selección de variables y evaluación de predicción

Para definir el mejor grupo de variables, procedimos a realizar la predicción de los cinco

contaminantes estudiados (PM2,5, PM10, NO, NO2 y O3) en las cinco estaciones de monito-

rio evaluadas (BEL-USBV, MED-MANT, MED-UNNV, ITA-CJUS y ITA-CONC), usando

como entrada todas combinaciones posibles entre los cuatro grupos de variables propuestas.

Usamos una estrategia de validación cruzada 70/30 y el desempeño del sistema se evaluó res-

pecto al RMSE.

La Tabla 5-2 muestra el RMSE de la predicción obtenido por VQNN-PSO. En este con-

texto, aplicamos el test de Shapiro-Wilik, con el fin determinar la normalidad de los datos

(P = 0,041), mostrando que los datos no son normales, por esta razón decidimos utilizar

la prueba estad́ıstica no paramétrica de Friedman para determinar si el grupo de carac-

teŕısticas usado afecta el desempeño de VQNN-PSO, un p-valor de 6,04−12, muestra que las

variables de entrada tiene un efecto considerable en el desempeño de VQNN-PSO. Revisando

el ranking de medias resultante del test de Friedman (Tabla 5-3), se aprecia que el grupo de

caracteŕısticas que presenta el menor error es CHC+VMT+CTC.
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Tabla 5-3: Ranking de medias test de Friedman

Variable Mean

CHC+VMT+CTC 2.91

VMH+VMT+CTC 3.59

VMH+CHC+VMT+CTC 4

VMT+CTC 5.03

CHC+CTC 5.06

VMH+CHC+CTC 5.79

VMH+CTC 6.85

VMH+CHC+VMT 6.91

CHC+VMT 7.5

VMH+VMT 7.97

CHC+VMH 10.38

Tabla 5-2: RMSE de predicción usando VQNN-PSO

Estación Contaminante VMT+CTC
VMT+CTC

VMH+CHC
CHC+CTC

VMH+CHC

CTC

CHC+VMT

CTC
VMH+CTC

VMH+VMT

CTC

BEL-USBV

PM10 7,39 7,69 8,35 8,54 7,62 8,35 7,60

NO 3,03 2,78 2,54 2,68 2,63 2,54 2,81

NO2 7,25 6,59 7,14 7,32 6,62 7,14 7,05

O3 11,27 10,02 11,05 10,51 13,11 11,05 10,48

ITA-CJUS

PM2,5 8,27 8,51 8,47 9,20 8,17 8,47 8,12

NO 8,19 8,04 8,08 8,23 7,46 8,08 8,30

NO2 10,42 10,34 10,91 10,53 9,80 10,91 9,89

ITA-CONC

PM10 12,75 12,35 13,41 13,11 12,60 13,41 12,31

PM2,5 7,73 8,02 8,35 8,53 7,73 8,35 7,65

O3 15,68 15,59 15,41 15,80 14,90 15,41 14,63

MED-MANT

PM2,5 9,30 9,62 9,33 9,61 9,22 9,33 9,67

NO 16,22 15,90 16,09 16,33 15,54 16,09 17,31

NO2 8,66 8,98 9,44 10,02 8,62 9,44 8,65

MED-UNNV

PM2,5 6,94 7,07 7,24 7,35 6,72 7,24 7,03

NO 14,75 14,08 13,28 13,39 13,40 13,28 14,73

NO2 9,83 9,53 10,07 9,62 9,72 10,07 9,39

O3 11,83 9,86 9,67 9,39 10,08 9,67 9,78

Se omite los resultados de CHC+VMT, CHC+VMH, CHC+VMH+VMT y VMH+VMT, dado que

presentaban errores muy altos

Además, conducimos una prueba de comparaciones múltiples usando el método de Mı́nima

Diferencia Significativa (LSD) entre CHC+VMT+CTC y el resto de combinaciones (Tabla 5-

4), los resultados muestran VQNN-PSO usando CHC+VMT+CTC tiene un desempeño su-

perior que usando el resto de combinaciones de variables, sin embargo en la prueba LSD revela

que no existe una diferencia estad́ısticamente significativa con respecto a VMH+VMT+CTC,

VMH+CHC+VMT+CTC, VMT+CTC y CHC+CTC. El grupo de caracteŕısticas CTC, es-

ta presenta simultáneamente en las 5 combinaciones con el mejor desempeño, lo que muestra
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que el esquema de caracterización temporal propuesto, refleja de forma efectiva el compor-

tamiento de los contaminantes bajo estudio, por el contrario, usando solo las caracteŕısticas

horarias (CHC y VMH) el sistema alcanza el desempeño más bajo.

Tabla 5-4: Resultados de la prueba LSD comparando CHC+VMT+CTC vs el resto de

combinaciones

Variables p-valor

VMH+VMT+CTC 1

VMH+CHC+VMT+CTC 1

VMT+CTC 0.74

CHC+CTC 0.73

VMH+CHC+CTC 0.28

VMH+CTC 0.02

VMH+CHC+VMT 0.02

CHC+VMT 0

VMH+VMT 0

CHC+VMH 0

Los resultados obtenidos sugieren que usar como entrada caracteŕısticas que evalúan las

tendencias actuales y pasadas de la concentración de contaminantes durante las 24 horas

previas y durante las últimas 7 semanas a la misma hora y d́ıa que se pretende realizar la

predicción, le permite identificar la influencia de la actividad humana, aśı como posibles con-

diciones atmosféricas que influencia la concentración o dispersión de contaminantes, de otro

modo, las variables VMT agregan información sobre la meteoroloǵıa actual, a través de una

ventana de 24 horas, la ventana de 7 semanas le permite al sistema la capacidad de detectar

transiciones entre periodos climáticos y brinda mayor robustez ante eventos meteorológicos

at́ıpicos.
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Tabla 5-5: Desempeño de VQNN-PSO en la predicción por trimestres

Estación Pollutant
MASE RMSE

T1 T2 T3 T4 T1 T2 T3 T4

BEL-USBV

PM10 1,27 1,38 1,25 1,01 0,38 3,10 1,81 3,31

NO 0,96 0,93 0,91 0,97 0,88 0,93 0,54 1,13

NO2 1,38 1,04 1,07 1,16 0,63 4,12 1,27 0,52

O3 0,88 0,83 1,03 0,88 1,51 0,90 0,37 2,57

ITA-CJUS

PM2,5 1,26 1,19 1,25 1,14 1,94 4,44 1,29 1,61

NO 1,01 0,82 1,02 1,08 0,83 2,71 1,82 5,26

NO2 1,19 1,24 1,47 1,13 2,10 7,92 3,18 2,25

ITA-CONS

PM10 1,10 0,89 1,00 1,00 1,74 1,45 1,68 2,74

PM2,5 1,21 0,94 1,00 0,98 0,91 2,40 0,35 2,65

O3 1,15 1,05 1,10 1,07 1,92 3,26 1,30 1,41

MED-MANT

PM2,5 0,91 0,99 1,20 1,14 1,42 1,29 2,57 1,29

NO 1,79 0,91 0,95 1,07 0,74 5,55 1,41 5,04

NO2 1,04 1,17 1,29 0,96 1,39 0,32 4,34 1,30

MED-UNNV

PM2,5 1,14 1,01 1,08 1,02 3,76 2,43 0,26 1,93

NO 0,84 1,00 1,01 1,25 4,02 7,63 5,11 10,48

NO2 1,16 1,03 1,01 0,97 5,69 0,57 1,42 2,55

O3 0,84 0,93 0,88 1,30 1,13 0,58 0,63 3,58

En la figura 5-5, se muestran los gráficos de tendencia, donde se puede comparar el desem-

peño de las predicciones de VQNN-PSO con respecto a los valores medidos y además permite

contrarrestar el desempeño del sistema en cada trimestre del año, usando como entrada el

mejor grupo de caracteŕısticas (CHC+VMT+CTC). De las gráficas podemos observar que el

sistema tiene un buen desempeño, el cual es similar en cada trimestre del año. Para confirmar

esta observación se usó el test de Friedman, con el fin de determinar si existe una diferencia

estad́ıstica en el desempeño del método por trimestre, usando como medidas de desempeño

el MASE y el RMSE (Tabla 5-5), el test arrojo un a p-valor de 0.1461 para RMSE y 0.0835

MASE, mostrando que no existe una diferencia entre trimestres, lo que sugiere que el método

tiene el mismo desempeño en estaciones húmedas y secas.
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Figura 5-5: Tendencia de concentración horaria de varios contaminantes del aire en dife-

rentes estaciones de monitores en el Valle de Aburrá: (a) Octubre-Diciembre

en BEL-USBV para O3 , (b) Enero-Marzo en ITA-CJUS para NO2, (c) Abril-

Junio en ITA-CONC para PM10, (d) Agosto-Septiembre en MED-MANT para

PM2,5, (e) Agosto-Septiembre en MED-UNNV para NO, (f)Enero-Marzo en

MED-UNNV para O3
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En la figura 5-5 se observa que el modelo tiende a subestimar las concentraciones de los

contaminantes en los puntos de mayor concentración medida. Al igual se observa que el

sistema tiene dificultades para seguir cambios abruptos en la concentración, sin embargo se

observa una buena capacidad de seguir la tendencia. Para confirmar esto podemos observar

los gráficos de dispersión (Figure 5-6) donde se observa que la mayoŕıa de los puntos están

por debajo de la función identidad, sin embargo se puede observar las excelentes capacidades

predictivas del sistema para O3, además se observa un buen ajuste para NO2 y NO.

0 20 40 60 80 100 120

Medido

0

50

100

150

P
re

d
ic

c
ió

n

O
3

0 10 20 30 40 50

Medido

0

20

40

60

P
re

d
ic

c
ió

n

NO

0 10 20 30 40 50 60 70

Medido

0

20

40

60

80

P
re

d
ic

c
ió

n

NO
2

20 40 60 80

Medido

20

40

60

80

P
re

d
ic

c
ió

n

PM
10

10 20 30 40 50

Medido

20

30

40

50

P
re

d
ic

c
ió

n

PM
2.5

0 20 40 60 80

Medido

0

20

40

60

80

P
re

d
ic

c
ió

n

PM
2.5

10 20 30 40 50 60 70

Medido

20

40

60

P
re

d
ic

c
ió

n

NO
2

0 20 40 60 80 100

Medido

0

50

100

P
re

d
ic

c
ió

n

NO

0 20 40 60 80

Medido

0

20

40

60

80

P
re

d
ic

c
ió

n

O
3

Figura 5-6: Comparación entre niveles de concentración predecidos y medidos

5.2.3. Análisis comparativo

Con el fin de comparar VQNN-PSO con respecto a SVR-PSO y ANN, debido a su rele-

vancia en la literatura para la predicción de la calidad del aire. La Tabla 5-6, presenta el

RMSE obtenido por cada uno de los métodos comparados, usando como variable de entrada

CHC+VMT+CTC, ya que fue el grupo de caracteŕıstica que presentó la mejor capacidad

predictiva, de la tabla se puede observar que SVR-PSO presenta el mejor desempeño en la

mayoŕıa de contaminantes.

Una prueba estad́ıstica no paramétrica (test de Friedman), muestra que la diferencia en el

desempeño de los métodos es estad́ısticamente significativo (p-valor=5,37×10−6), el ranking

de media del test muestra que SVR-PSO es el método que presenta un menor error (µ=1.18),

seguido por VQNN-PSO (µ=1.97). Finalmente, ANN fue quien presento el error más alto

(µ=2.85). Además, se realizó una prueba de comparaciones múltiples (Test de diferencia

mı́nima significativa), la cual muestra que la diferencia en el desempeño entre VQNN-PSO y

SVR-PSO no es estad́ısticamente significativa (p-valor=0,0514), por su parte el desempeño de
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Tabla 5-6: RMSE obtenido por los tres métodos comparados usando como variables de

entrada CHC+VMT+CTC

Estación Contaminante VQNN-PSO SVR-PSO ANN

BEL-USBV

PM10 7,60 9,56 9,44

NO 2,81 2,46 2,7

NO2 7,05 6,46 8,32

O3 10,48 9,37 11,65

ITA-CJUS

PM2,5 8,12 7,79 9,75

NO 8,30 6,86 9,31

NO2 9,89 9,28 12,08

ITA-CONC

PM10 12,31 11,98 14,61

PM2,5 7,65 7,68 9,25

O3 14,63 11,99 16,90

MED-MANT

PM2,5 9,67 8,56 10,22

NO 17,31 13,72 19,07

NO2 8,65 8 10,26

MED-UNNV

PM2,5 7,03 6,40 8,11

NO 14,73 11,78 14,73

NO2 9,39 8,84 11,86

O3 9,78 8,74 9,93

ANN fue estad́ısticamente inferior a VQNN-PSO y SVR-PSO (p-valor=0,0259 y 2,53×10−6,

respectivamente).



6 Conclusiones y recomendaciones

6.1. Conclusiones

Vecinos más Cercanos Vagamente Cuantificados es un método con altas capacidades predicti-

vas, comparable con otros métodos de gran impacto en el área de la inteligencia computacio-

nal. En este trabajo se desarrolla una metodoloǵıa de predicción con base en VQNN-PSO,

para la optimización de los cuantificadores difusos en función de los datos utilizados, garanti-

zando una mayor generalización en comparación con la mayoŕıa de estrategias de predicción

a lo largo de diferentes aplicaciones y tipos de datos tanto de entrada como de salida. Dicha

metodoloǵıa permitió además desarrollar un sistema robusto para la predicción de contami-

nantes en el Valle de Aburrá, que podŕıa usarse como una herramienta de pronóstico para

aplicaciones móviles y servicios web que informen a la comunidad sobre estados futuros de la

calidad del aire, además de permitir a las instituciones gubernamentales evaluar normativas

para mitigar impactos negativos sobre la salud publica.

La función objetivo planteada en la ecuación 4-3 usando el Error Absoluto Porcentual Medio

(MAPE), permitió optimizar los parámetros de los cuantificadores difusos en función de los

datos usados para el entrenamiento, además facilito obtener una comparación directa entre

diferentes bases de datos, para evaluar objetivamente el desempeño del método en diferentes

aplicaciones. No obstante el MAPE tiende a infinito cuando el valor a estimar tiende a cero,

por lo cual es necesario aplicar una transformación lineal a los datos para evaluar correcta-

mente el desempeño.

La metodoloǵıa de predicción con base en Vecinos más Cercanos Vagamente Cuantificados

optimizados por enjambre de part́ıculas (VQNN-PSO) ofrece un marco metodológico para la

optimización de los cuantificadores difusos en función del ruido e incertidumbre presente en

los datos, mostrando un desempeño superior a los métodos basados en vecinos más cercanos

evaluados (Regresión k-NN, Fuzzy-NN y VQNN), también superó a métodos destacados en

el estado del arte como ε-SVR, ν-SVR y CART, sin embargo, respecto a SVR-PSO no se

encontró evidencias de una mejora significativa, esto se puede explicar, gracias a que SVR-

PSO maneja un menor número de parámetros libres respecto a VQNN-PSO, al igual tiene

menos restricciones. El procedimiento propuesto para abordar las restricciones inherentes a

los parámetros de los cuantificadores difusos, permitió al algoritmo PSO conservar su capa-

cidad de exploración en espacios de búsqueda planos.
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VQNN-PSO permitió obtener un sistema de predicción de calidad del aire, capaz de operar

de manera robusta a lo largo de los periodos climáticos en el Valle de Aburrá, aśı como en

las diferentes estaciones evaluadas. Además, el sistema muestra una gran capacidad para

predecir ozono troposférico (O3) y una tendencia a subestimar las concentraciones altas de

los óxidos nitrosos y el material particulado, al igual que los métodos ANN y SVR-PSO.

6.2. Recomendaciones

En este trabajo se evaluó el uso de VQNN-PSO en tareas predictivas (regresión), es de in-

terés evaluar el desempeño de VQNN-PSO en otras tareas como clasificación o selección

de caracteŕısticas, lo que acarrea el estudio de nuevas funciones objetivos dentro del mismo

marco metodológico. Además, es de interés comparar el desempeño de la metodoloǵıa tipo

wrapper propuesta, respecto a una metodoloǵıa tipo filtro, ya que estas ofrecen una mayor

eficiencia computacional.
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Rodŕıguez Miranda, A. A.: Air Quality Modeling Using the PSO-SVM-Based

Approach, MLP Neural Network, and M5 Model Tree in the Metropolitan Area of

Oviedo (Northern Spain). En: Environmental Modeling & Assessment (2017). – ISSN

1420–2026

[43] Geidel, C. ; Zareipour, H.: Price Forecasting in the Spanish Day-Ahead Electricity

Market Using Preconditioned Wind Power Information. En: 2013 12th International

Conference on Machine Learning and Applications (2013), 12, p. 203–210. ISBN

978–0–7695–5144–9

[44] Goyal, Rinkaj ; Chandra, Pravin ; Singh, Yogesh: Suitability of KNN Regression

in the Development of Interaction based Software Fault Prediction Models. En: IERI

Procedia 6 (2014), p. 15–21. – ISSN 22126678

[45] Gribok, Andrei V. ; Buller, Mark J. ; Hoyt, Reed W. ; Reifman, Jaques: A

real-time algorithm for predicting core temperature in humans. En: IEEE transactions

on information technology in biomedicine : a publication of the IEEE Engineering in

Medicine and Biology Society 14 (2010), 7, Nr. 4, p. 1039–45. – ISSN 1558–0032

[46] H. J. Zimmermann: Fuzzy set theory and its applications. 1993. – ISBN

9789401038706

[47] Han, Bin ; Muma, Michael ; Feng, Mengling ; Zoubir, Abdelhak M.: An online

approach for intracranial pressure forecasting based on signal decomposition and robust

statistics. En: 2013 IEEE International Conference on Acoustics, Speech and Signal

Processing (2013), 5, p. 6239–6243. ISBN 978–1–4799–0356–6



Bibliograf́ıa 61

[48] Health Effects Institute: STATE OF GLOBAL AIR 2017 / Health Effects

Institute. Boston, 2017. – Informe de Investigación
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